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5 Konjugovani gradijentni metodi 73

5.1 Osnovne metode konjugovanog gradijenta . . . . . . . . . . . . . . . . . . . . 74

5.2 Dai–Liao konjugovani gradijentni metod i njegove varijante . . . . . . . . . . 78

5.3 Hibridni konjugovani gradijentni metodi . . . . . . . . . . . . . . . . . . . . 81

5.4 BFGS konjugovani gradijentni metodi . . . . . . . . . . . . . . . . . . . . . . 84
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6.5 Numerički rezultati i primena . . . . . . . . . . . . . . . . . . . . . . . . . . 118
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Predgovor

Oduvek su naučnici kroz svoj naučni rad težili postizanju boljih rezultata u iterativnim

procesima. Odred̄ivanje i podešavanje vrednosti parametara u svakom iterativnom koraku

direktno utiče na iterativni proces, a samim tim i na postizanju manjih ili većih vrednosti

funkcije cilja. Postoje brojni matematički algoritmi (metode) za pronalaženje vrednosti

parametara u iterativnim procesima za koje funkcija cilja postiže optimalnu vrednost.

U iterativnim procesima se kreće od početne aproksimacije, a zatim korak po korak,

preko vrednosti ciljne funkcije ide se ka traženoj optimalnoj vrednosti funkcije (najvećoj

ili najmanjoj). Iterativni algoritmi mogu imati mali broj iteracija koji brzo dovode do

tačnog rešenja, ali koji su računski skupi (zahtevni), jer se u svakoj iteraciji za pronalaženje

gradijenta izračunava Hesijan. U cilju smanjenja broja računskih operacija ili u nedostatku

podataka drugog reda, prelazi se na odgovarajuće modifikovane algoritme (metode).

Istraživanja predložene doktorske disertacije zasnovana su na teoriji nelinearne opti-

mizacije, numeričkoj analizi i pronalaženju novih efikasnih algoritama za uspešno rešavanje

problema bezuslovne optimizacije i sistema nelinearnih monotonih jednačina velikih dimen-

zija. Gradijentni metodi, odnosno konjugovano gradijentni metodi kao naučna grana opera-

cionih istraživanja i primenjene matematike su našli veliku primenu, kako u raznim naučnim

disciplinama, tako i u inžinjerstvu, ekonomiji (dizajniranju portfolija za investicije), vo-

jnoj i avio industriji, a u poslednje vreme u obnavljanju (restauraciji) slika, dekodiranju

retkih signla i u robotici. Predmet ove disertacije su optimizacioni problemi koji ne sadrže

ograničenja i čija je ciljna funkcija nelinearna. Dakle, osnovni fokus je na stvaranju efikasnih

algoritama za rešavanje problema bezuslovne optimizacije i sistema nelinearnih monotonih

jednačina velikih dimenzija.

Ova naučna oblast poslednjih decenija privlači posebnu pažnju istraživača zbog do-

bro razvijene teorije numeričke optimizacije i savremenih računarskih mogućnosti. Savre-

mena računarska tehnika je omogućila eksperimentalno generisanje i testiranje problema

bezuslovne optimizacije i sistema nelinearnih monotonih jednačina velikih dimenzija. Os-

novni problem u implementaciji metoda optimizacije je računska složenost koja time ograni-

čava primenu metode na probleme odred̄enih dimenzija.

Istraživanja predložene doktorske disertacije su usmerena ka algoritmima koji će biti

značajno računski jeftiniji, ali će i dalje odred̄ivati (pronalaziti) optimalnu vrednost funkcije

cilja sa datim stepenom odstupanja. Pristup koji ćemo istraživati se zasniva na kombinaciji

ideja iz numeričke optimizacije uz odgovarajuće izmene i kombinovanjem sa drugim naučnim
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oblastima u cilju smanjenja broja iteracija, broja evaluacija funkcije cilja, procesorskog

vremena (CPU vreme), odnosno vreme izvršavanja algoritma i očuvanja konvergencije.

Konkretno, doktorska disertacija se bavi gradijentnim i konjugovano gradijentnim meto-

dama kao dve najznačajnije klase metoda za rešavanje optimizacionih problema bez ograni-

cenja. Gradijentne i konjugovano gradijentne metode služe kao motivacija i baza za dalje

razvijanje drugih algoritama (metoda) čija bi primena dala korisne efekte na zadatake ne-

linearnog programiranja.

Doktorska disertacija je nastala na osnovu originalnih objavljenih naučnih radova [83,

84, 85, 86, 87, 151, 152, 153, 154] i na osnovu rezultata koji se u tezi prvi put pojavljuju.

Polazeći od postojećih opšte prihvaćenih gradijentnih i konjugovano gradijentnih metoda

za rešavanje problema bezuslovne optimizacije i sistema nelinearnih monotonih jednačina

velikih dimenzija u disertaciji su predloženi i opisani novi algoritmi specifične forme za

rešavanje problema iz ove oblasti.

Sama struktura doktorske disertacije je organizovana u devet poglavlja. Prvo poglavlje

sadrži pregled osnovnih oznaka, definicija, lema i teorema neophodnih za praćenje problema

bezuslovne optimizacije.

U drugom poglavlju su prikazani bazični gradijentni algoritmi, podela linijskog pre-

traživanja i pregled najpopularnijih metoda linijskog pretraživanja.

Treće poglavlje posvećeno je kvazi–Njutnovim metodama i njihovim modifikacijama.

Takod̄e, u okviru ovog poglavlja dat je pregled najznačajnijih metoda baziranih na konstant-

noj aproksimaciji dijagonalne matrice, kao i primena Pikard-Manovog hibridnog iterativnog

procesa u procesu ubrzanja gradijentnih metoda.

Četvrto poglavlje je bazirano na naučnim rezultatima iz radova [85, 86]. U okviru ovog

poglavlja je prezentovano šest novih gradijentnih algoritama i to: dva algoritma iz klase

modifikovanih ubrzanih gradijentnih metoda, dva iz klase hibridnih modifikovanih gradi-

jentnih metoda i dva algoritma kao posledica vǐsestruke upotrebe linijskog pretraživanja u

gradijentnim metodama.

Peto poglavlje je posvećeno konjugovano gradijentnim metodama i njihovim modifikaci-

jama za rešavanje problema bezuslovne optimizacije. Pored pregleda klasičnih konjugov-

ano gradijentnih metoda, dat je pregled Dai–Liao klase konjugovano gradijentnih metoda.

Takod̄e, u ovom poglavlju dat je pregled hibridnih konjugovano gradijentnih metoda kao i

deo naučnih rezultata iz [151]. Tačnije, prezentovanan je novi tročlani H-BFGS-CG1 algo-

ritam.

Naučni rezultati iz radova [83, 87, 151] prezentovani su u šestom poglavlju. U ovom

poglavlju prezentovana su dva nova hibridna konjugovano gradijentna metoda iz [151] i dve

nove varijante Dai–Liao konjugovano gradijentnih metoda iz [83, 87]. Predloženi metod iz

[83] je uspešno primenjen u rešavanju problema optimizacije koji nastaje u 2D robotskoj

kontroli pokreta. Glavni rezultat dobijen u ovom istraživanju je korelacija izmed̄u kvazi-

Njutnovog i konjugovano gradijentnog pristupa. Konkretno, u ovom istraživanju proučavana

je primena kvazi-Njutnovog metoda u pobolǰsanju konjugovano gradijentnih algoritama Dai–

Liao tipa.
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Sedmo poglavlje predstavlja ubrzani modifikovani Dai–Liao projektivni metod za rešava-

nje sistema nelinearnih monotonih jednačina sa primenom u problemima uklanjanja zamuće-

nja slika. Kombinacija MSM metode i Dai–Liao projektivnog metoda (MSMDLPM metod),

koji je definisan u ovom poglavlju, predstavlja naučne rezultate iz [84] i može se sma-

trati proširenjem Dai–Liao metode za probleme neograničene optimizacije u kombinaciji sa

projektivnim metodom i parametrom ubrzanja koji predstavlja aproksimaciju Hesijanove

matrice. Pod blagim pretpostavkama dokazana je globalna i linearna konvergencija MSM

Dai–Liao projektivog metoda.

MSM Dai–Liao projektivni metod je upored̄en sa sličnim metodama i numerički rezultati

potvrd̄uju efikasnost MSMDLPM metode u odnosu na posmatrane metode za rešavanje

sistema nelinearnih monotonskih jednačina. Takod̄e, MSMDLPM algoritam se uspešno

primenjuje na probleme uklanjanja zamućenja slika. Numerički rezultati dobijeni prilikom

uklanjanja zamućenja slike korǐsćenjem MSMDLPM algoritma upored̄eni su sa numeričkim

rezultatima posmatranih algoritma i može se zaključiti da je MSMDLPM algoritam postigao

bolje rezultate u svim eksperimentima po svakom indikatoru (broj iteracija, CPU vreme,

SSIM, SNR i PSNR). Eksperimenti su sprovedeni na različitim uzorcima slika i dobijeni

rezultati jasno pokazuju da je MSMDLPM pristup efikasniji u odnosu na testirane metode.

Uopšteno govoreći, ovo poglavlje pokazuje da hibridizacija kvazi–Njutnovih metoda

sa veoma popularnom klasom konjugovano gradijentnih metoda može pokrenuti efikasne

metode optimizacije. Definisanje hibridnih metoda izmed̄u brojnih i raznovrsnih kvazi–

Njutnovih metoda i konjugovano gradijentnih metoda je otvorena oblast za buduća is-

traživanja.

Osmo poglavlje posvećeno je gradijentnim algoritmima baziranim na neutrosofiji za

rešavanje problema bezuslovne optimizacije, odnosno predstavljeni su naučni rezultati iz

[153, 154]. U ovom poglavlju primena neutrosofije je usmerena na dva pravca i oba su u

cilju unapred̄enja metoda za rešavanje problema bezuslovne optimizacije.

Prvi pravac primene neutrosofije je usmeren na pobolǰsanju metode linijskog pretraživanja

za rešavanje problema bezuslone optimizacije, a drugi pravac je usmeren na pobolǰsanju

Dai–Liao konjugovano gradijentnog metoda.

Poznato je da su iteracije za rešavanje problema bezuslovne optimizacije bazirane na

dužini koraka koja se odrd̄uje pomoću netačnog linijskog pretraživanja. Ovako odred̄ena

dužina koraka omogućava upravo dovoljno smanjenje vrednosti funkcije cilja. Med̄utim,

postoje odred̄ene mogućnosti za dalja prilagod̄avanja na osnovu ponašanja funkcije cilja. U

tom slučaju, cilj je da se uz upotrebu dodatnih parametra za dužinu koraka izvrši uticaj na

pobolǰsanju iteracija za rešavanje problema bezuslovne optimizacije. Jedan od ovih param-

etara je parametar ubrzanja, koji se odred̄uje na osnovu Tejlorovog razvoja funkcije cilja.

Drugi parametar (fazi parametar), definisan je u ovom poglavlju korǐsćenjem neutrosofske

logike i ponašanja funkcije cilja u dve uzastopne iteracije. Fazi parametar nastaje kao izlaz

iz odgovarajuće definisanog neutrosofskog logičkog sistema i može se koristiti u različitim

metodama opadajućeg gradijenta kao korektivna veličina dužine koraka.

Drugi pravac primene neutrosofije je usmeren ka novom pristupu odred̄ivanja parametra
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t u Dai–Liao konjugovano gradijentnim iteracijama. Novi pristup se bazira na pronalaženju

odgovarajućih vrednosti za nenegativni parametar t u Dai–Liao metodi korǐsćenjem neu-

trosofske logike. Vrednost parametra t se odred̄uje na osnovu odgovarajuće definisanog

neutrosofskog logičkog sistema i može se koristiti u različitim metodama Dai–Liao klase kon-

jugovano gradijentnih metoda. Ugrad̄ivanjem neutrosofije u Dai–Liao konjugovano gradi-

jentni metod, definisana je nova Dai–Liao konjugovano gradijentna iteracija za rešavanje

velikih problema bezuslovne optimizacije pod nazivom fazi neutrosofski Dai–Liao (FDL)

konjugovano gradijentni metod.

Poslednje, deveto poglavlje je zaključna razmatranja i predlozi za buduća istraživanja. U

okviru ovog poglavlja data je kratka analiza prethodno izloženih rezultata i predlog i pravac

budućih istraživanja.
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jedničkog rada.

Svoju zahvalnost dugujem dr Gradimiru Milovanoviću, akademiku i redovnom članu
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Poglavlje 1

Uvod

Predmet istraživanja disertacije je rešavanje problema bezuslovne optimizacije i sistema

nelinearnih monotonih jednačina velikih dimezija. Za rešavanje problema bezuslovne opti-

mizacije koriste se algoritmi ubrzanog opadajućeg gradijenta, hibridnog ubrzanog opadaju-

ćeg gradijenta, algoritmi bazirani na Dai–Liao konjugovano gradijentnom metodu, kao i al-

goritmi koji kombinuju neutrosofsku logiku sa algoritmima ubrzanog opadajućeg gradijenta

i Dai–Liao konjugovano gradijentnog metoda.

Kada je u pitanju rešavanje sistema nelinearnih monotonih jednačina velikih dimezija

koriste se algoritmi koji kombinuju projektivni metod sa pravcima pretraživanja Dai–Liao

tipa konjugovanih gradijenata. Pomenuti algoritmi pripadaju klasi iterativnih postupaka za

rešavanje sistema nelinearnih jednačina.

Razumevanje teorijske osnove na kojoj se zasniva projektivni metod i teorije iterativnih

postupaka za rešavanje problema bezuslovne optimizacije i sistema nelinearnih jednačina

zahteva odgovarajuće znanje iz matematičke, numeričke i funkcionalne analize, kao i iz

linearne algebre.

Da bi se obezbedilo jednostavnije praćenje doktorske disertacije, ovo poglavlje je posveće-

no pregledu oznaka, definicija, lema i teorema iz publikacija [112, 121, 152, 162].

1.1 Pregled oznaka, definicija i teorema

U ovom odeljku uvodimo osnovne oznake, definicije i teoreme iz matematičke, numeričke

i funkcionalne analize i iz linearne algebre koje su neophodne za razumevanje doktorske

disertacije.

Skup prirodnih brojeva označen je sa N, a sa R označen je skup realnih brojeva, dok

Rn označava n-dimenzionalan vektorski prostor realnih brojeva, a Rm×n označava prostor

realnih matrica sa m vrsta i n kolona.

Vektor (ured̄ena n-torka) x ∈ Rn predstavlja se kao x = (x1, x2, . . . , xn)
T i poistovećuje
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sa matricom kolone

x =


x1
x2
x3
...

xn

 , x1, . . . , xn ∈ R.

Ako je x ∈ Rn, xT označava transponovani vektor vektora x, dok ako je A ∈ Rm×n, AT

označava transponovanu matricu matrice A. Sa In označava se n× n jedinična matrica.

Definicija 1.1.1. Neka je V vektorski prostor nad R. Preslikavanje 〈., .〉 : V × V → R je

skalarni proizvod na prostoru V ako ima sledeće osobine:

� (∀x ∈ V) 〈x,x〉 ≥ 0 (nenegativnost);

� 〈x,x〉 = 0 ako i samo ako x = 0 (definitnost);

� (∀x,y ∈ V) 〈x,y〉 = 〈y,x〉 (simetričnost);

� (∀x,y ∈ V) (∀λ ∈ R) 〈λx,y〉 = λ〈x,y〉 (homogenost);

� (∀x,y, z ∈ V) 〈x,y + z〉 = 〈x,y〉+ 〈x, z〉 (aditivnost).

U disertaciji posmatra se Euklidski prostor n-dimenzionalnih realnih vektora, ukoliko

nije drugačije naglašeno, u kojem je skalarni proizvod vektora x,y ∈ Rn definisan sa

〈x,y〉 = xTy =
n∑

i=1

xiyi.

Definicija 1.1.2. Neka je V vektorski prostor nad R. Funkcija ‖ · ‖ : V → R se naziva

norma na prostoru V ako i samo ako zadovoljava sledeće uslove:

� (∀x ∈ V) ‖x‖ ≥ 0 (nenegativnost);

� ‖x‖ = 0 ako i samo ako x = 0;

� (∀x ∈ V) (∀λ ∈ R) ‖λx‖ = |λ| · ‖x‖ (homogenost);

� (∀x,y ∈ V) ‖x+ y‖ ≤ ‖x‖+ ‖y‖ (nejednakost trougla).

Prirodni način da se generǐse norma na Rn jeste da se uzme skalarni proizvod 〈., .〉 na

Rn i definǐse norma na sledeći način:

‖x‖2 =
√

〈x,x〉 =
√
xTx =

√√√√ n∑
i=1

x2i , ∀x ∈ Rn.
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Ovako definisana norma se naziva l2-norma ili Euklidska norma. Euklidska norma koja

se podrazumeva u Rn jeste ‖ · ‖2, te će indeks 2 najčešće biti izostavljen u disertaciji.

Bitna nejednakost koja povezuje skalarni proizvod dva vektora sa njihovom normom je

takozvana Cauchy–Schwarz-ova nejednakost.

Lema 1.1.1. (Cauchy–Schwarz-ova nejednakost) U Euklidskom n-dimenzionalnom

prostoru za svako x,y ∈ Rn važi nejednakost

|xTy| ≤ ‖x‖ · ‖y‖. (1.1)

Lema 1.1.2. U Euklidskom n-dimenzionalnom prostoru za svako x,y ∈ Rn važi nejednakost

xTy ≤ 1

2
(‖x‖2 + ‖y‖2). (1.2)

Definicija 1.1.3. Preslikavanje ‖ · ‖ : Rm×n → R se naziva matrična norma ako i samo

ako zadovoljava sledeće osobine:

� ‖A‖ ≥ 0 za svaku matricu A ∈ Rm×n (nenegativnost);

� ‖A‖ = 0 ako i samo ako A = 0;

� ‖λA‖ = |λ| · ‖A‖ za svaku matricu A ∈ Rm×n i λ ∈ R (homogenost);

� ‖A+B‖ ≤ ‖A‖+ ‖B‖ za svaku matricu A,B ∈ Rm×n (nejednakost trougla).

Definicija 1.1.4. Matrica A ∈ Rn×n je pozitivno semidefinitna ako

xTAx ≥ 0 za svaki vektorx ∈ Rn,

a pozitivno definitna ako

xTAx > 0 za svaki vektorx ∈ Rn ix 6= 0.

Definicija 1.1.5. Ako važi Ax = λx,A ∈ Rn×n,x ∈ Rn,x 6= 0 i λ ∈ R, tada je x sop-

stveni vektor matrice A koji odgovara sopstvenoj vrednosti λ.

Lema 1.1.3. (Rejlijeva nejednakost) Ako je A ∈ Rn×n simetrična matrica, a ‖·‖ norma

vektora u Rn, tada važe nejednakosti

λmin‖x‖2 ≤ xTAx ≤ λmax‖x‖2, x ∈ Rn, (1.3)

gde je λmin najmanja, a λmax najveća sopstvena vrednost matrice A.

Definicija 1.1.6. Neka je f : P → R, P ⊂ Rn neprekidno diferencijabilna funkcija na

otvorenom skupu P. Vektor

∇f(x1, · · · , xn) =
[
∂f

∂x1
, · · · , ∂f

∂xn

]T
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naziva se gradijent funkcije f u tački (x1, · · · , xn) ∈ P.

Definicija 1.1.7. Neka je f : P → R, P ⊂ Rn dva puta neprekidno diferencijabilna funkcija

na otvorenom skupu P. Matricu

∇2f(x) =

[
∂2f(x)

∂xi∂xj

]
i,j=1,...,n

,x ∈ P

nazivamo Hesijanova matrica ili Hesijan funkcije f u tački x ∈ P.

Radi jednostavnijeg i lakšeg praćenja doktorske disertacije usvojene su sledeće oznake:

g(x) = ∇f(x), G(x) = ∇2f(x), gk = ∇f(xk) i Gk = ∇2f(xk), (1.4)

gde ∇f(x) označava gradijent, a ∇2f(x) Hesijan (ili Hesijanova matrica) funkcije f . Radi

jednostavnosti, oznaka fk će ukazivati na f(xk).

Pored usvojenih oznaka uvode se i oznake koje se koriste u gradijentnim metodama

optimizacije za definisanje odgovarajućih izraza (obrazaca) za izračunavanje i ažuriranje:

sk = xk+1 − xk, yk = gk+1 − gk. (1.5)

Takod̄e, uvode se i sledeće oznake, koje se odnose na Hesijanovu matricu funkcije cilja:

� Bk označava aproksimaciju Hesijanove matrice Gk u k-toj iteraciji.

� Hk označava aproksimaciju inverza Hesijanove matrice G−1
k u k-toj iteraciji.

Definicija 1.1.8. Neka je f : P → R, P ⊂ Rn neprekidno diferencijabilna funkcija na

otvorenom skupu P i neka je vektor d ∈ Rn takav da važi

∇f(x)Td < 0 (1.6)

Tada se vektor d ∈ Rn naziva pravac opadanja funkcije f u tački x ∈ P.

Na osnovu Tejlorove aproksimacije funkcije f u tački xk+1 = xk + αd važi da je

f(xk+1) = f(xk + αd) ≈ f(xk) + αgT
k d+ o(α). (1.7)

Tada očigledno važi

∃δ > 0, takvo da je f(xk + αd) < f(xk), ∀α ∈ (0, δ),

ako i samo ako je d pravac opadanja funkcije f u tački xk, odnosno ako je uslov (1.6)

ispunjen.
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Teorema 1.1.1. Neka je f : P → R, P ⊂ Rn neprekidno diferencijabilna funkcija na

otvorenom skupu P. Tada gradijent funkcije f postoji i nezavisan je od izbora koordi-

natnog sistema u prostoru Rn. U svakoj tački u kojoj je gradijent funkcije f različit od
−→
0 = (0, 0, . . . , 0) važi da gradijent funkcije predstavlja smer najbržeg rasta skalarnog polja

odred̄enog funkcijom f .

Napomena 1.1.1. Neka je f : P → R, P ⊂ Rn neprekidno diferencijabilna funkcija na

otvorenom skupu P. U svakoj tački u kojoj je gradijent funkcije različit od
−→
0 = (0, 0, . . . , 0)

važi da vektor koji je suprotan gradijentu funkcije predstavlja smer najbržeg opadanja

skalarnog polja odred̄enog funkcijom f .

Definicija 1.1.9. Tačka x∗ naziva se lokalni minimum funkcije f ako postoji δ > 0 tako

da je

f(x∗) ≤ f(x) za svako x ∈ Rn za koje je ‖x− x∗‖ < δ.

Definicija 1.1.10. Tačka x∗ naziva se strogi lokalni minimum funkcije f ako postoji

δ > 0 tako da je

f(x∗) < f(x) za svako x ∈ Rn za koje je ‖x− x∗‖ < δ ix 6= x∗.

Definicija 1.1.11. Tačka x∗ naziva se globalni minimum funkcije f ako je

f(x∗) ≤ f(x) za svako x ∈ Rn.

Definicija 1.1.12. Tačka x∗ naziva se strogi globalni minimum funkcije f ako je

f(x∗) < f(x) za svako x ∈ Rn ix 6= x∗.

Teorema 1.1.2. (Potreban uslov optimalnosti prvog reda) Neka je f : P → R,
P ⊂ Rn neprekidno diferencijabilna funkcija na otvorenom skupu P. Ako je x∗ ∈ P rešenje

minimizacionog problema

min
x∈Rn

f(x), (1.8)

tada važi da je

∇f(x∗) = 0.

Definicija 1.1.13. Neka je f : P → R, P ⊂ Rn neprekidno diferencijabilna funkcija na

otvorenom skupu P i neka je x∗ ∈ P. Tada je x∗ stacionarna tačka funkcije f ako je

∇f(x∗) = 0.

Teorema 1.1.3. (Potreban uslov optimalnosti drugog reda) Neka je f : P → R,
P ⊂ Rn dva puta neprekidno diferencijabilna funkcija na otvorenom skupu P i neka je x∗

stacionarna tačka. Ako je x∗ tačka lokalnog minimuma funkcije f na P, tada je ∇2f(x∗)

pozitivno semidefinitna matrica.
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Teorema 1.1.4. (Dovoljan uslov optimalnosti drugog reda) Neka je f : P → R, P ⊂
Rn dva puta neprekidno diferencijabilna funkcija na otvorenom skupu P. Ako je ∇f(x∗) = 0

i ako je ∇2f(x∗) pozitivno definitna (pozitivno semidefinitna) matrica, tada je x∗ ∈ P tačka

strogog lokalnog minimuma funkcije f .

Uslov koji garantuje da je posmatrano rešenje optimalno naziva se dovoljan uslov

optimalnosti. Rešenje je optimalno ukoliko ono zadovoljava uslov optimalnosti koji je

istovremeno i potreban i dovoljan uslov, i obrnuto, samo optimalno rešenje zadovoljava

potrebne i dovoljne uslove za optimalnost.

Teorema 1.1.5. Neka je funkcija f dva puta neprekidno diferencijabilna funkcija i defin-

isana na celom skupu Rn. Pretpostavimo da je ∇2f(x) ≥ 0 za svako x ∈ Rn. Neka je x∗

stacionarna tačka funkcije f . Tada je x∗ tačka globalnog minimuma funkcije f .

Definicija 1.1.14. Funkcija f : P → R, P ⊂ Rn je konveksna funkcija ako je njen domen

P konveksan skup i za svako x,y ∈ P važi

f(αx+ (1− α)y) ≤ αf(x) + (1− α)f(y), za svako α ∈ (0, 1).

Funkcija f je strogo (striktno) konveksna funkcija ako za svako x,y ∈ P,x 6= y važi

f(αx+ (1− α)y) < αf(x) + (1− α)f(y), za svako α ∈ (0, 1).

Funkcija f je uniformno konveksna funkcija ako postoji konstanta c > 0 takva da za

svako x,y ∈ P, važi

f(αx+ (1− α)y) ≤ αf(x) + (1− α)f(y)− 1

2
cα(1− α)‖x− y‖2, za svako α ∈ (0, 1).

Definicija 1.1.15. Funkcija F : Rn → Rn je monotona funkcija, ako za svako x,y ∈ Rn

važi

(F (x)− F (y))T(x− y) ≥ 0.

Definicija 1.1.16. Funkcija f : Rn → R je Lipšic neprekidna funkcija, ako postoji konstanta

L > 0 takva da je

‖f(x)− f(y)‖ ≤ L‖x− y‖, za svako x,y ∈ Rn.

Ako je neka funkcija Lipšic neprekidna, tada je i uniformno neprekidna na Rn.

Teorema 1.1.6. Neka je f : P → R, P ⊂ Rn gde je P neprazan konveksan skup i neka je

x∗ ∈ P tačka lokalnog minimuma funkcije f :

� Ako je f konveksna funkcija onda je x∗ globalni minimum funkcije f .

� Ako je f strogo (striktno) konveksna funkcija onda je x∗ jedinstveni globalni minimum

funkcije f .
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Definicija 1.1.17. Niz vektora {xk} ⊂ Rn konvergira ka vektoru x∗, ako važi

lim
k→∞

‖xk − x∗‖ = 0.

Definicija 1.1.18. Niz vektora {xk} ⊂ Rn naziva se Košijev niz, ako važi

lim
i,j→∞

‖xi − xj‖ = 0,

to jest, za dato δ > 0, postoji ceo broj M , takav da važi ‖xi − xj‖ < δ, za svako i, j > M .

Definicija 1.1.19. Neka iterativni niz {xk} ⊂ Rn konvergira ka vektoru x∗. Ako postoje

pozitivne konstante α i β, gde je α ≥ 1, a β nezavisna od broja k, tako da važi

lim
k→∞

‖xk+1 − x∗‖
‖xk − x∗‖α

= β,

tada niz {xk} ima red konvergencije jednak α.

Specijalno:

� Ako je α = 1 i β ∈ (0, 1), onda niz {xk} konvergira linerano.

� Ako je α = 1 i β = 0 ili 1 < α < 2 i β > 0, onda niz {xk} konvergira superlinerano.

� Ako je α = 2, onda niz {xk} konvergira kvadratno.

Definicija 1.1.20. Iterativni metod za odred̄ivanje rešenja x∗ ∈ Rn nelinearnog sistema

F (x) = 0, x ∈ Rn, (1.9)

gde je F : Rn −→ Rn neprekidno preslikavanje je lokalno (linearno, superlinearno, kvadratno)

konvergentan ako niz iteracija {xk} konvergira ka x∗ (linearno, superlinearno, kvadratno),

pri čemu je početna iteracija dovoljno blizu rešenja x∗.

1.2 Organizacija doktorske disertacije

Doktorska disertacija je podeljena u osam poglavlja, gde je svako poglavlje podeljeno na

odeljke, a odeljci se sastoje od pododeljaka.

� U trenutnom, prvom i uvodnom poglavlju dat je pregled oznaka, definicija, lema i

teorema neophodnih za izučavanje problema bezuslovne optimizacije.

� Drugo poglavlje ove disertacije posvećeno je opštim gradijentnim algoritmima i vari-

jantama linijskog pretraživanja.
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– U prvom odeljku ovog poglavlja biće definisani osnovni pojmovi vezani za neli-

nearnu optimizaciju i opšti pregled gradijentnih algoritama.

– U drugom odeljku biće opisano linijsko pretraživanje, njegova podela na tačno

i netačno linijsko pretraživanje, kao i opis često upotrebljavanih linijskih pre-

traživanja za rešavanje problema bezuslovne optimizacije.

� Treće poglavlje doktorata posvećeno je kvazi–Njutnovim metodama.

– U prvom odeljku je opisana kvazi-Njutnova jednačina i kvazi-Njutnov metod.

– Naredna tri odeljka opisuju modele matrica koji predstavljaju aproksimacije in-

verza Hesijana i zadovoljavaju kvazi-Njutnovu jednačinu.

– U petom odeljku data je podela i pregled najpoznatijih metoda baziranih na

konstantnoj aproksimaciji dijagonalne matrice.

– Na kraju ovog poglavlja u poslednjem odeljku data je primena Pikard-Manovog

hibridnog iterativnog procesa u procesu ubrzanja gradijentnih metoda, kao i pre-

gled najznačajnijih metoda ove klase.

� Četrvto poglavlje modifikovani gradijentni metodi sadrži originalne rezultate koji pred-

stavljaju deo glavnih rezultata doktorske disertacije.

– U prva tri odeljka dati su modifikovani gradijentni metodi, odnosno u prvom

odeljku dat je modifikovani ubrzani gradijentni MAGD metod, u drugom modi-

fikovani pobolǰsani gradijentni MSM metod i u trećem odeljku date su hibridne

varijante HMAGD i HMSM modifikovanih gradijentnih metoda.

– Četvrti odeljak posvećen je vǐsestrukoj upotrebi linijskog pretraživanja unazad u

MSM metodi, odnosno TMSM i DMSM metodama.

– U petom odeljku data je analiza konvergencije predstavljenih metoda.

– Poslednji odeljak prikazuje numeričke rezultate i ispituje efikasnost predloženih

metoda.

� Peto poglavlje konjugovani gradijentni metodi prikazuje pregled konjugovano gradi-

jentnih metoda za bezuslovnu optimizaciju, njihovu klasifikaciju po kategorijama i

naučne rezultate.

– U prvom odeljku prikazane su osnovne metode konjugovanih gradijenata.

– Drugi odeljak je posvećen klasi Dai–Liao metoda.

– Hibridne konjugovano gradijentne metode opisane su u trećem odeljku.

– Četvrti odeljak prikazuje BFGS konjugovano gradijentni metod i njegove vari-

jante.

– U petom odeljku dati su naučni rezultati ostvareni urad̄enim istraživanjem, odnosno

predstavljen je tročlani hibridni BFGS–CG metod, a u pododeljcima data je anal-

iza konvergencije i numerički rezultati predstavljenog metoda.
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� Šesto poglavlje napredni konjugovani gradijentni metodi sadrži originalne rezultate

koji predstavljaju jedan deo glavnih rezultata doktorske disertacije. Prezentovana su

dva hibridna konjugovano gradijentna metoda, od kojih je jedan nastao kombinacijom

klasičnih konjugovano gradijentnih metoda, a drugi kombinacijom modifikovanih Dai–

Liao konjugovano gradijentnih metoda. Takod̄e, prezentovane su i dve nove varijante

Dai–Liao konjugovano gradijentnih metoda.
– U prvom odeljku dat je hibridni konjugovano gradijentni MLSCD metod nastao

kombinacijom klasičnih LS i CD konjugovano gradijentnih metoda.

– Drugi odeljak prezentuje hibridni konjugovano gradijentni MMDL metod baziran

na DHSDL i DLSDL konjugovano gradijentnim metodama Dai–Liao tipa.

– U okviru trećeg odeljka opisane su dve nove varijante (EDL i MSMDL) konjugo-

vano gradijentnih metoda Dai–Liao tipa.

– Analiza konvergencije predstavljenih metoda data je u četvrtom odeljku.

– U petom odeljku ispitana je efikasnost predloženih metoda i dati su numerički

rezultati. U okviru ovog odeljka u poslednjem pododeljku data je primena

MSMDL metode u 2D robotskoj kontroli pokreta.

� Sedmo poglavlje konjugovano gradijentni metodi Dai–Liao tipa sa pobolǰsanim parame-

trima za rešavanje sistema nelinearnih monotonih jednačina velikih dimenzija sadrži

originalne rezultate koji se odnose na rešavanje sistema nelinearnih monotonih jednači-

na i koji predstavljaju deo glavnih rezultata. Predstavljen je postupak za rešavanje

sistema nelinearnih monotonih jednačina velikih dimenzija koji kombinuje projektivni

metod i pravac pretraživanja Dai–Liao tipa konjugovanih gradijenata.
– U prvom odeljku dat je Dai–Liao projektivni metod.

– Drugi odeljak posvećen je MSM Dai–Liao projektivnom metodu (MSMDLPM).

U ovom odeljku uspostavljena je veza izmed̄u MSM i DLPM metode sa ciljem da

se stvori efikasan metod za rešavanje sistema nelinearnih monotonih jednačina

velikih dimenzija.

– Analiza konvergencije za MSMDLPM metod data je u trećem odeljku.

– Poslednji odeljak prikazuje numeričke rezultate, ispituje efikasnost MSMDLPM

metoda i daje primenu MSMDLPM metoda u restauraciji slika.

� Osmo poglavlje gradijentni algoritmi za rešavanje problema bezuslovne optimizacije

bazirani na neutrosofiji sadrži originalne rezultate koji predstavljaju deo glavnih rezul-

tata doktorske disertacije. U ovom poglavlju predstavljeni su FMSM i FDL metod.

– U prvom odeljku ovog poglavlja biće definisani osnovni pojmovi vezani za neu-

trosofiju i ideja o povezivanju neutrosofije sa gradijentnim algoritmima.

– Drugi odeljak posvećen je fazi modifikovanom SM metodu (FMSM), gde je is-

tražena primena neutrosofske logike u odred̄ivanju dodatne dužine koraka u meto-

dama za rešavanje problema bezuslovne optimizacije.
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– Treći odeljak posvećen je fazi neutrosofskom Dai–Liao konjugovano gradijent-

nom metodu (FDL), gde je istražena primena neutrosofske logike u pobolǰsanju

performansi Dai–Liao metoda.

– Analiza konvergencije za FMSM i FDL metode data je u četvrtom odeljku.

– Poslednji odeljak prikazuje numeričke rezultate i primenu. U okviru ovog odeljka

u pododeljcima dati su numerički rezultati, rangiranje optimizacionih metoda i

primena fazi metoda optimizacije u regresionoj analizi.

� Deveto poglavlje zaključna razmatranja i predlozi za buduća istraživanja sadrži pregled

i analizu prethodno izloženih rezultata u doktorskoj disertaciji, kao i predlog i smer

budućih istraživanja.
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Poglavlje 2

Opšti gradijentni algoritmi i varijante

linijskog pretraživanja

U ovom poglavlju analiziraju se gradijentni algoritmi za bezuslovnu optimizaciju i vari-

jante linijskog pretraživanja. Gradijentni algoritmi za bezuslovnu optimizaciju baziraju se

na izvodima ciljne funkcije i mogu se podeliti u dve klase i to: gradijentni algoritmi pr-

vog reda i gradijentni algoritmi drugog reda. Pod gradijentnim algoritmima prvog reda

podrazumevaju se iterativne šeme koje u svojim formulacijama sadrže samo prvi izvod

ciljne funkcije. Najpoznatiji med̄u gradijentnim algoritmima prvog reda je Košijev (Cauchy)

metod opadajućeg gradijenta. Iterativne šeme koje u svojim formulacijama sadrže i prvi i

drugi izvod ciljne funkcije, ili neke njihove aproksimacije, nazivaju se gradijentni algoritmi

drugog reda. Najpoznatiji med̄u gradijentnim algoritmima ove klase je Njutnov (Newton)

metod.

U nastavku poglavlja će biti opisani opšti gradijentni algoritmi, podela linijskog pre-

traživanja i detaljan opis tačnog i netačnog linijskog pretraživanja, kao i opis često upotrebl-

javanih linijskih pretraživanja kao što su: linijsko pretraživanje unazad (eng. backtracking),

Goldštajnovo (Goldstein) i Volf–Pauelovo (Wolfe–Powel) linijsko pretraživanje.

2.1 Opšti gradijentni algoritmi

U ovom odeljku biće dat opšti pregled gradijentnih algoritama kao i definicije i osobine

metoda za rešavanje nelinearnog problema bezuslovne optimizacije

min f(x), x ∈ Rn, (2.1)

gde je ciljna funkcija f : Rn → R dva puta neprekidno diferencijabilna i čiji minimum

želimo da odredimo. Opšte iterativno pravilo za rešavanje problema (2.1) počinje od početne

aproksimacije x0 ∈ Rn i generǐse niz {xk, k ≥ 0} koristeći opštu iterativnu šemu

xk+1=xk + αkdk, k ≥ 0, (2.2)
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gde je dužina koraka αk pozitivan realan parametar odred̄en linijskim pretraživanjem, xk je

poslednja generisana iterativna tačka, xk+1 je trenutna iterativna tačka i dk je odgovarajući

pravac pretraživanja. Opšta klasa algoritama oblika (2.2) poznata je kao algoritmi lini-

jskog pretraživanja. Ovi algoritmi zahtevaju pronalaženje pravca pretraživanja dk ∈ Rn

i dužine koraka αk ∈ R.
Prema tome, odgovarajući opadajući pravac pretraživanja dk mora biti odred̄en na os-

novu uslova opadanja (eng. descent condition)

gT
k dk < 0, ∀k ∈ N ∪ {0}. (2.3)

Primarni izbor za opadajući pravac je dk = −gk, koji svodi opštu iterativnu šemu (2.2) u

iterativnu šemu opadajućeg gradijenta (eng. gradient descent)

xk+1 = xk − αkgk. (2.4)

Ovakav izbor pravca pretraživanja dovodi nas do klase algoritama (metoda) poznate kao

algoritmi opadajućeg gradijenta ili jednostavnije gradijentni algoritmi. Jedna od

negativnih karakteristika gradijentnih algoritama je relativno česta pojava, takozvanog, cik-

cak fenomena, koji inicira veoma sporu konvergenciju algoritama opadajućeg gradijenta

prema optimalnoj tački ili čak divergenciju [121].

U ovom poglavlju razmatraju se gradijentni algoritmi koji zadovoljavaju uslov opadanja

(2.3). Ako postoji konstanta c > 0 takva da

gT
k dk ≤ −c‖gk‖2, ∀k ∈ N ∪ {0}, (2.5)

gde c ne zavisi od broja iteracija k, onda se kaže da vektor dk zadovoljava dovoljan uslov

opadanja (eng. sufficient descent condition).

Prednosti i nedostaci algoritama opadajućeg gradijenta mogu se sumirati na sledeći

način:

1. Algoritmi opadajućeg gradijenta su globalno konvergentni, tj. konvergiraju ka lokalnom

minimumu bez obzira na početnu tačku.

2. Većina algoritama optimizacije prelazi na pravilo opadajućeg gradijenta kada ne ost-

vare dovoljan napredak u konvergenciji.

3. Konvergencija je linearna i obično veoma spora.

4. Numerički algoritmi opadajućeg gradijenta često nisu konvergentni.

Drugi važan pravac pretraživanja koji treba izdvojiti je Njutnov pravac za gradijentne

algoritme drugog reda. Njutnov pravac pretraživanja dk = −G−1
k gk je dobijen iz Tejlorovog

razvoja drugog reda, pod pretpostavkom da je Hesijan Gk pozitivno definitna matrica.
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Opšti gradijentni algoritmi i varijante linijskog pretraživanja

Njutnov metod (bez linijskog pretraživanja) za minimizaciju ciljne funkcije f : Rn → R je

definisan pomoću kvadratne aproksimacije Φ(d) ciljne funkcije f(xk+1):

Φ(d) := f(xk + d) ≈ f(xk) + gT
k d+

1

2
dTGkd, (2.6)

pri čemu je d = xk+1 − xk.

Potrebno je da se funkcija Φ(d) minimizira. Nije teško uočiti da je izvod poslednjeg

člana desne strane jednakosti (2.6) jednak

0 = Φ′(d) = gk +Gkd. (2.7)

Iz čega sledi da je rešenje dk = mind(Φ(d)) dato sa

dk = −G−1
k gk.

Dakle, Njutnov metod je definisan sa iterativnim pravilom

xk+1 = xk −G−1
k gk. (2.8)

Jasno je da Njutnov pravac predstavlja pravac opadanja, zato što važi relacija

gT
k dk = −gT

kG
−1
k gk < 0, ∀k ∈ N ∪ {0}, (2.9)

pod uslovom da je Gk pozitivno definitna matrica.

Opšti algoritam Njutnovog metoda sa iterativnim pravilom (2.8) je dat Algoritmom

2.1.1.

Algoritam 2.1.1 Njutnov metod

Ulaz: Ciljna funkcija f(x), početna tačka x0 ∈ Rn i tolerancija 0 < ε� 1.
1: k := 0.
2: while ‖gk‖ > ε do
3: Rešiti jednačinu Gkdk = −gk po dk, odnosno odrediti pravac pretraživanja dk.
4: Izračunati xk+1 := xk + dk.
5: k := k + 1.
6: end while

Izlaz: xk i f(xk).

Na osnovu svega navedenog možemo zaključiti da Njutnov metod (Algoritam 2.1.1)

predstavlja unapred̄enje algoritma opadajućeg gradijenta, zbog toga što osim informacije o

gradijentu ciljne funkcije koristi i informaciju o Hesijanu.

Konvergencija Njutnovog metoda nije sigurna u slučajevima kada je početna tačka daleko

od rešenja, jer nije sigurno da je matrica Gk pozitivno definitna, niti da je Njutnov pravac

pretraživanja dk = −G−1
k gk pravac opadanja. Zbog toga se uvodi modifikacija dužine koraka
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Opšti gradijentni algoritmi

pravca pretraživanja kojom se garantuje globalna konvergencija.

Linijsko pretraživanje je globalna strategija koja se može primeniti na Njutnov metod i

iz te primene dobija se Njutnov metod sa linijskim pretraživanjem za koga bi mogli da

garantujemo globalnu konvergenciju. Treba naglasiti da je stopa konvergencije Njutnovog

metoda kvadratna isključivo kada niz dužina koraka {αk} teži jedinici.

Njutnov metod sa linijskim pretraživanjem koristi odgovarajuću dužinu koraka αk u (2.8)

sa ciljem da obezbedi globalnu stabilnost, a iteracije su oblika

xk+1 = xk − αkG
−1
k gk, (2.10)

pri čemu se dužina koraka αk odred̄uje nekom od metoda linijskog pretraživanja.

Iteracije oblika (2.10) dovode nas do Njutnovog metoda sa linijskim pretraživanjem (Al-

goritam 2.1.2).

Algoritam 2.1.2 Njutnov metod sa linijskim pretraživanjem

Ulaz: Ciljna funkcija f(x), početna tačka x0 ∈ Rn i tolerancija 0 < ε� 1.
1: k := 0.
2: while ‖gk‖ > ε do
3: Rešiti jednačinu Gkdk = −gk po dk, odnosno odrediti pravac pretraživanja dk.
4: Linijsko pretraživanje: Izračunati αk > 0 koristeći tačno ili netačno linijsko pre-

traživanje tako da važi

f(xk + αkdk) = min
α≥0

f(xk + αdk).

5: Izračunati xk+1 := xk + αkdk.
6: k := k + 1.
7: end while

Izlaz: xk i f(xk).

Njutnov metod ispoljava tri glavna nedostatka u praktičnim primenama:

1. Konvergencija (opadanje) je neizvesna ukoliko su iteracije oblika (2.8) započete prevǐse

daleko od lokalnog minimuma.

2. Neophodnost da se u svakoj iteraciji izračuna Hesijanova matrica i njen inverz. U

nekim slučajevima izračunavanje Hesijana i njegovog inverza je vrlo komplikovano.

3. Glavni nedostatak Njutnovog metoda je mogućnost da Hesijan Gk nije pozitivno

definitna matrica.

Navedeni nedostatci Njutnovog metoda prouzrokovali su brojne modifikacije koje se glob-

alno mogu podeliti u dve velike grupe: modifikovani Njutnovi metodi i kvazi-Njutnovi

metodi.
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Opšti gradijentni algoritmi i varijante linijskog pretraživanja

Modifikovani Njutnovi metodi navedene probleme rešavaju svod̄enjem Njutnovog metoda

na metod opadajućeg gradijenta ili na osnovni gradijentni metod prvog reda, dok kvazi-

Njutnovi metodi imaju za cilj da reše sve navedene nedostatke Njutnovog metoda. Prvi

nedostatak se prevazilazi uzimanjem odgovarajuće definisane pozitivno definitne matrice

Bk koja aproksimira Hesijanovu matricu Gk ili odgovarajuće definisane pozitivno definitne

matrice Hk koja aproksimira Hesijanov inverz G−1
k , a zatim izvršavanjem linijskog pre-

traženja u svakoj iteraciji. Za datu početnu tačku x0 ∈ Rn i simetričnu pozitivno definitnu

matricu H0, pravac pretraživanja u k-toj iteraciji kvazi-Njutnovog metoda je definisan sa

dk = −Hkgk, gde je Hk simetrična pozitivno definitna matrica.

Kvazi-Njutnovi i modifikovani Njutnovi metodi spadaju u najmoćnije metode za rešava-

nje problema bezuslovne optimizacije i primenjene su u mnogim problemima nelinearne op-

timizacije. Pregled kvazi-Njutnovih metoda za rešavanje nelinearnih problema najmanjih

kvadrata razmatran je u [117, 152]. Metode optimizacije su našle brojne primene u mehanici

fluida [61], slobodnom površinskom toku i kontaktu sa čvrstim telom [25], pronalaženju opti-

malne putanje za avione ili robotske ruke [15, 83], dizajniranju investicionalnog portfolija [15]

i u mnogim drugim oblastima. Takod̄e, data je primena algoritma optimizacije u veštačkim

neuronskim mrežama [101]. Za vǐse detalja o medodama optimizacije pogledajte [121].

2.2 Linijsko pretraživanje

Da bi se postigla globalna konvergencija iterativnih metoda, potrebna je odgovarajuća

dužina koraka αk. Pretpostavimo da je odred̄en pravac pretraživanja dk. Dužinu koraka

αk odred̄ujemo iz uslova da funkcija f(xk) ostvari što je moguće veće smanjenje vrednosti

funkcije po pravcu pretraživanja dk. U tom cilju definisana je pomoćna jednoargumentna

funkcija Φ : R → R koja zavisi od dužine koraka α i koja je definisana na sledeći način

Φ(α) := f(xk + αdk), α ≥ 0, (2.11)

pri čemu je dužina koraka definisana nakon optimizacije jednodimenzionalnog problema

f(xk + αkdk) = min
α>0

Φ(α). (2.12)

Primenom iterativnog postupka (2.2), najlogičnije je izabrati novu tačku tako da dužina

koraka αk smanjuje vrednost funkcije cilja:

Φ(αk) = f(xk+1) < Φ(0) = f(xk). (2.13)

Metod koji u svakom iterativnom koraku zahteva ispunjenje uslova (2.13), odnosno sman-

jenje vrednosti ciljne funkcije, definǐse iteracije koje se u svakom koraku približavaju mini-

mumu date funkcije. Ovako definisan metod pripada klasi metoda monotonog linijskog

pretraživanja (eng. monotone line search).
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Linijsko pretraživanje

Problem nalaženja dužine koraka kod metoda linijskog pretraživanja dovodi do dve

glavne strategije linijskog pretraživanja i to: tačno linijsko pretraživanje (eng. exact

line search) i netačno linijsko pretraživanje (eng. inexact line search).

Na prvi pogled vǐse obećava tačno linijsko pretraživanje, jer može dati najprecizniji

minimum. Med̄utim, tačno linijsko pretraživanje se u praksi ne primenjuje, jer je potpuna

minimizacija funkcije Φ u svakoj iteraciji vrlo zahtevna operacija. Zbog toga se u praksi vǐse

koristi metod netačnog linijskog pretraživanja. Kod metoda netačnog linijskog pretraživanja

se prilikom odred̄ivanja dužine koraka αk ne ide do minimuma jednodimenzionalne funkcije

Φ(α), već se zahteva da budu zadovoljeni neki unapred zadati uslovi za funkciju f(xk).

Za razliku od monotonog linijskog pretraživanja, u literaturi je poznato i nemonotono

linijsko pretraživanje (eng. non-monotonic line search), kod koga nije izričito obavezno

smanjivanje vrednosti funkcije cilja u svakoj iteraciji [69, 70, 71]. Iako nemonotone tehnike

ne obezbed̄uju približavanje minimumu funkciji u svakoj iteraciji, one se veoma često koriste

u praktičnim primenama i imaju veoma dobra svojstva konvergencije. Nedavno je predložen

veliki broj metoda nemonotonog linijskog pretraživanja, za vǐse detalja pogledati [160, 164].

Metode netačnog linijskog pretraživanja se takod̄e dele na monotone i nemonotone

metode tj. na metode koje dopuštaju da se vrednost ciljne funkcije f(xk) kroz iteracije

i poveća.

2.2.1 Tačno linijsko pretraživanje

Metod tačnog linijskog pretraživanja baziran je na rešavanju jednodimenzionog minimiza-

cionog problema (za vǐse detalja pogledati [146, 162])

f(xk + αkdk) = min
α≥0

f(xk + αdk). (2.14)

Rešenje problema (2.14) predstavlja optimalnu dužinu koraka αk u datoj iteraciji, pri

čemu se podrazumeva da je odred̄en ili odabran pravac pretraživanja dk. Ukoliko je moguće

analitički odrediti minimum problema (2.14), u tom slučaju tehnika tačnog linijskog pre-

traživanja je pogodna za rešavanje postavljenog optimizacionog problema i daje dobra

konvergentna svojstva. Nažalost, u praksi to nije uvek taj slučaj. Samim tim, primena

tehnike tačnog linijskog pretraživanja postaje nepogodna, kako zbog nemogućnosti rešavanja

jednodimenzionog problema (2.14), tako i zbog neefikasnosti ovog metoda. Neefikasnost

metode proizilazi iz činjenice da je potrebno odred̄eno procesorsko vreme za rešavanje prob-

lema (2.14) u svakoj iteraciji, a takod̄e potreban je i memorijski prostor. Med̄utim, metod

tačnog linijskog pretraživanja ima veliki teorijski značaj. Ispitivanje konvergencije dovelo

je do korisnih rezultata. Iako je cilj tehnike tačnog linijskog pretraživanja rešenje problema

(2.14), koji se svodi na odred̄ivanje parametra dužine koraka αk u tekućoj iteraciji, iz anal-

ize konvergencije ovog modela izvodi se zaključak da konvergencija metoda tačnog linijskog

pretraživanja u mnogome zavisi od odred̄ivanja ili odabira pravca pretraživanja dk.

Opšti algoritam tačnog linijskog pretraživanja je dat Algoritmom 2.2.1.

16
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Algoritam 2.2.1 Algoritam tačnog linijskog pretraživanja

Ulaz: Ciljna funkcija f(x), početna tačka x0 ∈ Rn i tolerancija 0 < ε� 1.
1: k := 0.
2: while ‖gk‖ > ε do
3: Odrediti pravac pretraživanja dk.
4: Odrediti dužinu koraka αk > 0 tako da je ispunjen uslov

f(xk + αkdk) = min
α≥0

f(xk + αdk).

5: Izračunati xk+1 := xk + αkdk.
6: k := k + 1.
7: end while

Izlaz: xk i f(xk).

Ako definǐsemo jednodimenzionu funkciju Φ : R → R kao Φ(α) = f(xk + αdk), uzevši u

obzir jednakost (2.14), očigledno važe relacije

Φ(0) = f(xk),Φ(α) ≤ Φ(0).

Dok prvu stacionarnu tačku funkcije Φ definǐse izraz

αk = min{α ≥ 0|∇f(xk + αdk)
Tdk = 0}. (2.15)

Na kraju se može dati precizan zaključak da je metod tačnog linijskog pretraživanja

odred̄en relacijama (2.14) i (2.15), pri čemu relacija (2.14) definǐse globalni minimum, a

relacija (2.15) stacionarnu tačku funkcije Φ.

2.2.2 Netačno linijsko pretraživanje

U prethodnom odeljku opisan je metod tačnog linijskog pretraživanja, gde je naglašeno da se

ne primenjuje u praksi, ali da ima veliki teorijski značaj. Takod̄e, ukoliko je tekuća iteracija

daleko od optimalne tačke, nije efikasno tačno rešavati jednodimenzionalni problem

αk = argmin
α>0

f(xk + αdk). (2.16)

Značaj metode sa netačnim linijskim pretraživanjem je vǐsestruk. Sam postupak tačnog

rešavanja jednodimenzione minimizacije (2.16) i vrlo česta kompleksnost ovog problema

dovela je do potrebe za alterativnim rešenjem, a samim tim do nastanka netačnog lini-

jskog pretraživanja. Pri tome, stopa konvergencije uglavnom nije smanjena u pored̄enju sa

metodama tačnog linijskog pretraživanja. Mnogobrojnim istraživanjima je potvrd̄eno da

konvergencija i red konvergencije metoda linijskog pretraživanja ne zavisi od toga da li se

koristi tačno ili netačno linijsko pretraživanje.
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Linijsko pretraživanje

Opšta iterativna šema u gradijentnim algoritmima za rešavanje problema bezuslovne op-

timizacije, bazirana na netačno linijsko pretraživanje, ista je kao i kod algoritama sa tačnim

linijskim pretraživanjem i oblika je (2.2). Za pravac pretraživanja dk može se odabrati bilo

koji od predloženih izbora iz Odeljka 2.1 ovog poglavlja. Kako nam je fokus na rešavanju

minimizacionog problema (2.16), važno je da odabrani pravac pretraživanja bude opadajući

pravac pretraživanja, odnosno da zadovoljava uslov opadanja (2.3).

Za efikasnost algoritama sa netačnim linijskim pretraživanjem kao i za njihovu kon-

vergenciju jednako je važan i parametar dužine koraka αk, odnosno odred̄ivanje njegove

optimalne dužine. Svi algoritmi sa netačnim linijskim pretraživanjem generalno imaju za-

jednički cilj, a to je izabrati dužinu koraka αk tako da dovoljno smanji vrednost ciljne

funkcije u svakoj iteraciji, odnosno da važi

f(xk + αkdk) � f(xk), ∀k ∈ N ∪ {0},

gde smo sa � označili dovoljno malu razliku izmed̄u posmatranih vrednosti.

Opšti algoritam netačnog linijskog pretraživanja je dat Algoritmom 2.2.2.

Algoritam 2.2.2 Algoritam netačnog linijskog pretraživanja

Ulaz: Ciljna funkcija f(x), početna tačka x0 ∈ Rn i tolerancija 0 < ε� 1.
1: k := 0.
2: while ‖gk‖ > ε do
3: Odrediti pravac pretraživanja dk.
4: Odrediti dužinu koraka αk > 0 tako da važi uslov

f(xk + αkdk) � f(xk).

5: Izračunati xk+1 := xk + αkdk.
6: k := k + 1.
7: end while

Izlaz: xk i f(xk).

U nastavku su opisane varijante netačnog linijskog pretraživanja koje su dominantne

u nelinearnoj optimizaciji i za cilj imaju odred̄ivanje što optimalnije dužine koraka αk.

Najčešće korǐsćene metode netačnog linijskog pretraživanja koje pripadaju klasi monotonog

netačnog linijskog pretraživanja predložili su: Armijo (Armijo)[12], Goldštajn (Goldstein)

[68], Volf (Wolfe)[171], Pauel (Powel)[137], Flečer (Fletcher)[64] i mnogi drugi [6, 35, 73,

75, 146].

Za potrebe istraživanja u ovoj doktorskoj disertaciji najčešće je korǐsćen metod lini-

jsko pretraživanje unazad (eng. backtracking line search ili Armijo line search) iz [6].

Pored pomenutog metoda u većini gradijentnih metoda, za izračunavanje dužine koraka

αk koristi se jedan od sledećih metoda netačnog linijskog pretraživanja: Volfovo linijsko

pretraživanje (eng. Wolfe line search) razvijeno u [73, 75, 171, 172] ili snažno Volfovo

linijsko pretraživanje (eng. strong Wolfe line search)[46].
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Linijsko pretraživanje unazad (backtracking)

Linijsko pretraživanje unazad (eng. backtracking line search) bazirano je na Armija uslovima,

i ima za cilj da odredi maksimalnu vrednost dužine koraka αk tokom kretanja po pravcu

vektora pretraživanja dk. Počinje sa relativno velikom procenom dužine koraka i iterativno

smanjuje vrednost dužine koraka sve dok opada vrednost ciljne funkcije, u odnosu na lokalni

gradijent ciljne funkcije. Neka su dati realni parametri σ ∈ (0, 1
2
), β ∈ (0, 1) i α > 0. Tada

postoji najmanji nenegativni ceo broj mk koji zadovoljava nejednačinu

f(xk + βmkαdk) ≤ f(xk) + σβmkαgT
k dk, α > 0. (2.17)

Procedura za linijsko pretraživanje unazad predložena u [6] počinje od početne vred-

nosti α=1 i njene izlazne vrednosti su definisane tako da smanjuje funkciju cilja. Shodno

tome, Algoritam 2.2.3 iz [155] se koristi u numeričkim eksperimentima kao implementacija

netačnog linijskog pretraživanja koja definǐse dužinu koraka αk.

Algoritam 2.2.3 Linijsko pretraživanje unazad (backtracking)

Ulaz: Funkcija cilja f(x), pravac pretraživanja dk, prethodna aproksimacija xk, i realni
brojevi 0 < σ < 0.5 i 0 < β < 1.

1: α = 1.
2: while f(xk + αdk) > f(xk) + σαgT

k dk do
3: α := αβ.
4: end while

Izlaz: αk = α.

Parametri 0 < σ < 0.5 i 0 < β < 1 igraju jako bitnu ulogu u praktičnoj primeni

optimizacionih metoda i najčešće vrednosti parametara ne proističu iz teorijskih razmatranja

nego iz praktičnih iskustava, odnosno iz numeričkih eksperimenata.

Goldštajnovo (Goldstein) linijsko pretraživanje

Da bi se obezbedilo dovoljno smanjenje ciljne funkcije, Goldštajnovo pravilo za netačno

linijsko pretraživanje zahteva sledeće uslove:

f(xk + αdk) ≤ f(xk) + ραgT
k dk (2.18)

i

f(xk + αdk) ≥ f(xk) + (1− ρ)αgT
k dk, (2.19)

gde je 0 < ρ < 1
2
i α > 0. Uslovi (2.18) i (2.19) definǐsu Goldštajnovo pravilo za netačno

linijsko pretraživanje.
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Volf–Pauelovo (Wolfe–Powel) linijsko pretraživanje

Uslovi za Volfova linijska pretraživanja su dobro poznati i dati su u obliku

f(xk + αkdk) ≤ f(xk) + ηαkg
T
k dk, (2.20)

g(xk + αkdk)
Tdk ≥ σ1g

T
k dk, (2.21)

gde je 0 < η < σ1 < 1. Pored toga, uopšteni snažni Volfovi uslovi, koji su sastavljeni od

(2.20) i

−σ2gT
k dk ≥ g(xk + αkdk)

Tdk ≥ σ1g
T
k dk (2.22)

se često koriste, gde je σ1 > 0. U slučaju σ1 = σ2, uopšteni snažni Volfovi uslovi se svode

na snažne Volfove uslove, koji su sastavljeni od (2.20) i

|g(xk + αkdk)
Tdk| ≤ −σ1gT

k dk. (2.23)

Uslov (2.20) Volfovih uslova se naziva Armijo uslov i često se koristi odvojeno ili u obliku

svojih varijanti.
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Poglavlje 3

Kvazi-Njutnovi metodi

Značaj i uspeh Njutnovog metoda ogleda se u upotrebi Hesijana koji nam daje korisne in-

formacije o zakrivljenosti ciljne funkcije. Med̄utim, upotreba Hesijana u Njutnovoj metodi

predstavlja i njegovu slabost. Zbog toga što izračunavanje matrice Hesijana i njenog inverza

u svakoj iteraciji može biti vrlo komplikovano, ili možda štavǐse imamo slučaj da Hesijan

nije analitički dostupan. Navedena slabost Njutnovog metoda dovela je do klase Njutnovih

metoda koje koriste samo vrednosti ciljne funkcije i njenog gradijenta. U ovom poglavlju raz-

matramo kvazi–Njutnove metode koje imaju sličnu stopu konvegrencije kao Njutnov metod,

dok sa druge strane koriste vrednosti funkcije i gradijenata funkcije umesto matrice Hesijana

i njenog inverza. Takod̄e, treba napomenuti da klasa kvazi-Njutnovi metodi pripada klasi

gradijentnih metoda prvog reda, jer koristi samo prvi izvod ciljne funkcije.

Generalno većina problema koji se javljaju kod Njutnovih metoda prevazilaze se kod

kvazi-Njutnovih metoda konstrukcijom niza aproksimacija Hesijana ili inverza Hesijana, pri

čemu se zahteva da svaka od aproksimacija Hesijana ili inverza Hesijana zadovoljava kvazi-

Njutnovu jednačinu koja garantuje dobru definisanost aproksimacija. U nastavku poglavlja

je opisana kvazi-Njutnova jednačina i kvazi-Njutnov metod. Nakon toga opisani su modeli

matrica koji predstavljaju aproksimacije inverza Hesijana i zadovoljavaju kvazi-Njutnovu

jednačinu. Na kraju ovog poglavlja date su metode bazirane na konstantnoj aproksimaciji

dijagonalne matrice, kao i primena Pikard-Manovog (Picard-Mann) hibridnog iterativnog

procesa u procesu ubrzanja gradijentnih metoda.

3.1 Kvazi-Njutnova jednačina

Bazični Njutnov metod zahteva izračunavanje matrice drugog izvoda, med̄utim to se zao-

bilazi u kvazi-Njutnovim metodama. Kao posledica toga, Njutnov metod je računski skup

(zahtevan) metod i sporo se izračunavaju iterativni koraci, dok su kvazi-Njutnove metode

računarski jeftine i brže se izračunavaju iterativni koraci. S druge strane, Njutnov metod za-

hteva manji broj iterativnih koraka i generǐse precizniji put konvergencije od kvazi-Njutnovih

metoda.
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Kvazi-Njutnova jednačina

Osnovna ideja kvazi-Njutnovog metoda je da se definǐse aproksimacija Bk Hesijana Gk,

odnosno aproksimacija Hk inverza Hesijana G−1
k . Pri čemu se očekuje da nizovi matrica Bk

(odnosno Hk), zadovoljavaju odred̄ene uslove:

� matrice Bk i Hk su pozitivno definitne;

� pravac pretraživanja dk = −B−1
k gk (odnosno dk = −Hkgk) je pravac opadanja ciljne

funkcije;

� izračunavanje matrica Bk i Hk nije zahtevno, odnosno računski skupo.

I na kraju postavlja se pitanje kako formirati niz matrica Bk (odnosno Hk)?

Da bi smo dali odgovor na ovo pitanje bavićemo se uslovima koje matrice Bk i Hk moraju

da zadovolje. Neka je f : P → R dva puta neprekidno diferencijabilna funkcija na otvorenom

skupu P ⊂ Rn. Posmatramo kvadratnu aproksimaciju funkcije f(x) u tački xk+1 ∈ P:

f(x) ≈ f(xk+1) + gT
k+1(x− xk+1) +

1

2
(x− xk+1)

TGk+1(x− xk+1), k ∈ N. (3.1)

Diferenciranjem jednačine (3.1) po x dobija se

g(x) ≈ gk+1 +Gk+1(x− xk+1), k ∈ N. (3.2)

Zamenom x = xk, k ∈ N u (3.2) i uvod̄enjem oznaka iz (1.5) dobija se

G−1
k+1yk ≈ sk. (3.3)

U (3.3) važi znak jednakosti ukoliko je u pitanju kvadratna funkcija f , jer je Hesijanova

matrica kvadratne ciljne funkcije f konstantna matrica G, to jest,

sk = G−1yk ili yk = Gsk, k ∈ N. (3.4)

Na osnovu relacija (3.3) i (3.4), zahteva se da aproksimacije Hk+1 (odnosno Bk+1) inverznih

matrica G−1
k+1 (odnosno matrica Gk+1) u kvazi-Njutnovom metodu zadovoljavaju naredne

jednačine

Hk+1yk = sk, (3.5)

odnosno

Bk+1sk = yk. (3.6)

Jednačine (3.5) i (3.6) nazivaju se kvazi-Njutnove jednačine ili kvazi-Njutnovi uslovi,

gde su sk i yk definisani u (1.5). Jednačina (3.5) definǐse uslov koji treba da zadovolje

aproksimacije inverza Hesijana Hk+1, dok jednačina (3.6) se odnosi na uslov koji treba da

ispune aproksimacije Hesijana Bk+1. Iz jednačine (3.5) se može izvesti jednačina (3.6) i pri

tome je jasno da je Hk+1 = B−1
k+1.
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Ukoliko sa leve strane jednačinu (3.6) pomnožimo vektorom sTk dobija se

sTkBk+1sk = sTk yk.

Iz ovog sledi da je matrica Bk+1 pozitivno definitna ukoliko važi uslov

sTk yk > 0. (3.7)

Uslov (3.7) naziva se uslov prevoja (eng. curvature condition) za matrice Hk+1 i Bk+1

koje zadovoljavaju kvazi-Njutnove jednačine (3.5) i (3.6).

Opšti algoritam kvazi-Njutnovog metoda je dat Algoritmom 3.1.1.

Algoritam 3.1.1 Opšti algoritam kvazi-Njutnovog metoda

Ulaz: Ciljna funkcija f(x), početna tačka x0 ∈ Rn, početna aproksimacija inverza Hesijana
H0 ∈ Rn×n i tolerancija 0 < ε� 1.

1: k := 0.
2: while ‖gk‖ > ε do
3: Odrediti pravac pretraživanja

dk = −Hkgk. (3.8)

4: Izračunati αk > 0 koristeći tačno ili netačno linijsko pretraživanje.
5: Izračunati xk+1 := xk + αkdk.
6: Ažurirati Hk u Hk+1, tako da važi kvazi-Njutnova relacija (3.5).
7: k := k + 1.
8: end while

Izlaz: xk+1 i f(xk+1).

U Algoritmu 3.1.1 za inicijalnu vrednost matrice H0, kao jedna od mogućnosti, uzima

se da je H0 = In, gde je In jedinična matrica dimenzije n, pri čemu je n broj promenljivih

ciljne funkcije f . U tom slučaju, prva iteracija je upravo iteracija opadajućeg gradijenta.

Ukoliko se kvazi-Njutnov metod primeni na jednačinu (3.6), odnosno ukoliko se umesto

aproksimacije inverza Hesijanove matrice Hk koriste aproksimacije Bk Hesijanove matrice

dolazimo do druge varijante Algoritma 3.1.1. U tom slučaju umesto početne aproksimacije

inverza Hesijana H0 ∈ Rn×n koristi se aproksimacija B0 ∈ Rn×n Hesijanove matrice, a

umesto Koraka 3. i 6. u Algoritmu 3.1.1 koriste se sledeći koraci:

� Korak 3*: Rešiti Bkdk = −gk po dk i na taj način odrediti pravac pretraživanja dk.

� Korak 6*: Ažurirati Bk u Bk+1 tako da važi kvazi-Njutnova jednačina (3.6).

U nastavku sledi pored̄enje Njutnovog i kvazi-Njutnovih metoda:

� Kod kvazi-Njutnovog metoda, izborom matrica Hk i Bk koje zadovoljavaju uslove

(3.5) i (3.6) zadržavaju i osobinu pozitivne definitnosti, dok se za matrice Gk i G−1
k

kod Njutnovog metoda to ne može tvrditi.
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� Njutnov metod zahteva računanje vrednosti funkcije, gradijenta funkcije kao i matrice

Hesijana i njenog inverza, dok kvazi-Njutnov metod zahteva samo računanje vrednosti

funkcije i gradijenta funkcije. Neračunanje vrednosti matrice Hesijana i njenog inverza

kod kvazi-Njutnovog metoda predstavlja najveću prednost kvazi-Njutnovog metoda u

odnosu na Njutnov metod.

� Na kraju, navedimo i to da je kod Njutnovog metoda potrebno O(n3) operacija u

svakoj iteraciji, dok je kod kvazi-Njutnovog metoda potrebno O(n2) operacija u svakoj

iteraciji, gde je n broj promenljivih ciljne funkcije f .

Na osnovu svega navedenog očigledna je nadmoć kvazi-Njutnovog metoda nad Njutnovim

metodom.

U nastavku ovog poglavlja razmotrimo neke od poznatih postupaka za ažuriranje matrica

Hk (odnosno Bk) koji zadovoljavaju kvazi-Njutnovu jednacinu (3.5)(odnosno (3.6)).

3.2 Ažuriranje simetričnom matricom ranga 1

Neka je Hk aproksimacija inverza Hesijana G−1
k u k-toj iteraciji. Ažuriranje Hk u Hk+1

simetričnom matricom ranga 1 se definǐse na sledeći način

Hk+1 = Hk + Ek,

gde se pretpostavlja da je Ek simetrična matrica ranga 1. Dakle,

Hk+1 = Hk + ukv
T
k , (3.9)

pri čemu su uk,vk ∈ Rn. Na osnovu kvazi-Njutnove jednačine (3.5) imamo

Hk+1yk = (Hk + ukv
T
k )yk = sk,

odnosno

(vT
k yk)uk = sk −Hkyk. (3.10)

Zaključak je da uk mora biti u smeru sk −Hkyk. Pretpostavimo da je

sk −Hkyk 6= 0,

(u suprotnom bi Hk zadovoljavala kvazi-Njutnovu jednačinu) i da vektor vk zadovoljava

uslov vT
k yk 6= 0. Tada, na osnovu (3.9) i (3.10), sledi

Hk+1 = Hk +
1

vT
k yk

(sk −Hkyk)v
T
k . (3.11)

Uslov da je aproksimacija inverza Hesijana Hk+1 simetrična, zahteva da je vektor vk
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definisan na sledeći način vk = sk −Hkyk, na osnovu čega se iz (3.11) dobija

Hk+1 = Hk +
(sk −Hkyk)(sk −Hkyk)

T

(sk −Hkyk)Tyk

, (3.12)

što predstavlja ažuriranje simetričnom matricom ranga 1 (eng. symmetric rank one

update).

Za opšte funkcije, Kon (Conn), Gould (Gould) i Toint (Toint) u [36] su dokazali da niz

Hesijanovih aproksimacija generisan pomoću simetrične matrice ranga 1 konvergira pravom

Hesijanu pod uslovom da su koraci uniformno linearno nezavisni.

3.3 DFP ažuriranje

DFP ažuriranje je prvi predložio Dejvidon (Davidon) u [55], a kasnije su ga popularizovali

Flečer (Fletcher) i Pauel (Powell) u [65]. DFP ažuriranje je poznato još i kao metod

ažuriranja simetričnom matricom ranga 2, odnosno imamo da se Hk+1 formira tako što se

matrici Hk dodaju dve simetrične matrice, od kojih je svaka ranga 1:

Hk+1 = Hk + auku
T
k + bvkv

T
k , k ∈ N,

pri čemu su uk,vk ∈ Rn, dok su a i b skalari koje je potreba odrediti. Zamenom Hk+1 u

kvazi-Njutnovoj jednačini (3.5) dobija se

Hk yk + auku
T
k yk + bvkv

T
k yk = sk. (3.13)

Vektori uk i vk nisu jedinstveni, ali se mogu odrediti na sledeći način:

uk = sk i vk = Hkyk.

Sada iz (3.13) odred̄ujemo veličine skalara a i b prema pravilima

a =
1

uT
k yk

=
1

sTk yk

, b = − 1

vT
k yk

= − 1

yT
kHkyk

,

a odavde dobijamo iterativnu formulu za DFP ažuriranje

HDFP
k+1 = Hk +

sks
T
k

sTk yk

− Hkyky
T
kHk

yT
kHkyk

, k ∈ N. (3.14)

Formulu (3.14) je predložio Dejvidon, a kasnije su razvili Flečer i Pauel, tako da na osnovu

početnih slova imena svojih autora sam metod je dobio naziv DFP (Davidon-Fletcher-

Powell) ažuriranje.
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3.4 BFGS ažuriranje

Jedna poznata i široko korǐsćena formula za ažuriranje je Broyden-Fletcher-Goldfarb–Shanno

(BFGS) pravilo. Ažuriranje inverza Hesijana Hk+1 je definisano kao rešenje problema

min
H

‖H −Hk‖, tako da je H = HT, Hyk = sk. (3.15)

Nesumljivo, BFGS ažuriranje je otvoreno i poznato kao

HBFGS
k+1 = (I − ρksky

T
k )H

BFGS
k (I − ρkyks

T
k ) + ρksks

T
k , ρk =

1

yTk sk
, (3.16)

odnosno

HBFGS
k+1 =HBFGS

k − Hkyks
T
k + sky

T
kHk

sTk yk

+

(
1 +

yT
kHkyk

sTk yk

)
sks

T
k

sTk yk

, (3.17)

gde su sk i yk definisani u (1.5).

Formula za BFGS ažuriranje Hesijanove matrice može da se generǐse korǐsćenjem Sherman-

Morrison-Woodbury formule. Modifikacija ranga jedan M = A + bc∗ matrice A ∈ Cm×n

koristi dva vektora b ∈ Cm×1 i c ∈ Cn×1. Sherman-Morrison-ova formula uspostavlja

relaciju izmed̄u M−1 i A−1 na sledeći način [62]:

M−1 = A−1 −
(
1 + c∗A−1b

)−1
A−1bc∗A−1. (3.18)

Kao rezultat, dobija se sledeće ažuriranje za Bk:

BBFGS
k+1 =BBFGS

k − Bksks
T
kBk

sTkBksk
+

yky
T
k

sTk yk

. (3.19)

3.5 Kvazi–Njutnovi metodi bazirani na konstantnoj

aproksimaciji dijagonalne matrice

Opšte iterativno pravilo za kvazi-Njutnove metode sa linijskim pretraživanjem je oblika

xk+1 = xk − αkHk gk, (3.20)

gde se pretpostavlja da je Bk (odnosno Hk = B−1
k ) pozitivna definitivna aproksimacija

matrice Gk (odnosno G−1
k ) [162]. Ažuriranje Bk u Bk+1 (odnosno Hk u Hk+1) se definǐse na

osnovu kvazi-Njutnove jednačine (3.6) (odnosno (3.5)).

Prema Brezinskovoj (Brezinski) klasifikaciji [28] ažuriranje matrica Bk može se podeliti

u tri kategorije i to:

� Ažuriranje pomoću skalarnih matrica Bk = λkI.

� Ažuriranje pomoću dijagonalnih matrica Bk = diag (λ1, . . . , λn).

� Ažuriranje na osnovu odred̄ivanja matrice Bk u celosti.

26



Kvazi-Njutnovi metodi

Metode optimizacije koje su uključene u disertaciji bazirane su na najjednostavnijoj

aproksimaciji Hesijana i njegovog inverza

Bk = γkI ≈ Gk, (3.21)

gde je I odgovarajuća n× n jedinična matrica, a γk > 0 je parametar. Takav izbor aproksi-

macija Hesijana i njegovog inverza vodi ka iterativnom pravilu

xk+1 = xk − γ−1
k αkgk, (3.22)

gde se dužina koraka αk odred̄uje korǐsćenjem netačnog linijskog pretraživanja, a γk se

odred̄uje na osnovu Tejlorovog razvoja funkcije f(x). Iteracije oblika (3.22) se u [86] nazivaju

algoritmom (metodom) pobolǰsanog opadajućeg gradijenta (eng. improved gradient

descent (IGD)).

Postoje brojne modifikacije iterativne šeme (3.22), neke od njih su date u radovima

[126, 131, 155, 156]. Stanimirović i Miladinović u radu [155] su definisali SM (Stanimirović-

Miladinović) metod sa iteracijama oblika (3.22) u kojima je korǐsćena skalarna γkI aproksi-

macija Hesijana, gde je γk = γ(xk,xk−1) > 0 parametar. Iterativna šema u SM metodi je

oblika

xSM
k+1 = xSM

k − αk

(
γSMk

)−1
gSM
k , (3.23)

gde je γSMk > 0 parametar ubrzanja odred̄en korǐsćenjem Tejlorovog razvoja ciljne funkcije

f u tački xSM
k+1 i definisan sledećom jednakošću:

γSMk+1 = 2γSMk
γSMk

[
f(xSM

k+1)− f(xSM
k )
]
+ αk‖gSM

k ‖2

α2
k‖gSM

k ‖2
. (3.24)

Algoritam 3.5.1 je poznat kao SM metod i uveden je u [155].

Algoritam 3.5.1 SM (Stanimirović-Miladinović) metod.

Ulaz: Ciljna funkcija f(x) i odabrana početna tačka x0 ∈ dom(f).
1: Postaviti k = 0, izračunati f(x0), g0 = ∇f(x0) i uzeti γ0 = 1.
2: Ako su ispunjeni kretirijumi za kraj ciklusa tada prekinuti iteracije; inače preći na sledeći

korak.
3: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3 za dk = −γ−1

k gk.
4: Izračunati xk+1 = xk − αkγ

−1
k gk, f(xk+1) i gk+1 = ∇f(xk+1).

5: Odrediti γk+1 pomoću (3.24).
6: Ako je γk+1 < 0, tada postaviti γk+1 = 1.
7: Postaviti k := k + 1 i preći na korak 2.

Izlaz: xk+1 i f(xk+1).

Dvokoračni (eng. double step-size) i dvosmerni (eng. double direction) ubrzani metodi
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nastali su u [126, 131]. Iteracije oblika

xADSS
k+1 = xADSS

k −
(
αk(γ

ADSS
k )−1 + lk

)
gADSS
k , (3.25)

u [126] poznate su kao ubrzane dvokoračne (ADSS) iteracije, gde su αk i lk dužine koraka

odred̄ene pomoću dva nezavisna linijska pretraživanja unazad. Dok su iteracije oblika

xADD
k+1 = xADD

k − αk(γ
ADD
k )−1gADD

k + α2
kd

ADD
k , (3.26)

u [131] poznate kao ubrzane dvosmerne (ADD) iteracije, gde je αk dužine koraka odred̄ene

pomoću linijskog pretraživanja unazad, a (γADD
k )−1gADD

k i dADD
k generǐsu odgovarajuće

pravce pretraživanja.

Transformisani ubrzani dvokoračni (eng. transformed accelerated double step size

(TADSS)) metod u [156] je predložen korǐsćenjem pretpostavke αk + lk = 1 u (3.25), što

daje iteracije oblika

xTADSS
k+1 = xTADSS

k −
(
αk

(
(γTADSS

k )−1 − 1
)
+ 1
)
gTADSS
k .

Kasnije je u [92] istraživana primena TADSS iteracija u vazduhoplovnoj industriji.

Parametar ubrzanja γk+1 u metodama ADD, ADSS i TADSS definisan je sledećim je-

nakostima:

γADD
k+1 =2

f(xADD
k+1 )−f(xADD

k )−αk(g
ADD
k )T(αkd

ADD
k −(γADD

k )−1gADD
k )

(αkd
ADD
k −(γADD

k )−1gADD
k )

T
(αkd

ADD
k −(γADD

k )−1gADD
k )

, (ADD metod [131])

γADSS
k+1 =2

f(xADSS
k+1 )−f(xADSS

k )+(αk(γ
ADSS
k )−1+lk)∥gADSS

k ∥2

(αk(γ
ADSS
k )−1+lk)

2
∥gADSS

k ∥2
, (ADSS metod [126])

γTADSS
k+1 =2

f(xTADSS
k+1 )−f(xTADSS

k )+(αk((γTADSS
k )−1−1)+1)∥gTADSS

k ∥2

(αk((γTADSS
k )−1−1)+1)

2
∥gTADSS

k ∥2
, (TADSS metod [156]).

Efikasnost metoda pobolǰsanog opadajućeg gradijenta je numerički testirana u [128].

Specifičan izbor γk = 1 transformǐse iteracije pobolǰsanog opadajućeg gradijenta (3.22)

u iterativnu šemu opadajućeg gradijenta (2.4). Dalje, iteracije pobolǰsanog opadajućeg

gradijenta (3.22) u slučaju αk = 1 mogu se posmatrati kao iteracije opadajućeg gradijenta

xk+1 = xk − γ−1
k gk, (3.27)

gde γk postaje primarna dužina koraka koja treba da bude na odgovarajući način definisana.

Andrej (Andrei) je u [6, 10] definisao iteracije oblika

xk+1 = xk − θkαkgk, (3.28)

gde je θk > 0 parametar koji pobolǰsava ponašanje algoritma opadajućeg gradijenta. U [10]
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je predložio korǐsćenje slučajnih vrednosti za θk ravnomerno raspored̄enih izmed̄u 0 i 1, dok

je u [6] predložio Algoritam 3.5.2 za odred̄ivanje vrednosti θk u (3.28). Na osnovu iterativno

pravilo (3.28) i Algoritam 3.5.2 definisan je algoritam ubrzanog opadajućeg gradijenta

(eng. accelerated gradient descent (AGD)) u [6].

Algoritam 3.5.2 Izračunavanje vrednosti parametra θk u (3.28).

Ulaz: Funkcija cilja f(x), gradijent gk i prethodna aproksimacija xk.
1: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3.
2: Izračunati z = xk − αkgk, gz = ∇f(z) i yk = gz − gk.
3: Izračunati ak = αkg

T
k gk i bk = −αky

T
k gk.

Izlaz: θk =
ak
bk
.

Barzilai (Barzilai) i Borvein (Borwein) u [22] su pokrenuli dve dobro poznate varijante

metode opadajućeg gradijenta, poznate kao BB metode, sa dužinom koraka γBB
k := γ−1

k u

(3.27). Dužina koraka γBB
k u prvom slučaju je definisana minimizacijom vektora minγ ‖sk−1−

γyk−1‖2, što daje

γBB
k =

sTk−1yk−1

yT
k−1yk−1

. (3.29)

Simetrični slučaj pretpostavlja minimizaciju ‖γsk−1 − yk−1‖2, koji proizvodi

γBB
k =

sTk−1sk−1

sTk−1yk−1

. (3.30)

Iteracije BB tipa su definisane korǐsćenjem γBB
k na sledeći način:

xBB
k+1 = xBB

k − γBB
k gBB

k .

Zbog svoje efikasnosti i jednostavnosti BB metod je privukao veliku pažnju brojnih is-

traživača širom sveta, što je uticalo na pojavu brojnih modihikacija BB metode u brojnim

istraživačkim člancima [38, 49, 50, 51, 52, 140, 141, 142, 183].

Još jedan član klase iteracija pobolǰsanog opadajućeg gradijenta je metod skalarne

korekcije (eng. scalar correction (SC)) [113], definisan iterativnom šemom (3.27) i pravilom

γSCk+1 =

{
sTk rk
yT
k rk

, yT
k rk > 0,

∥sk∥
∥yk∥

, yT
k rk ≤ 0,

rk = sk − γkyk. (3.31)

Shodno tome, iteracije skalarne korekcije su definisane relacijom

xSC
k+1 = xSC

k − γSCk gSC
k .

U radu [59] autor predlaže dva iterativna pravila za relaksirani opadajući gradijent

kvazi-Njutnovog (eng. relaxed gradient descent quasi Newton (RGDQN i RGDQN1))
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metoda

xk+1 = xk − ξkαk γ
−1
k gk, (3.32)

tako da je ξk odgovarajuća realna vrednost. RGDQN iteracije su definisane sa nasumično

generisanim ξk ∈ (0, 1), dok RGDQN1 algoritam koristi ξk =
γk

αk γk+1
.

3.6 Gradijentni metodi ubrzani Picard-Mann hibrid-

nim iterativnim procesom

Primena Pikard-Manovog (Picard-Mann) hibridnog iterativnog procesa iz [90] je još jedan

način da se ubrzaju iteracije za rešavanje problema nelinearne optimizacije i data je u [129].

Pikard-Manov hibridni iterativni proces je definisan pomoću sledeće tri relacije
x1 = x ∈ C,

xk+1 = Tyk,

yk = (1− Ωk)xk + ΩkTxk, k ∈ N,
(3.33)

gde je Ωk ∈ (0, 1) realan broj koji se naziva parametar korekcije (eng. correction param-

eter) u [129]. Umesto (3.33) može se koristiti ekvivalentna iteracija koja nastaje spajanjem

druge i treće relacije

xk+1 = T [(1− Ωk)xk + ΩkTxk], k ∈ N. (3.34)

Funkcija T : C → C u (3.33) definisana je na konveksnom podskupu C normiranog prostora

E, a {xk} i {yk} su nizovi odred̄eni iteracijama (3.33).

U [90] je predložen skup konstantnih vrednosti Ω = Ωk ∈ (0, 1), ∀k ∈ N u numeričkim

eksperimentima i zaključak je da proces (3.33) konvergira brže od Pikard, Man i Išikava

(Ishikava) iterativnih procesa iz [82, 110, 134]. Iteracija (3.34) je primenjena u [129] za

hibridizaciju SM metode, i tom prilikom je nastao metod poznat kao HSM. Preciznije,

preslikavanje T u (3.33) ili (3.34) je definisano SM iterativnom šemom (3.23), tj. Tyk =

yk − αkγ
−1
k gk, a zatim je izveden sledeći skup relacija

x1 = x ∈ R,

xk+1 = Tyk = yk − αkγ
−1
k gk,

yk=(1−Ωk)xk + ΩkTxk=(1−Ωk)xk + Ωk(xk − αkγ
−1
k gk)=xk − Ωkαkγ

−1
k gk,

(3.35)

gde je k ∈ N. Zamenom treće jednačine iz (3.35) u drugu, dobija se HSM iterativno pravilo

xHSM
k+1 = xHSM

k − (Ωk + 1)αk

(
γHSM
k

)−1
gHSM
k , (3.36)

gde je parametar ubrzanja γHSM
k > 0 definisan sa

γHSM
k+1 = 2γHSM

k

γHSM
k

[
f(xHSM

k+1 )− f(xHSM
k )

]
+ (Ωk + 1)αk‖gHSM

k ‖2

(Ωk + 1)2α2
k‖gHSM

k ‖2
.
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Modifikovani HSM (MHSM) metod je definisan u [124] tako što se predlaže odgovarajuća

početna vrednost u Algoritmu 2.2.3 linijskog pretraživanja unazad.

Postoje brojne primene Pikard-Manovog hibridnog iterativnog procesa u rešavanju prob-

lema bezuslovne optimizacije, neke od njih su date u radovima [127, 130, 132]. Hibridizacija

ADD metode je razmatrana u [132] u obliku

xHADD
k+1 = xHADD

k − (Ωk + 1)αk(γ
HADD
k )−1gHADD

k + (Ωk + 1)α2
kdk,

gde je

γHADD
k+1 =2

f(xHADD
k+1 )−f(xHADD

k )−(Ωk+1)(gHADD
k )T

(
α2
kdk−αk(γ

HADD
k )−1gHADD

k

)
(Ωk + 1)2α2

k (αkdk − (γHADD
k )−1gHADD

k )
T
(αkdk − (γHADD

k )−1gHADD
k )

.

Hibridizacija ADSS metode je razmatrana u [127], gde su definisane iteracije oblika

xHADSS
k+1 = xHADSS

k − (Ωk+1)
(
αk(γ

HADSS
k )−1 + lk

)
gHADSS
k , (3.37)

pri čemu je

γHADSS
k+1 =2

f(xHADSS
k+1 )− f(xHADSS

k ) + (Ωk+1)
(
αk(γ

HADSS
k )−1 + lk

)
‖gHADSS

k ‖2

(Ωk+1)2 (αk(γHADSS
k )−1 + lk)

2 ‖gHADSS
k ‖2

.

Nedavno, hibridizacija TADSS metode je predložena, ispitana i testirana u [130] i date

su iteracije oblika

xHTADSS
k+1 = xHTADSS

k − (Ωk+1)
(
αk

(
(γHTADSS

k )−1 − 1
)
+ 1
)
gHTADSS
k , (3.38)

gde je

γHTADSS
k+1 =2

f(xHTADSS
k+1 )− f(xHTADSS

k ) + (Ωk+1)
(
αk

(
(γHTADSS

k )−1 − 1
)
+ 1
)
‖gHTADSS

k ‖2

(Ωk+1)2 (αk ((γHTADSS
k )−1 − 1) + 1)

2 ‖gHTADSS
k ‖2

.
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Poglavlje 4

Modifikovani gradijentni metodi

Predstojeće poglavlje sadrži deo glavnih publikovanih naučnih rezultata. Ovi rezultati se pre

svega odnose na četiri gradijentna algoritama prezentovana u [86] (MAGD, MSM, HMAGD i

HMSM) i na dva gradijentna algoritama (TMSM i DMSM) prezentovana u [85] za rešavanje

problema bezuslovne optimizacije.

Samo istraživanje u ovom poglavlju možemo da usmerimo u četiri pravca. Prvi pravac

istraživanja kreće od ubrzanog opadajućeg gradijenta, gde se kroz uvod̄enje odred̄enih mod-

ifikacija u iteracijama dolazi do modifikovanog ubrzanog opadajućeg gradijentnog metoda.

Drugi pravac istraživanja se nadavezuje na prvi pravac istraživanja i preko pobolǰsanog

opadajućeg gradijenta dolazi se do modifikovanog pobolǰsananog opadajućeg gradijentnog

metoda. Treći pravac istraživanja nadovezuje se na prvi i drugi pravac istraživanja i uz

pomoć Picard-Mann hibridnog iterativnog procesa dolazi se do hibridnog modifikovanog

ubrzanog gradijentnog (HMAGD) metoda i hibridnog modifikovanog pobolǰsanog gradi-

jentnog (HMSM) metoda. Što se tiče četvrtog pravca istraživanja on se nadovezuje na

drugi pravac istraživanja i uz pomoć vǐsestruke upotrebe linijskog pretraživanja unazad radi

se na pobolǰsanju efikasnosti MSM metode.

Na kraju ovog poglavlja ispitivano je ponašanje predloženih algoritama za rešavanje prob-

lema bezuslovne optimizacije. Najvažniji pomak u pogledu pobolǰsanja performansi gradi-

jentnih metoda koji je postignut konstruisanjem modifikovanog pobolǰsananog opadajućeg

gradijentnog metoda ogleda se u vǐsestrukom pobolǰsanju praćenih indikatora: broj iteracija,

broj evaluacija funkcije i CPU vreme.

4.1 Modifikovani ubrzani gradijentni (MAGD) metod

Modifikacija iteracija opadajućeg gradijenta (2.4) je predložena u [86] i označena sa MGD,

gde je definisana iterativnim pravilom

xMGD
k+1 = xMGD

k −
(
αk + α2

k − α3
k

)
gMGD
k . (4.1)
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Glavna ideja korǐsćena u definisanju iteracija (4.1) je zamena osnovne dužine koraka αk u

metodi opadajućeg gradijenta (2.4) za nešto većom dužinom koraka αmod
k = αk + α2

k − α3
k.

Ideja za definisanje dužine koraka αmod
k proizašla je iz istraživanja datog u [131], gde je

iterativna šema definisana relacijom (3.26) i metodom opadajućeg gradijenta. Imajući u

vidu da je αmod
k ≥ αk, očigledno pokušavamo da koristimo nešto veću dužinu koraka u cilju

stvaranja metode koja je bolja od nekih postojećih metoda u ovoj oblasti. Pretpostavlja

se da je αk definisano procedurom za linijsko pretraživanje unazad (Algoritam 2.2.3), što

podrazumeva da je αk ∈ (0, 1]. Kao posledica toga, obrazloženje za ovu modifikaciju leži u

nejednakostima

αk ≤ αk + α2
k − α3

k ≤ αk + α2
k.

Generalno, iterativno pravilo (4.1) se bazira na relativno malom povećanju dužine koraka

αk unutar intervala [αk, αk + α2
k].

Koristeći predhodno datu notaciju algoritam ubrzanog opadajućeg gradijenta sa iteraci-

jama (3.28) se transformǐse u modifikovani AGD (MAGD) metod sa iterativnom

šemom

xMAGD
k+1 = xMAGD

k − θk(αk + α2
k − α3

k)g
MAGD
k . (4.2)

Na ovaj način uvodimo iterativni metod za bezuslovnu optimizaciju, koji se naziva modi-

fikovani ubrzani opadajući gradijentni metod (MAGD metod).

Algoritam 4.1.1 Modifikovani ubrzani opadajući gradijentni metod (MAGD metod)

Ulaz: Ciljna funkcija f(x) i početna tačka xMAGD
0 ∈ dom(f).

1: Postaviti k = 0 i izračunati f(xMAGD
0 ) i gMAGD

0 = ∇f(xMAGD
0 ).

2: Ako su ispunjeni kriterijumi za kraj ciklusa tada prekinuti iteracije; inače preći na sledeći
korak.

3: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3.
4: Izračunati zMAGD = xMAGD

k − αkg
MAGD
k , gMAGD

z = ∇f(zMAGD) i yMAGD
k = gMAGD

z −
gMAGD
k .

5: Izračunati ak = αk(g
MAGD
k )TgMAGD

k , bk = −αk(y
MAGD
k )TgMAGD

k i θk = ak/bk.
6: Izračunati xMAGD

k+1 = xMAGD
k − θk(αk + α2

k − α3
k)g

MAGD
k .

7: Izračunati f(xMAGD
k+1 ) i gMAGD

k+1 = ∇f(xMAGD
k+1 ).

8: Postaviti k := k + 1 i preći na korak 2.
Izlaz: xMAGD

k+1 i f(xMAGD
k+1 ).

4.2 Modifikovani pobolǰsani gradijentni (MSM) metod

Modifikovanje iteracija metode pobolǰsanog opadajućeg gradijenta (3.22), proizvodi klasu

iteracija opšteg oblika

xMIGD
k+1 = xMIGD

k − γ−1
k

(
αk + α2

k − α3
k

)
gMIGD
k , (4.3)
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gde je γk definisano korǐsćenjem odgovarajućeg Tejlorovog razvoja. Očigledno, pošto je

γk > 0 sledi da važi nejednakost

γ−1
k αk ≤ γ−1

k

(
αk + α2

k − α3
k

)
,

koja implicira da (4.3) definǐse odgovarajuću klasu modifikovanih pobolǰsanih opadaju-

ćih gradijentnih metoda, koja je označena kao MIGD klasa.

Moguće je razmotriti modifikacije različitih metoda pobolǰsanog opadajućeg gradijenta,

kao što su SM, ADSS i TADSS. Ove modifikacije će biti definisane redom kao MSM, MADSS

i MTADSS metode, a detaljno će biti opisan samo MSM metod. Primena modifikacije na

SM metod dovodi do iteracija

xMSM
k+1 = xMSM

k − (αk + α2
k − α3

k)(γ
MSM
k )−1gMSM

k . (4.4)

U tom slučaju, iz Tejlorovog razvoja drugog reda, aproksimacija funkcije f(xMSM
k+1 ) može se

dati na sledeći način:

f(xMSM
k+1 ) ≈f(xMSM

k )− (αk + α2
k − α3

k)(γ
MSM
k )−1(gMSM

k )TgMSM
k

+
1

2
(αk + α2

k − α3
k)

2
(
(γMSM

k )−1gMSM
k

)T ∇2f(ξ)(γMSM
k )−1gMSM

k .
(4.5)

Parametar ξ u (4.5) ispunjava uslov ξ ∈ [xMSM
k ,xMSM

k+1 ], gde je

ξ = xMSM
k +δ(xMSM

k+1 −xMSM
k ) = xMSM

k −δ(αk+α
2
k−α3

k)(γ
MSM
k )−1gMSM

k , 0 ≤ δ ≤ 1. (4.6)

Sledeći [155], matrica ∇2f(ξ) je zamenjena dijagonalnom matricom γMSM
k+1 I. Na osnovu

prethodnog, izraz (4.5) postaje

f(xMSM
k+1 ) ≈f(xMSM

k )− (αk + α2
k − α3

k)(γ
MSM
k )−1‖gMSM

k ‖2

+
1

2
(αk + α2

k − α3
k)

2γMSM
k+1 (γMSM

k )−2‖gMSM
k ‖2.

(4.7)

Tada se γMSM
k+1 može izraziti iz (4.7) na sledeći način:

γMSM
k+1 = 2γMSM

k

γMSM
k

[
f(xMSM

k+1 )− f(xMSM
k )

]
+ (αk + α2

k − α3
k)‖gMSM

k ‖2

(αk + α2
k − α3

k)
2‖gMSM

k ‖2
. (4.8)

Slično kao u [155] i ovde, neophodan uslov koji parametar γMSM
k+1 definisan sa (4.8) treba

ispuniti je γMSM
k+1 > 0, jer u suprotnom potreban i dovoljan uslov optimalnosti drugog reda

(eng. Second-Order Necessary Condition and Second-Order Sufficient Condition) neće biti

ispunjeni.

Ukoliko je tačka xk lokalni minimum glatke funkcije, onda gradijent gk funkcije teži nuli

u tački xk i matrica Hesijana je pozitivno semidefinitna (potreban uslov optimalnosti

drugog reda) [162]. Sa druge strane, ukoliko gradijent gk teži nuli u nekoj tački xk i
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ukoliko je matrica Hesijana pozitivno definitna, onda funkcija dostiže minimum u toj tački

(dovoljan uslov optimalnosti drugog reda) [162]. Dakle, zadovoljenje potrebnog i

dovoljnog uslova optimalnosti zavisi od pozitivnosti parametra γMSM
k+1 .

Ukoliko se neželjena situacija γMSM
k+1 < 0 desi u bilo kom iterativnom koraku, onda se

problem može rešiti uzimanjem γMSM
k+1 = 1. Obrazloženje za ovakav izbor parametra γMSM

k+1

proizilazi iz činjenice da ukoliko se dogodi da matrica Hesijan Gk nije pozitovno definitna

onda se izborom γMSM
k+1 = 1 iterativna šema (4.4) svodi na iterativnu šemu modifikovanog

opadajućeg gradijentnog metoda (4.1). Na taj način se vrednost funkcije u narednoj iteraciji

odred̄uje metodom modifikovanog opadajućeg gradijenta.

Za kraj ovog odeljka, u Algoritmu 4.2.1 prikazujemo modifikovani SM metod (MSM

metod):

Algoritam 4.2.1 Modifikovani SM metod (MSM metod)

Ulaz: Ciljna funkcija f(x) i početna tačka xMSM
0 ∈ dom(f).

1: Postaviti k = 0, izračunati f(xMSM
0 ), gMSM

0 = ∇f(xMSM
0 ) i uzeti γMSM

0 = 1.
2: Ako su ispunjeni kriterijumi za kraj ciklusa tada prekinuti iteracije; inače preći na sledeći

korak.
3: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3.
4: Izračunati xMSM

k+1 = xMSM
k − (γMSM

k )−1(αk + α2
k − α3

k)g
MSM
k .

5: Izračunati f(xMSM
k+1 ) i gMSM

k+1 = ∇f(xMSM
k+1 ).

6: Odrediti skalarnu aproksimaciju γMSM
k+1 Hesijana funkcije f u tački xMSM

k+1 koristeći (4.8).
7: Ako je γMSM

k+1 < 0, tada postaviti γMSM
k+1 = 1.

8: Postaviti k := k + 1, i preći na korak 2.
Izlaz: xMSM

k+1 i f(xMSM
k+1 ).

4.3 Hibridni modifikovani gradijentni metodi

Naredna klasa iteracija je definisana hibridnom korekcijom iteracija opadajućeg gradijenta

(2.4). Hibridni oblik metode opadajućeg gradijenta je definisan u prostoru C := Rn, pod

pretpostavkom da je preslikavanje T : Rn → Rn u (3.33) definisano iteracijom opadajućeg

gradijenta, tj. Tyk = GD(yk) = yk − αkgk. Zatim, koristeći (3.33), možemo da izvedemo

sledeći skup iteracija: 

x1 = x ∈ Rn,

xk+1 = GD(yk)=yk − αkgk,

yk = (1− Ωk)xk + ΩkGD(xk)

= (1− Ωk)xk + Ωk (xk − αkgk)

= xk − Ωkαkgk, k ∈ N.

(4.9)
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Zamenom yk iz treće jednačine u drugoj jednačini za xk+1 u (4.9), dobijamo hibridni metod

opadajućeg gradijenta (HGD metod) koja je definisana iteracijom

xHGD
k+1 = xHGD

k − (Ωk + 1)αkg
HGD
k . (4.10)

Kako je αk ∈ (0, 1] i Ωk + 1 ≥ 1, sledi da važi nejednakost

αk ≤ (Ωk + 1)αk,

iz koje sledi da iteracije hibridnog opadajućeg gradijenta (4.10) definǐsu još jedno povećanje

dužine koraka u klasi metoda opadajućeg gradijenta.

Takod̄e, istražujemo modifikaciju opadajućeg gradijenta (4.1) i hibridizaciju opadajućeg

gradijenta (4.10) spojeni u jedno iterativno pravilo

xHMGD
k+1 = xHMGD

k − (Ωk + 1)(αk + α2
k − α3

k)g
HMGD
k . (4.11)

Klasa iteracija (4.11) se naziva klasom hibridne modifikacije metode opadajućeg

gradijenta (HMGD klasa). Kako je αk ∈ (0, 1] i Ωk + 1 ≥ 1, sledi da važi nejednakost

αk ≤ αk + α2
k − α3

k ≤ (Ωk + 1)(αk + α2
k − α3

k),

iz koje sledi da iteracije hibridne modifikacije metode opadajućeg gradijenta (4.11) definǐsu

povećanje dužine koraka u MGD klasi, a MGD klasa je bazirana na povećanju dužine koraka

u metodi opadajućeg gradijenta.

4.3.1 Hibridni modifikovani ubrzani gradijentni (HMAGD) metod

Da bi definisali hibridni oblik ubrzanog opadajućeg gradijentog metoda (AGD metod), pret-

postavimo da je C = Rn i preslikavanje T : Rn → Rn u (3.33) definisano AGD iteracijom

(3.28), tj., Tyk = AGD(yk) = yk − θkαkgk. Zatim, koristeći (3.33), dobijene su sledeće

iteracije: 

x1 = x ∈ Rn,

xk+1 = AGD(yk)=yk − θkαkgk,

yk = (1− Ωk)xk + ΩkAGD(xk)

= (1− Ωk)xk + Ωk (xk − θkαkgk)

= xk − Ωkθkαkgk, k ∈ N.

(4.12)

Zamenom yk iz treće jednačine u xk+1 u drugoj jednačini u (4.12), dobija se hibridni

ubrzani gradijentni (HAGD) metod

xHAGD
k+1 = xHAGD

k − (Ωk + 1)θkαkg
HAGD
k . (4.13)

Identičnom procedurom dobija se hibridni modifikovani ubrzani gradijentni metod
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(HMAGD metod)

xHMAGD
k+1 = xHMAGD

k − (Ωk + 1)θk(αk + α2
k − α3

k)g
HMAGD
k . (4.14)

Parametar dužine koraka αk se izračunava korǐsćenjem Algoritma 2.2.3 za netačno lini-

jsko pretraživanje unazad. Dok u svakoj iteraciji za parametar korekcije Ωk uzimamo kon-

stantnu vrednost iz intervala (0, 1), kao što je predloženo u [90]. U nastavku predstavljamo

Algoritam 4.3.1 za HMAGD metod.

Algoritam 4.3.1 Hibridni modifikovani ubrzani gradijentni (HMAGD) metod

Ulaz: Ciljna funkcija f(x), Ωk ∈ (0, 1) i početna tačka xHMAGD
0 ∈ dom(f).

1: Postaviti k = 0 i izračunati f(xHMAGD
0 ) i gHMAGD

0 = ∇f(xHMAGD
0 ).

2: Ako su ispunjeni kriterijumi za kraj ciklusa tada prekinuti iteracije; inače preći na sledeći

korak.

3: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritma 2.2.3.

4: Izračunati zHMAGD = xHMAGD
k − αkg

HMAGD
k , gHMAGD

z = ∇f(zHMAGD) i

yHAAGD
k = gHMAGD

z − gHMAGD
k .

5: Izračunati ak=αk(g
HMAGD
k )TgHMAGD

k , bk=−αk(y
HMAGD
k )TgHMAGD

k i

θk=ak/bk.

6: Izračunati xHMAGD
k+1 = xHMAGD

k − (Ωk + 1)(αk + α2
k − α3

k)θkg
HMAGD
k .

7: Izračunati f(xHMAGD
k+1 ) i gHMAGD

k+1 = ∇f(xHMAGD
k+1 ).

8: Postaviti k := k + 1 i preći na korak 2.

Izlaz: xHMAGD
k+1 i f(xHMAGD

k+1 ).

4.3.2 Hibridni modifikovani pobolǰsani gradijentni (HMSM) metod

Naredna klasa iteracija je definisana hibridnom korekcijom iteracija pobolǰsanog opadajućeg

gradijenta (3.22) i definisana je iteracijom

xHIGD
k+1 = xHIGD

k − (Ωk + 1)γ−1
k αkg

HIGD
k , (4.15)

gde je 0 < Ωk < 1 odabrani odgovarajući realni parametar definisan pomoću (3.33).

Takod̄e, razmatramo definisanje iterativnog pravila na osnovu modifikovanog pobolǰsanog

opadajućeg gradijenta (4.3) i hibridnog pobolǰsanog opadajućeg gradijenta (HIGD) (4.15)

dato u sledećem obliku

xHMIGD
k+1 = xHMIGD

k − (Ωk + 1)γ−1
k

(
αk + α2

k − α3
k

)
gHMIGD
k . (4.16)

Budući da je αk ∈ (0, 1], γk > 0 i Ωk + 1 ≥ 1, sledi važi nejednakost

αkγ
−1
k ≤

(
αk + α2

k − α3
k

)
γ−1
k ≤ (Ωk + 1)

(
αk + α2

k − α3
k

)
γ−1
k ,
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iz koje sledi da HIGD definisan u (4.15) definǐse još jedno povećanje dužine koraka u IGD

klasi, a HMIGD definisan u (4.16) je ubrzanje od HIGD i MIGD, i naravno od IGD.

Klasa iteracija (4.15) naziva se klasom hibridnog pobolǰsanog opadajućeg gradijenta

(HIGD). Konačno, klasa iteracija (4.16) naziva se klasom hibridnog modifikovanog

pobolǰsanog opadajućeg gradijenta (HMIGD).

Na osnovu uvedene klasifikacije možemo zaključiti da HSM metod (3.36) pripada HIGD

klasi.

Konkretno, hibridizacija MSM iteracija (4.4) biće označena sa HMSM i definisana na

sledeći način

xHMSM
k+1 = xHMSM

k − (Ωk + 1)(αk + α2
k − α3

k)(γ
HMSM
k )−1gHMSM

k . (4.17)

Da bismo završili definisanje metode hibridnog modifikovanog pobolǰsanog gradi-

jenta (HMSM), potrebno je izračunati vrednost parametra ubrzanja γHMSM
k . Aproksi-

macija matrice Hesijana ciljne funkcije f data je dijagonalnom matricom

∇2f(ξ) ≈ γHMSM
k+1 I, (4.18)

u kojoj je γHMSM
k+1 = γ(xHMSM

k+1 ,xHMSM
k ) odgovarajući realan broj baziran na Tejlorovom

razvoju drugog reda ciljne funkcije f u tački xHMSM
k+1 :

f(xHMSM
k+1 ) ≈ f(xHMSM

k )− (Ωk + 1)(αk + α2
k − α3

k)(g
HMSM
k )T(γHMSM

k )−1gHMSM
k

+
1

2
(Ωk+1)2(αk+α

2
k−α3

k)
2
(
(γHMSM

k )−1gHMSM
k

)T ∇2f(ξ)(γHMSM
k )−1gHMSM

k .

(4.19)

U prethodnoj jednačini, promenljiva ξ ispunjava uslov ξ ∈ [xHMSM
k ,xHMSM

k+1 ]. Pošto je

tačka xHMSM
k dovoljno blizu tački xHMSM

k+1 , razumno je uzeti ξ = xHMSM
k+1 . Sada, na osnovu

jednakosti (4.18), imamo

f(xHMSM
k+1 ) ≈ f(xHMSM

k )− (Ωk + 1)(αk + α2
k − α3

k)(γ
HMSM
k )−1‖gHMSM

k ‖2

+
1

2
(Ωk + 1)2(αk + α2

k − α3
k)

2γHMSM
k+1 (γHMSM

k )−2‖gHMSM
k ‖2.

(4.20)

Iz (4.20) može se izraziti γHMSM
k+1 na sledeći način:

γHMSM
k+1 =2γHMSM

k

γHMSM
k

[
f(xHMSM

k+1 )−f(xHMSM
k )

]
+(Ωk+1)(αk+α

2
k−α3

k)‖gHMSM
k ‖2

(Ωk + 1)2(αk + α2
k − α3

k)
2‖gHMSM

k ‖2
.

(4.21)

Slično kao i za MSM metod i ovde za HMSM metod zadovoljenje neophodnog i do-

voljnog uslova optimalnosti zavisi od pozitivnosti parametra γHMSM
k+1 . Ukoliko se neželjena

situacija γHMSM
k+1 < 0 desi u bilo kom iterativnom koraku, onda se problem rešava uzimanjem

vrednosti γHMSM
k+1 = 1.

Sada je sve spremno da predstavimo Algoritam 4.3.2 za HMSM metod.
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Algoritam 4.3.2 Hibridni modifikovani pobolǰsani gradijentni metod (HMSM metod)

Ulaz: Ciljna funkcija f(x), Ωk ∈ (0, 1) i početna tačka xHMSM
0 ∈ dom(f).

1: Postaviti k = 0, izračunati f(xHMSM
0 ), gHMSM

0 = ∇f(xHMSM
0 ) i uzeti γHMSM

0 = 1.
2: Ako su ispunjeni kriterijumi za kraj ciklusa tada prekinuti iteracije; inače preći na sledeći

korak.
3: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3.
4: Izračunati xHMSM

k+1 = xHMSM
k − (Ωk + 1)(αk + α2

k − α3
k)(γ

HMSM
k )−1gHMSM

k .
5: Izračunati f(xHMSM

k+1 ) i gHMSM
k+1 = ∇f(xHMSM

k+1 ).
6: Odrediti γHMSM

k+1 pomoću (4.21).
7: Ako je γHMSM

k+1 < 0, tada postaviti γHMSM
k+1 = 1.

8: Postaviti k := k + 1 i preći na korak 2.
Izlaz: xHMSM

k+1 i f(xHMSM
k+1 ).

4.4 Vǐsestruka upotreba linijskog pretraživanja unazad

u MSM metodi

Istraživanja opisana u prethodnim odeljcima ovog poglavlja stvorila su ideju o proučavanju

uticaja vǐsestruke upotrebe linijskog pretraživanja unazad u MSM metodi. Zadatak prouča-

vanja ovakve ideje je stvaranje novih efikasnih algoritama koji će dovesti do pobolǰsanja

karakteristika MSM metode. Istraživanja obavljena u [85] dala su neke odgovore u pogledu

definisanja novih algoritama koji će dovesti do pobolǰsanja karakteristika MSM metode. U

ovom i narednim odeljcima dat je pregled i analiza rezulta iz [85] o istraživanju vǐsestruke

upotrebe linijskog pretraživanja unazad u MSM metodi koja je definisana iterativnom

šemom (4.4), odnosno

xMSM
k+1 = xMSM

k − αMSM
k (γMSM

k )−1gk, (4.22)

gde je αMSM
k = αk + α2

k − α3
k.

Istraživanje u [85] je bazirano na pobolǰsanju ponašanja iteracija (4.22) korǐsćenjem do-

datna dva ili tri odgovarajuće definisana parametra za dužinu koraka. Prateći ovu ideju,

metod zasnovan na trostrukoj upotrebi linijskog pretraživanja unazad u MSM metodi se

dobija kada se α2
k zameni sa l2k, a α

3
k zameni sa j3k u (4.22), gde su αk, lk i jk definisani neza-

visnim procedurama linijskog pretraživanja: prvo linijsko pretraživanje unazad (Algoritam

2.2.3) izračunava αk, drugo linijsko pretraživanje unazad (Algoritam 4.4.1) izračunava lk,

dok treće linijsko pretraživanje unazad (Algoritam 4.4.2) odred̄uje jk.

Primenom navedenih izmena u (4.22) dobijamo trostruku upotrebu linijskog pre-

traživanja unazad u MSM metodi (TMSM metod):

xTMSM
k+1 = xTMSM

k − αTMSM
k

(
γTMSM
k

)−1
gk, (4.23)
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gde je

αTMSM
k =

{
αk + l2k − j3k , αk + l2k − j3k > αk

αk, αk + l2k − j3k ≤ αk.
(4.24)

Parametar ubrzanja γTMSM
k u (4.23) odred̄en je primenom Tejlorov razvoj drugog reda

na funkciju f(xTMSM
k+1 ) u tački xTMSM

k+1 :

f(xTMSM
k+1 ) ≈ f(xTMSM

k )− αTMSM
k (γTMSM

k )−1gT
k gk

+
1

2

(
αTMSM
k

)2 (
(γTMSM

k )−1gk

)T ∇2f(ξ)(γTMSM
k )−1gk.

(4.25)

Parametar ξ u (4.25) ispunjava sledeći uslov ξ ∈ [xTMSM
k ,xTMSM

k+1 ] i

ξ = xTMSM
k + φ(xTMSM

k+1 − xTMSM
k )

= xTMSM
k − φαTMSM

k (γTMSM
k )−1gk, 0 ≤ φ ≤ 1.

(4.26)

Na osnovu [155], Hesijan ∇2f(ξ) je aproksimiran sa γTMSM
k+1 I. Prem tome, (4.25) se svodi

na
f(xTMSM

k+1 ) ≈f(xTMSM
k )− αTMSM

k (γTMSM
k )−1‖gk‖2

+
1

2

(
αTMSM
k

)2
γTMSM
k+1 (γTMSM

k )−2‖gk‖2.
(4.27)

Tada γTMSM
k+1 može se izraziti iz (4.27) na sledeći način

γTMSM
k+1 =2γTMSM

k

γTMSM
k

[
f(xTMSM

k+1 )−f(xTMSM
k )

]
+αTMSM

k ‖gk‖2

(αTMSM
k )

2 ‖gk‖2
. (4.28)

Slično kao za MSM i HMSM metode i ovde za TMSM metod zadovoljenje potrebnog i

dovoljnog uslova optimalnosti zavisi od pozitivnosti parametra γTMSM
k+1 . U slučaju da imamo

situaciju γTMSM
k+1 < 0 u nekom iterativnom koraku, onda se problem rešava uzimanjem

vrednosti γTMSM
k+1 = 1.

Metod linijskog pretraživanja unazad je dat pomoću Algoritma 2.2.3 u kome se odred̄uje

αk počevši od αk=1 i nakon toga smanjuje vrednost promenljive αk tako da dovoljno smanji

vrednost ciljne funkcije f . Po istom principu funkcionǐsu i Algoritmi 4.4.1 i 4.4.2.

Algoritam 4.4.1 Drugo linijsko pretraživanje unazad za izračunavanje lk.

Ulaz: Funkcija cilja f(x), pravac pretraživanja dk u tački xk i pozitivni realni brojevi
0 < σl < 0.5 i βl ∈ (0, 1).

1: l = 1.
2: Dok važi: f(xk + ldk) > f(xk) + σllg

T
k dk, postavi l := lβl.

Izlaz: lk = l.

Konačno, trostruka upotreba linijskog pretraživanja unazad u MSM metodi, odnosno

skraćeno TMSM metod je opisan pomoću Algoritma 4.4.3.
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Algoritam 4.4.2 Treće linijsko pretraživanje unazad za izračunavanje jk.

Ulaz: Funkcija cilja f(x), pravac pretraživanja dk u tački xk i pozitivni realni brojevi
0 < σj < 0.5 i βj ∈ (0, 1).

1: j = 1.
2: Dok važi: f(xk + jdk) > f(xk) + σjjg

T
k dk, postaviti j := jβj.

Izlaz: jk = j.

Algoritam 4.4.3 Trostruka upotreba linijskog pretraživanja unazad u MSM metodi
(TMSM metod)

Ulaz: Ciljna funkcija f(x), početna tačka xTMSM
0 ∈ dom(f) i parametri 0 < λ < 1,

0 < ν < 1.
1: Postaviti k = 0, izračunati f(xTMSM

0 ), g0 = ∇f(xTMSM
0 ) i postaviti γTMSM

0 = 1.
2: Ako je

‖gk‖ ≤ λ i
|f(xTMSM

k+1 )− f(xTMSM
k )|

1 + |f(xTMSM
k )|

≤ ν,

STOP; inače preći na korak 3.
3: Izračunati αk ∈ (0, 1] koristeći Algoritam 2.2.3.
4: Izračunati lk ∈ (0, 1] koristeći Algoritam 4.4.1.
5: Izračunati jk ∈ (0, 1] koristeći Algoritam 4.4.2.
6: Odrediti αTMSM

k pomoću (4.24).
7: Izračunati xTMSM

k+1 = xTMSM
k − (γTMSM

k )−1αTMSM
k gk.

8: Izračunati f(xTMSM
k+1 ) i gk+1 = ∇f(xTMSM

k+1 ).
9: Odrediti γTMSM

k+1 pomoću (4.28).
10: Ako je γTMSM

k+1 < 0, tada postaviti γTMSM
k+1 = 1.

11: Postaviti k := k + 1, i preći na korak 2.
Izlaz: xTMSM

k+1 i f(xTMSM
k+1 ).

Očekivano je da će ukupan broj iteracija koje zahteva TMSM metod biti manji od broja

iteracija MSM metode, ali povećanje broja evaluacija funkcije cilja i CPU vremena je takod̄e

očekivano u TMSM metodi u odnosu na MSM metod. Ova konstatacija direktno proizilazi

iz 4. i 5. koraka u Algoritmu 4.4.3 za TMSM metod. Dodatno korǐsćenje Algoritama 4.4.1

i 4.4.2 direkno povećava broj evaluacija funkcije cilja i CPU vreme.

Na osnovu ovih pokazatelja došli smo na ideju da se u TMSM metodi izostavi jedno

linijsko pretraživanje. Time bismo drastično smanjili broj evaluacija funkcije cilja i CPU

vreme. Prateći ovu ideju, dobijen je metod dvostruke upotrebe linijskog pretraživanja

unazad u MSM metodi (DMSM metod), čije iteracije su oblika:

xDMSM
k+1 = xDMSM

k − αDMSM
k

(
γDMSM
k

)−1
gk, (4.29)

gde je

αDMSM
k =

{
αk + α2

k − j3k , αk + α2
k − j3k > αk

αk, αk + α2
k − j3k ≤ αk.

(4.30)
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Na potpuno identičan način kao i za TMSM metod dolazimo do obrazca za odred̄ivanje

vrednosti parametra ubrzanja

γDMSM
k+1 =2γDMSM

k

γDMSM
k

[
f(xDMSM

k+1 )−f(xDMSM
k )

]
+αDMSM

k ‖gk‖2

(αTMSM
k )

2 ‖gk‖2
. (4.31)

Kao u prethodnim slučajevima za MSM, HMSM i TMSM metode tako i ovde za DMSM

metod zadovoljenje potrebnog i dovoljnog uslova optimalnosti zavisi od pozitivnosti para-

metra γDMSM
k+1 . U slučaju da imamo situaciju γDMSM

k+1 < 0 u nekom iterativnom koraku,

onda se problem rešava uzimanjem vrednost γDMSM
k+1 = 1.

Metod dvostruke upotrebe linijskog pretraživanja unazad u MSMmetodi (DMSMmetod)

je predstavljen Algoritmom 4.4.4.

Algoritam 4.4.4 Dvostruka upotreba linijskog pretraživanja unazad u MSM metodi
(DMSM metod)

Ulaz: Ciljna funkcija f(x), odabrana početna tačka xDMSM
0 ∈ dom(f) i parametri 0 < λ <

1, 0 < ν < 1.
1: Postaviti k = 0, izračunati f(xDMSM

0 ), g0 = ∇f(xDMSM
0 ) i postaviti γDMSM

0 = 1.
2: Ako je

‖gk‖ ≤ λ i
|f(xDMSM

k+1 )− f(xDMSM
k )|

1 + |f(xDMSM
k )|

≤ ν,

STOP; inače preći na korak 3.
3: Izračunati αk ∈ (0, 1] koristeći Algoritam 2.2.3.
4: Izračunati jk ∈ (0, 1] koristeći Algoritam 4.4.2.
5: Odrediti αDMSM

k pomoću (4.30).
6: Izračunati xDMSM

k+1 = xDMSM
k − (γDMSM

k )−1αDMSM
k gk.

7: Izračunati f(xDMSM
k+1 ) i gk+1 = ∇f(xDMSM

k+1 ).
8: Odrediti skalarnu aproksimaciju γDMSM

k+1 I Hesijana funkcije f u tački xDMSM
k+1 koristeći

(4.31).
9: Ako je γDMSM

k+1 < 0, tada postaviti γDMSM
k+1 = 1.

10: Postaviti k := k + 1, i preći na korak 2.
Izlaz: xDMSM

k+1 i f(xDMSM
k+1 ).

4.5 Analiza konvergencije

U okviru ovog odeljka, pod standardnim prepostavkama izvršićemo anazlizu konvergencije za

MAGD (Algoritam 4.1.1), MSM (Algoritam 4.2.1), HMAGD (Algoritam 4.3.1), HMSM (Al-

goritam 4.3.2), TMSM (Algoritam 4.4.3) i DMSM (Algoritam 4.4.4) metodu. Osobine kon-

vergencije za navedene metode najpre ispitujemo na skupu uniformno konveksnih funkcija,

a zatim uz odred̄ena ograničenja, i na podskupu strogo konveksnih kvadratnih funkcija.

U narednom Stavu i Lemi navodimo neke osnovne iskaze potrebne za analizu i dokaz
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konvergencije metoda opisanih pomoću Algoritama 4.1.1, 4.2.1, 4.3.1, 4.3.2, 4.4.3 i 4.4.4

za uniformno konveksne funkcije. Dokazi za Stav 4.5.1 i Lemu 4.5.1 mogu se pronaći u

[122, 143].

Stav 4.5.1. Neka je funkcija f : Rn → R dva puta neprekidno diferencijabilna i uniformno

konveksna na Rn. Tada važi:

(H1) funkcija f ima donju granicu na skupu B0 = {x ∈ Rn | f(x) ≤ f(x0)}, gde je x0 ∈ Rn

dopustiva tačka;

(H2) gradient g funkcije f je Lipšic neprekidan na otvorenom konveksnom skupu B ⊇ B0,

odnosno postoji konstanta L > 0 takva da je

‖g(x)− g(y)‖ ≤ L‖x− y‖, ∀ x,y ∈ B. (4.32)

Lema 4.5.1. Ukoliko važe pretpostavke iz Stava 4.5.1, onda postoje realni brojevi m i M

za koje je ispunjeno

0 < m ≤ 1 ≤M, (4.33)

tako da funkcija f(x) ima jedinstvenu tačku minimuma x∗ i pri tom važi:

m‖y‖2 ≤ yT∇2f(x)y ≤M‖y‖2, ∀ x,y ∈ Rn; (4.34)
1

2
m‖x− x∗‖2 ≤ f(x)− f(x∗) ≤ 1

2
M‖x− x∗‖2, ∀ x ∈ Rn; (4.35)

m‖x− y‖2 ≤ (g(x)− g(y))T(x− y) ≤M‖x− y‖2, ∀ x,y ∈ Rn. (4.36)

Sledeći rezultat, preuzet iz [6], biće korǐsćeni za dalju analizu konvergencije.

Stav 4.5.2. Neka je dk vektor pretraživanja koji ima opadajući pravac i neka gradijent

g(x) = ∇f(x) zadovoljava Lipšicov uslov (4.32). Ako je korǐsćeno linijsko pretraživanje

unazad iz Algoritma 2.2.3, tada važi

αk ≥ min

{
1,−β(1− σ)

L

gT
k dk

‖dk‖2

}
. (4.37)

Dokaz. Sledi direktno na osnovu rezultata iz [6].

Lema 4.5.2 je predložena u [155] za iterativnu šemu pobolǰsanog opadajućeg gradijenta.

Procenjuje iterativno smanjenje ciljne funkcije prilikom svake iteracije kada se primenjuje

metod pobolǰsanog opadajućeg gradijenta.

Lema 4.5.2. Za dva puta neprekidno diferencijabilnu i uniformno konveksnu funkciju f :

Rn 7→ R, i za niz {xk} generisan algoritmom pobolǰsanog opadajućeg gradijenta (3.22) važi

sledeća nejednakost

f(xk)− f(xk+1) ≥ µ‖gk‖2, (4.38)
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pri čemu je

µ = min

{
σ

M
,
σ(1− σ)

L
β

}
. (4.39)

Dokaz. Sledi direktno na osnovu rezultata iz [155].

U nastavku se pretpostavlja da je dk pravac pretraživanja, a takod̄e važna činjenica je da

skalarna aproksimacija Hesijana omogućava da se izostavi pretpostavka da je funkcija f dva

puta neprekidno diferencijabilna. Prema tome, umesto (4.34) i (4.33) koji pretpostavljaju

da je funkcija f dva puta neprekidno diferencijabilna i uniformno konveksna, koristićemo

sledeći jednostavniji zahtev za γk:

m ≤ γk ≤M, 0 < m ≤ 1 ≤M, m,M ∈ R. (4.40)

U slučaju γk < 0 koristiti γk = 1, dok ćemo u slučaju γk > M koristiti γk =M .

Lema 4.5.3 istražuje konvergenciju modifikovanog pobolǰsanog opadajućeg gradijentnog

metoda za uniformno konveksne funkcije pod pretpostavkama (H1) i (H2).

Lema 4.5.3. Neka su zadovoljene predpostavke (H1) i (H2), neka važi (4.40) i neka je

f : Rn 7→ R uniformno konveksna funkcija. Tada niz {xk} generisan pomoću iteracija (4.3)

zadovoljava nejednakost oblika (4.38)–(4.39).

Dokaz. Klasa iteracija modifikovanog pobolǰsanog opadajućeg gradijentnog metoda je oblika

xk+1 = xk+αkdk, gde je dk = −γ−1
k (1+αk−α2

k)gk. Na osnovu izlaznog uslova u Algoritmu

2.2.3 linijskog pretraživanja unazad, važi sledeća nejednakost

f(xk)− f(xk+1) ≥ −σαkg
T
k dk. ∀ k ∈ N. (4.41)

Za slučaj αk < 1, uzimajući u obzir da je dk = −γ−1
k (1+αk−α2

k)gk i zamenom u nejednakosti

(4.41) može se izvesti sledeća nejednakost

f(xk)− f(xk+1) ≥ −σαkg
T
k dk = −σαkg

T
k (−γ−1

k (1 + αk − α2
k)gk)

= σαk
(1 + αk − α2

k)g
T
k gk

γk
.

Sada, iz (4.37) imamo da je

αk ≥
(1− σ)β

L
· γk
1 + αk − α2

k

,

zamenom u prethodnoj nejednačini dobija se

f(xk)− f(xk+1) ≥ σ
(1− σ)βγk

L(1 + αk − α2
k)

· (1 + αk − α2
k)g

T
k gk

γk

≥ σ
(1− σ)β

L
‖gk‖2.
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U skladu sa (4.40), sledeća nejednakost važi za slučaj αk = 1:

f(xk)− f(xk+1) ≥ −σgT
k dk = −σgT

k (−γ−1
k (1 + αk − α2

k)gk)

=
σ

γk
‖gk‖2

≥ σ

M
‖gk‖2.

Konačno, iz prethodne dve nejednačine izvedene za oba moguća slučaja, αk < 1 i αk = 1,

dobija se (4.39) čime je dokaz završen.

Napomena 4.5.1. (a) Rezultat u Lemi 4.5.3 može se direktno primeniti na MSM metod.

(b) Na sličan način Lema 4.5.3 može se dokazati za MAGD metod. Da biste dokazali ovu

tvrdnju potrebno je isvršiti zamenu γ−1
k sa θk.

(c) Lema 4.5.3 može se dokazati na sličan način i za DMSM metod. Da biste dokazali ovu

tvrdnju, potrebno je za dk koristiti sledeći oblik dk = −αDMSM
k

αk
(γDMSM

k )−1gk. Dokaz Leme

4.5.3 za DMSM metod može se pronaći u [85, Theorem 3.1].

(d) Dokaz Leme 4.5.3 za TMSM metod sličan je dokazu datom u [85, Theorem 3.1]. Da

biste dokazali ovu tvrdnju, potrebno je za dk koristiti sledeći oblik dk = −αTMSM
k

αk
(γTMSM

k )−1gk.

Lema 4.5.4 istražuje granice iterativnog opadanja funkcije cilja kada se primenjuje na

klasu hibridnih modifikovanih pobolǰsanih opadajućih gradijentnih metoda.

Lema 4.5.4. Neka su zadovoljene pretpostavke (H1) i (H2), neka veži (4.40) i neka je

f : Rn 7→ R uniformno konveksna funkcija. Tada nejednakost oblika (4.38) važi za niz {xk}
generisan iterativnom šemom (4.16), gde je

µ = min

{
σ

M
(Ωk + 1),

σ(1− σ)

L
β

}
. (4.42)

Dokaz. Analiziramo sledeća dva slučaja koja se odnose na vrednost dužine iterativnog ko-

raka: αk < 1 i αk = 1. Na osnovu izlaznog uslova u Algoritmu 2.2.3 linijskog pretraživanja

unazad, važi nejednakost (4.41).

U slučaju αk < 1, uzimajući u obzir (4.37), dobijamo

αk ≥ −β(1− σ)

L

gT
k dk

‖dk‖2
.

Iz (4.16) imamo da je xk+1 = xk + αkdk, gde je

dk = −(Ωk + 1)γ−1
k (1 + αk − α2

k)gk, (4.43)

na osnovu čega sledi

αk ≥
β(1− σ)γk

L(Ωk + 1)(1 + αk − α2
k)
. (4.44)
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Primenom (4.44) i (4.43) u (4.41) dobijaju se sledeće nejednakosti:

f(xk)− f(xk+1) ≥ −σαkg
T
k (−(Ωk + 1)γ−1

k (1 + αk − α2
k)gk)

≥ σ(1− σ)βγk
L(Ωk + 1)(1 + αk − α2

k)
· (Ωk + 1)(1 + αk − α2

k)g
T
k gk

γk

≥ σ(1− σ)β

L
‖gk‖2.

S druge strane, u skladu sa (4.40), važi sledeća nejednakost za αk = 1:

f(xk)− f(xk+1) ≥ −σgT
k dk ≥

σ

M
(Ωk + 1)‖gk‖2.

Konačno, iz prethodne dve nejednačine izvedene za αk < 1 i αk = 1, imamo

f(xk)− f(xk+1) ≥ min

{
σ

M
(Ωk + 1),

σ(1− σ)

L
β

}
‖gk‖2,

čime je dokaz završen.

Napomena 4.5.2. (a) Rezultat u Lemi 4.5.4 može se direktno primeniti na HMSM metod.

(b) Na sličan način Lema 4.5.4 može se dokazati za HMAGD metod. Da biste dokazali

ovu tvrdnju potrebno je izvršiti zamenu γ−1
k sa θk.

Napomena 4.5.3. Nakon upored̄ivanja nejednačina (4.39) i (4.42), može se zaključiti da

HMIGD iteracije opravdavaju veće smanjenje f(xk+1) u odnosu na f(xk) u odnosu na

MIGD i IGD pravila u slučaju αk = 1, zbog σ
M
(Ωk + 1) > σ

M
.

U Teoremama 4.5.1, 4.5.2 i 4.5.3 dokazuje se linearna konvergencija modifikovanih MSM

i MAGD metoda, hibridnih HMSM i HMAGD metoda, kao i DMSM i TMSM metoda

koje koriste vǐsestruku upotrebu linijskog pretraživanja unazada za uniformno konveksne

funkcije.

Teorema 4.5.1. Neka su zadovoljene pretpostavke (H1) i (H2) u vezi sa (4.40) i f : Rn 7→ R
je uniformno konveksna funkcija.

(a) Ako je niz {xMSM
k } generisan Algoritmom 4.2.1, tada

lim
k→∞

‖gMSM
k ‖ = 0 (4.45)

i niz {xMSM
k } konvergira ka x∗ najmanje linearno.

(b) Ako je niz {xMAGD
k } generisan Algoritmom 4.1.1, tada

lim
k→∞

‖gMAGD
k ‖ = 0 (4.46)

i niz {xMAGD
k } konvergira ka x∗ najmanje linearno.
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Dokaz. Dokaz je sličan dokazu u [155, Teorema 4.1] i biće izostavljen.

Teorema 4.5.2. Neka su zadovoljene pretpostavke (H1) i (H2) u vezi sa (4.40) i f : Rn 7→ R
je uniformno konveksna funkcija.

(a) Ako je niz {xHMSM
k } generisan Algoritmom 4.3.2, tada

lim
k→∞

‖gHMSM
k ‖ = 0 (4.47)

i niz {xHMSM
k } konvergira ka x∗ najmanje linearno.

(b) Ako je niz {xHMAGD
k } generisan Algoritmom 4.3.1, tada

lim
k→∞

‖gHMAGD
k ‖ = 0 (4.48)

i niz {xHMAGD
k } konvergira ka x∗ najmanje linearno.

Dokaz. (a) Kako je funkcija cilja f odozdo ograničena i kako je niz {f(xHMSM
k )} opadajući

imamo da važi

lim
k→∞

(f(xHMSM
k )− f(xHMSM

k+1 )) = 0,

gde zajedno sa (4.38) i (4.42) implicira

lim
k→∞

‖gHMSM
k ‖ = 0.

Ako je u (4.36) uvedena smena y = x∗ i primenjena teorema o srednjoj vrednosti kao i

Cauchy–Schwartzova nejednakost, imamo da je

m‖xHMSM
k − x∗‖ ≤ ‖g(xHMSM

k )‖ ≤M‖xHMSM
k − x∗‖, ∀ xHMSM

k ∈ Rn.

Iz ove nejednakosti i (4.35) dobijamo sledeću nejednakost

µ‖g(xHMSM
k )‖2 ≥ µm2‖xHMSM

k − x∗‖2 ≥ 2µ
m2

M
(f(xHMSM

k )− f(x∗)).

Odavde sledi da lim
k→∞

‖xHMSM
k − x∗‖ = 0, odnosno da niz {xHMSM

k } konvergira ka x∗.

Potrebno je dokazati još da je konvergencija linearna. Dokaz linearne konvergencije sledi

iz pretpostavke da je M ≥
√
2 i dokaza da važi

ρ =

√
2µ
m2

M
< 1,

gde je µ dato pomoću (4.42), a m i M su brojevi definisani sa (4.33) u Lemi 4.5.1. Iz (4.42)

mogu se uočiti dva slučaja za µ.
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Ako je µ = σ
M
(Ωk + 1) i kako je Ωk ∈ (0, 1) imamo da važi

ρ2 = 2µ
m2

M
= 2

σ

M
(Ωk + 1)

m2

M
= 2σ(Ωk + 1)

m2

M2
< 2 · σ · 2m

2

M2
< 2 · 0.5 · 2 12

√
2
2 = 1.

U drugom slučaju, ako je µ = σ(1−σ)
L

β imamo da važi

ρ2 = 2µ
m2

M
= 2

σ(1− σ)

L
β
m2

M
<

m2

LM
< 1,

jer na osnovu (4.36) važi da je m ≤ L.

Na kraju, uzimajući rezultat iz [146, Teorema 4.1] postižemo konačnu procenu

‖xHMSM
k − x∗‖ ≤

√
2(f(xHMSM

0 )− f(x∗))

m

√
1− ρ2

k

i time završavomo dokaz o linerarnoj konvergenciji niza {xHMSM
k }.

(b) Dokazuje se na sličan način.

Teorema 4.5.3. Neka su zadovoljene pretpostavke (H1) i (H2) u vezi sa (4.40) i f je

uniformno konveksna funkcija.

(a) Niz {xDMSM
k } generisan Algoritmom 4.4.4 zadovoljava

lim
k→∞

‖gDMSM
k ‖=0

i {xDMSM
k } konvergira ka x∗.

(b) Niz {xTMSM
k } generisan Algoritmom 4.4.3 zadovoljava

lim
k→∞

‖gTMSM
k ‖=0

i {xTMSM
k } konvergira ka x∗.

Dokaz. Analogno dokazu u [155, Teorema 4.1].

Posledica 4.5.1. Ako su zadovoljene pretpostavke (H1) i (H2) u vezi sa (4.40) i f : Rn 7→ R
je uniformno konveksna funkcija, nejednakost oblika (4.38) važi za nizove {xk} generisani

HGD (4.10), HSM (3.36) i HAGD (4.13) metodama, gde je µ definisano kao u (4.42).

Takod̄e,

lim
k→∞

‖gk‖ = 0,

i niz {xk} konvergira ka optimalnoj vrednosti x∗ najmanje linearno.

U nastavku odeljka želimo da dokažemo konvergenciju MSM metode na klasi strogo

konveksnih kvadratnih funkcija. Zato je potrebno postaviti dodatan uslov za najmanju i
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najveću sopstvenu vrednost matrice A koji garantuje uspešnu primenu MSM iterativne šeme

(4.4) na strogo konveksne kvadratne funkcije opšteg oblika

f(x) =
1

2
xTAx− bTx, (4.49)

gde je A realna n × n simetrična pozitivno definitna matrica, a b ∈ Rn vektor. Označimo

sopstvene vrednosti simetrične pozitivno definitne matrice A sa λ1, λ2, · · · , λn i pri tom neka

važi λ1 ≤ λ2 ≤ · · · ≤ λn.

Lema 4.5.5. Nejednakost

λ1 ≤
γMSM
k+1

αk+1

≤ 2λn
σ
, k ∈ N, (4.50)

gde su λ1 i λn najmanja i najveća sopstvena vrednost matrice A, važi za strogo konvek-

snu kvadratnu funkciju f opšteg oblika (4.49) koji uključuje simetričnu pozitivno definitnu

matricu A ∈ Rn×n, metod opadajućeg gradijenta (4.4) sa parametrom γMSM
k odred̄enim u

skladu sa (4.8) i dužinu primarnog koraka αk odred̄enu Algoritmom 2.2.3.

Dokaz. Razlika izmed̄u dve uzastopne vrednosti funkcije f definisane u (4.49) iznosi

f(xMSM
k+1 )− f(xMSM

k ) =
1

2
(xMSM

k+1 )TAxMSM
k+1 − bTxMSM

k+1 − 1

2
(xMSM

k )TAxMSM
k + bTxMSM

k .

(4.51)

Zamenom (4.4) u (4.51) i sred̄ivanjem izraza dobija se

f(xMSM
k+1 )−f(xMSM

k )=
1

2

[
xMSM
k −(αk+α

2
k−α3

k)(γ
MSM
k )−1gMSM

k

]T
A[

xMSM
k −(αk+α

2
k−α3

k)(γ
MSM
k )−1gMSM

k

]
− bT[xMSM

k −(αk+α
2
k−α3

k)(γ
MSM
k )−1gMSM

k ]

− 1

2
(xMSM

k )TAxMSM
k +bTxMSM

k

=−1

2
(αk+α

2
k−α3

k)(γ
MSM
k )−1(xMSM

k )TAgMSM
k

− 1

2
(αk+α

2
k−α3

k)(γ
MSM
k )−1(gMSM

k )TAxMSM
k

+
1

2
(αk+α

2
k−α3

k)
2(γMSM

k )−2(gMSM
k )TAgMSM

k

+ (αk+α
2
k−α3

k)(γ
MSM
k )−1bTgMSM

k .

Kako je gMSM
k = AxMSM

k − b gradijent funkcije (4.49) i kako važi (gMSM
k )TAgMSM

k =
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gMSM
k A(gMSM

k )T, može se pokazati da važi:

f(xMSM
k+1 )−f(xMSM

k )=(αk+α
2
k−α3

k)(γ
MSM
k )−1[bTgMSM

k − (xMSM
k )TAgMSM

k ]

+
1

2
(αk+α

2
k−α3

k)
2(γMSM

k )−2(gMSM
k )TAgMSM

k

=(αk+α
2
k−α3

k)(γ
MSM
k )−1[bT − (xMSM

k )TA]gMSM
k

+
1

2
(αk+α

2
k−α3

k)
2(γMSM

k )−2(gMSM
k )TAgMSM

k

=−(αk+α
2
k−α3

k)(γ
MSM
k )−1(gMSM

k )TgMSM
k

+
1

2
(αk+α

2
k−α3

k)
2(γMSM

k )−2(gMSM
k )TAgMSM

k .

(4.52)

Nakon zamene (4.52) u (4.8), parametar γMSM
k+1 postaje

γMSM
k+1 = 2γMSM

k

γMSM
k

[
f(xMSM

k+1 )− f(xMSM
k )

]
+ (αk + α2

k − α3
k)‖gMSM

k ‖2

(αk + α2
k − α3

k)
2‖gMSM

k ‖2

=
(gMSM

k )TAgMSM
k

‖gMSM
k ‖2

.

Poslednja jednačina za γMSM
k+1 predstavlja Rejlijev količnik (eng. Rayleigh quotient) realne

simetrične matrice A i vektora gMSM
k . Prema tome, sledeća nejednakost važi:

λ1 ≤ γMSM
k+1 ≤ λn, k ∈ N. (4.53)

Dokaz leve nejednakosti u (4.50) sledi neposredno iz (4.53), budući da je 0 < αk+1 ≤ 1.

Da bismo dokazali desnu nejednakost u (4.50), koristimo gornju granicu iniciranu linijskim

pretraživanjem

αk ≥
β(1− σ)γk

L
,

što dovodi do sledeće nejednakosti:

γMSM
k+1

αk+1

<
L

β(1− σ)
. (4.54)

Uzimajući u obzir da je g(x) = Ax − b gradijent funkcije (4.49) u kombinaciji sa pret-

postavkom da je realna matrica A simetrična, sledi da je:

‖g(x)− g(y)‖ = ‖Ax− Ay‖ = ‖A(x− y)‖ ≤ ‖A‖‖x− y‖ = λn‖x− y‖. (4.55)

Na osnovu poslednje jednačine možemo zaključiti da Lipšicovu konstantu L u (4.54) možemo

zameniti vrednošću najveće sopstvene vrednosti λn matrice A. U Algoritmu 2.2.3 linijskog

pretraživanja unazad parametri σ i β su izabrani tako da važi σ ∈ (0, 0.5) i β ∈ (σ, 1).
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Imajući u vidu ova ograničenja, sledi da je

γMSM
k+1

αk+1

<
L

β(1− σ)
=

λn
β(1− σ)

<
2λn
σ
. (4.56)

Prema tome, dokazana je i desna strana nejednakosti (4.50), čime je dokaz završen.

Konvergencija MSM metode pod dodatnim pretpostavkama λn < 2λ1 se dokazuje u

Teoremi 4.5.4 za strogo konveksne kvadratne funkcije.

Teorema 4.5.4. Neka je f strogo konveksna kvadratna funkcija oblika (4.49). Ako sopstvene

vrednosti matrice A zadovoljavaju dodatnu pretpostavku λn < 2λ1, onda MSM metod (4.4)

zadovoljava

(dk+1
i )2 ≤ δ2(dki )

2, (4.57)

gde je

δ = max

{
1− σλ1

2λn
,
λn
λ1

− 1

}
. (4.58)

Pored toga

lim
k→∞

‖gMSM
k ‖ = 0. (4.59)

Dokaz. Neka je {xMSM
k } niz vrednosti dobijen primenom Algoritma 4.2.1. Pretpostavimo

da su {v1, v2, . . . , vn} ortonormirani sopstveni vektori simetrične pozitivno definitne matrice

A. Tada za proizvoljni vektor xMSM
k , koristeći gMSM

k = AxMSM
k −b, postoje realne konstante

dk1, d
k
2, . . . , d

k
n takve da

gMSM
k =

n∑
i=1

dki vi. (4.60)

Sada, koristeći (4.4), možete jednostavno potvrditi sledeće

gMSM
k+1 = AxMSM

k+1 − b

= A(xMSM
k − (αk + α2

k − α3
k)(γ

MSM
k )−1gMSM

k )− b

= gMSM
k − (αk + α2

k − α3
k)(γ

MSM
k )−1AgMSM

k

=
(
I − (αk + α2

k − α3
k)(γ

MSM
k )−1A

)
gMSM
k .

Koristeći jednostavnu linearnu reprezentaciju za gMSM
k+1 oblika (4.60), dobija se

gMSM
k+1 =

n∑
i=1

dk+1
i vi =

n∑
i=1

(
1− (αk + α2

k − α3
k)(γ

MSM
k )−1λi

)
dki vi. (4.61)

Da bi dokazali (4.57), dovoljno je pokazati da
∣∣∣1− λi

γMSM
k (αk+α2

k−α3
k)

−1

∣∣∣ ≤ δ. Postoje dva

slučaja. U prvom slučaju pretpostavimo da je λi ≤
γMSM
k

αk+α2
k−α3

k
. Primenivši (4.50), možemo
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zaključiti sledeće:

1 >
λi

γMSM
k (αk + α2

k − α3
k)

−1
≥ σλ1

2λn
=⇒ 1− λi

γMSM
k (αk + α2

k − α3
k)

−1
≤ 1− σλ1

2λn
≤ δ. (4.62)

Ispitajmo sada drugi slučaj
γMSM
k

αk+α2
k−α3

k
< λi. Kako važi

1 <
λi

γMSM
k (αk + α2

k − α3
k)

−1
≤ λn
λ1
, (4.63)

sledi da ∣∣∣∣1− λi
γMSM
k (αk + α2

k − α3
k)

−1

∣∣∣∣ ≤ λn
λ1

− 1 ≤ δ. (4.64)

Sada da bi dokazali lim
k→∞

‖gMSM
k ‖ = 0, koristimo ortonormalnost sopstvenih vektora {v1, v2,

. . . , vn} kao i (4.60) i dobija se

‖gMSM
k ‖2 =

n∑
i=1

(dki )
2. (4.65)

Kako je (4.57) zadovoljeno i važi 0 < δ < 1, s obzirom na (4.65) sledi da važi (4.60), čime

je dokaz završen.

Svojstva konvergencije hibridnih metoda (HMAGD i HMSM) i metoda sa vǐsestrukom

upotrebom linijskog pretraživanja unazad u MSM metodi (DMSM i TMSM) u slučaju strogo

konveksnih kvadratnih funkcija mogu se dokazati analogno na osnovu Leme 4.5.5 i Teoreme

4.5.4.

4.6 Numerički rezultati

U ovom odeljku ispitujemo efikasnost predloženih MAGD, MSM, HMAGD, HMSM, DMSM

i TMSM metoda. Odeljak se sastoji od dva pododeljka, gde se u jednom ispituje efikasnost

MAGD, MSM, HMAGD i HMSM metoda, a u drugom se ispituje efikasnost vǐsestruke

upotrebe linijskog pretraživanja unazad u DMSM i TMSM metodama.

Sve navedene metode su implementirane u Matlab R2017a programskom jeziku i izvršene

na laptop računaru sa Intel Core i3 2.0 GHz CPU-om, 8 GB RAM-a i Windows 10 opera-

tivnim sistemom. U numeričkim eksperimentima analizirana su tri indikatora (svojstva) za

svaku testiranu metodu: broj iterativnih koraka (broj iteracija), ukupan broj izračunavanja

vrednosti funkcije u različitim tačkama (broj evaluacija funkcije) i vreme izvršavanja algo-

ritma (CPU vreme). Numerička testiranja su bazirana na test funkcijama iz [7], gde su

mnoge test funkcije preuzete iz CUTEr kolekcije [26].
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Za svaki testirani algoritam korǐsćeni su isti kriterijumi zaustavljanja programa:

‖gk‖ ≤ 10−6 i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ 10−16.

Za ulazne parametre u Algoritmu 2.2.3 linijskog pretraživanja unazad za sve testirane algo-

ritme korǐsćene su vrednosti σ=0.0001 i β=0.8. Što znači da prihvatamo malo smanjenje

ciljne funkcije f predvid̄eno linearnom aproksimacijom u trenutnoj tački. Dok za hibridne

metode (HMAGD, HMSM i HSM) korǐsćena je vrednost parametra korekcije Ωk = 0.1.

Da bi imali jasnu vizualizaciju efikasnosti predloženih algoritama, koristimo profile per-

formansi Dolana (Dolan) i Morea (Moré) iz [58]. Ovi profili se mogu smatrati alatom za

procenu i pored̄enje performansi iterativnih metoda, gde se profil svake metode meri na os-

novu odnosa njenog proračunskog ishoda u odnosu na računski ishod najbolje predstavljene

metode. Gornja kriva odgovara metodi koja pokazuje najbolje performanse u odnosu na

izabrani profil performansi.

4.6.1 Numerički rezultati za MAGD, MSM, HMAGD i HMSM

metode

U ovom odeljku prezentovani su i analizirani numerički rezultati dobijeni testiranjemMAGD,

MSM, HMAGD, HMSM, SM i HSM metoda. Prezentovanje i analiza numeričkih rezultata

je izvršena na osnovu tri numerička eksperimenta.

Važno je napomenuti da je HSM metod u radu [129] postigao mnogo bolje rezultate od

SM metode iz [155]. Pored toga, SM metod u [155] je postigao mnogo bolje rezultate od

AGD i GD metoda. Na osnovu navedenih činjenica, izabran je HSM metod za upored̄enje

sa MAGD, MSM, HMAGD i HMSM metodama u numeričkom Eksperimentu 4.6.1.

Eksperiment 4.6.1. Numerički eksperiment je baziran na 28 test funkcija iz [7] za testi-

ranje optimizacionih metoda velikih dimenzija. Za svaku od testiranih funkcija urad̄eno je

12 numeričkih testova sa različitim izborom broja promenljivih: 100, 200, 300, 500, 1000,

2000, 3000, 5000, 7000, 8000, 10000 i 15000. Zbirni numerički rezultati za MAGD, MSM,

HMAGD, HMSM i HSM metod, testirani na 28 test funkcijama velikih dimenzija, pred-

stavljeni su u Tabelama 4.1, 4.2 i 4.3.

U Tabeli 4.4 prikazani su prosečni numerički rezultati dobijeni na osnovu 336 numeričkih

testova za broj iteracija, broj evaluacija ciljne funkcije i CPU vreme.

Na osnovu rezultata datih u Tabeli 4.4, očigledno je da MSM metod postiže drastično

bolje rezultate u pored̄enju sa MAGD, HMAGD, HMSM i HSM metodama. Ovaj zaključak

potvrd̄uju i profili performansi za broj iteracija, broj evaluacija funkcije i CPU vreme.

Slika 4.1a prikazuje profile performansi MAGD, HMAGD, MSM, HMSM i HSM metoda

u odnosu na broj iteracija. Slika 4.1b ilustruje profile performansi MAGD, HMAGD, MSM,

HMSM i HSM metoda u odnosu na broj evaluacija funkcije, dok Slika 4.2 prikazuje profile

performansi MAGD, HMAGD, MSM, HMSM i HSMmetoda u odnosu na CPU vreme. Kako
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Numerički rezultati

Tabela 4.1: Zbirni numerički rezultati MAGD, HMAGD, MSM, HMSM i HSM metoda za
broj iterativnih koraka.

Broj iteracija
Test funkcija

MAGD HMAGD MSM HMSM HSM

Extended Penalty 341 391 689 744 684

Perturbed Quadratic 352325 356402 34828 84420 79198

Raydan 2 60 119 108 160 160

Diagonal 3 119719 124750 7030 21287 20626

Generalized Tridiagonal 1 647 653 346 443 422

Extended Tridiagonal 1 692219 755340 1370 82248 74898

Extended TET 455 455 156 261 286

Diagonal 4 8084 10590 96 1681 2055

Diagonal 5 48 109 72 120 120

Extended Himmelblau 302 400 260 693 358

Perturbed quadratic diagonal 1060824 5965848 37454 196373 155484

Quadratic QF1 362896 368183 36169 89026 78932

Extended quadratic penalty QP1 229 275 369 340 374

Extended quadratic penalty QP2 356357 84634 1674 22385 20432

Quadratic QF2 71647 388352 32727 90357 89593

Extended quadratic exponential EP1 67 128 100 268 193

Extended Tridiagonal 2 1665 1721 659 710 778

ARWHEAD (CUTE) 12834 71741 430 4261 4151

Almost Perturbed Quadratic 354369 358466 33652 84546 79701

LIARWHD (CUTE) 925138 1963100 3029 271705 244509

ENGVAL1 (CUTE) 822 821 461 561 522

QUARTC (CUTE) 177 165 217 292 256

Diagonal 6 60 119 108 162 160

Generalized Quartic 229 270 181 209 226

Diagonal 7 159 216 147 266 209

Diagonal 8 154 216 120 202 177

Full Hessian FH3 63 153 63 207 186

Diagonal 9 325609 614270 10540 79802 63237

gornja kriva odgovara metodi koja pokazuje najbolje performanse u odnosu na izabrani profil

performansi, ovde je očigledno da MSM metod postiže najbolje rezultate.

Na Slici 4.1a se može primetiti da svih pet metoda uspešno rešavaju sve probleme,

a MSM metod je najbolji u 75.0% testiranih problema u pored̄enju sa MAGD(25.0%),

HMAGD(3.6%), HMSM(0%) i HSM(0%).

Na Slici 4.1b očigledno je da svih pet metoda uspešno rešavaju sve probleme, dok je MSM

metod najbolji u 75.0% testiranih problema u pored̄enju sa MAGD(10.7%), HMAGD(3.6%),

HMSM(7.1%) i HSM(3.6%).

Grafici na Slici 4.2 pokazuju da svih pet metoda uspešno rešavaju sve probleme, a MSM
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Modifikovani gradijentni metodi

Tabela 4.2: Zbirni numerički rezultati MAGD, HMAGD, MSM, HMSM i HSM metoda za
broj evaluacija testirane funkcije.

Broj evaluacija funkcije
Test funkcija

MAGD HMAGD MSM HMSM HSM

Extended Penalty 9085 11702 3479 3638 3460

Perturbed Quadratic 13855459 14193163 200106 366943 334564

Raydan 2 132 250 228 332 332

Diagonal 3 4244404 4482972 38158 93632 88698

Generalized Tridiagonal 1 9057 9616 1191 1396 1330

Extended Tridiagonal 1 2077341 3021492 10989 425411 387939

Extended TET 4130 4168 528 753 818

Diagonal 4 133440 185397 636 8140 9517

Diagonal 5 108 230 156 253 253

Extended Himmelblau 5192 7164 976 2754 1172

Perturbed quadratic diagonal 38728371 236316190 341299 1018378 807185

Quadratic QF1 13192789 13541108 208286 387021 332928

Extended quadratic penalty QP1 2939 3747 2196 1846 2141

Extended quadratic penalty QP2 8846145 2282567 11491 116071 105841

Quadratic QF2 2810965 16640880 183142 394364 378921

Extended quadratic exponential EP1 1513 2878 894 2500 1716

Extended Tridiagonal 2 9613 10916 2866 2793 3010

ARWHEAD (CUTE) 468970 2847637 5322 27050 28015

Almost Perturbed Quadratic 13936462 14275979 194876 367586 336419

LIARWHD (CUTE) 41619197 90302744 27974 1409648 1269240

ENGVAL1 (CUTE) 8332 8531 2285 2956 2700

QUARTC (CUTE) 414 402 494 644 572

Diagonal 6 132 275 270 362 356

Generalized Quartic 1244 1696 493 526 592

Diagonal 7 745 1187 504 756 672

Diagonal 8 740 1064 383 753 589

Full Hessian FH3 1955 5508 566 1898 1541

Diagonal 9 12984028 25166521 68189 392059 307951

metod je najbolji u 78.6% testiranih problema u pored̄enju sa MAGD(10.7%), HMAGD(0%),

HMSM(10.7%) i HSM(3.6%).

Na osnovu zbirnih numeričkih rezultata prikazanih u Tabelama 4.1, 4.2 i 4.3 i na osnovu

profila performansi odgovarajućih metoda prikazanih na Slikama 4.1 i 4.2, možemo zaključiti

sledeće:

(i) MSM metod daje bolje rezultate u pored̄enju sa MAGD, HMAGD, HMSM i HSM

metodama u pogledu sva tri razmatrana indikatora performansi: broj iteracija, broj

evaluacija funkcije i CPU vreme.
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Numerički rezultati

Tabela 4.3: Zbirni numerički rezultati MAGD, HMAGD, MSM, HMSM i HSM metoda za
CPU vreme u sekundama.

CPU vreme
Test funkcija

MAGD HMAGD MSM HMSM HSM

Extended Penalty 2.69 3.19 1.59 1.38 1.53

Perturbed Quadratic 6049.53 6432.67 116.28 210.17 210.42

Raydan 2 0.17 0.23 0.23 0.20 0.28

Diagonal 3 6401.97 7049.88 52.61 153.34 155.52

Generalized Tridiagonal 1 7.78 7.22 1.47 1.83 1.58

Extended Tridiagonal 1 8853.17 11247.73 29.05 1121.67 1018.38

Extended TET 2.77 2.50 0.52 0.80 0.91

Diagonal 4 16.17 22.34 0.20 1.70 1.86

Diagonal 5 0.31 0.44 0.34 0.55 0.42

Extended Himmelblau 1.03 1.36 0.30 0.66 0.31

Perturbed quadratic diagonal 22820.17 102830.22 139.63 476.63 277.48

Quadratic QF1 6846.45 7960.61 81.53 155.34 128.80

Extended quadratic penalty QP1 1.06 1.25 1.00 0.92 0.84

Extended quadratic penalty QP2 1872.80 532.38 3.52 20.11 18.09

Quadratic QF2 768.56 5263.98 73.44 169.16 158.72

Extended quadratic exponential EP1 0.84 1.05 0.69 1.17 1.17

Extended Tridiagonal 2 2.53 3.34 1.05 0.97 1.22

ARWHEAD (CUTE) 138.00 1627.41 1.97 11.53 13.56

Almost Perturbed Quadratic 7086.56 8258.72 73.05 148.22 131.58

LIARWHD (CUTE) 15372.63 32393.92 9.25 707.83 635.06

ENGVAL1 (CUTE) 2.64 2.47 1.05 1.42 1.27

QUARTC (CUTE) 2.08 1.91 1.84 2.34 2.30

Diagonal 6 0.14 0.38 0.23 0.36 0.33

Generalized Quartic 0.50 0.70 0.28 0.28 0.38

Diagonal 7 0.69 1.02 0.55 0.80 0.84

Diagonal 8 0.66 1.08 0.47 1.13 0.67

Full Hessian FH3 1.19 3.13 0.39 1.72 1.39

Diagonal 9 6662.98 7734.27 43.61 219.52 104.09

Tabela 4.4: Prosečni numerički rezultati za 28 test funkcije testiranih na 12 različitih nu-
meričkih testova.

Prosečne performanse MAGD HMAGD MSM HMSM HSM

Broj iteracija 165,982.11 395,281.68 7,251.96 36,918.89 32,783.11

Broj evaluacija funkcije 5,462,603.64 15,118,785.14 46,713.46 179,659.39 157,445.43

CPU vreme (sec) 2,961.29 6,835.19 22.72 121.85 102.46
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(b) Bazirani na broju evaluacija funkcije.

Slika 4.1: Profili performansi za MAGD, HMAGD, MSM, HMSM i HSM metod.
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Slika 4.2: Profili performansi bazirani na CPU vremenu za MAGD, HMAGD, MSM, HMSM
i HSM metod.

(ii) Ubrzani metod pokazuje bolje performanse od hibridnog metoda. Preciznije, ovo znači

da je MAGD metod bolji od HMAGD metode kao i MSM metod u odnosu na HSM

metod.

(iii) Klasa SM metoda (MSM, HSM i HMSM) pokazuje bolje performanse od klase AGD

metoda (MAGD i HMAGD).

Kako u Eksperimentu 4.6.1 MSM, HMSM i HSM metod imaju drastično bolje numeričke

rezultate od MAGD i HMAGD metoda u sledećem numeričkom eksperimentu vršićemo

testiranje MSM, HMSM i HSM metoda na test funkcijama sa većim brojem promenljivih.

Cilj ovog numeričkog eksperimenta je da se istraži da li povećanje broja promenljivih u test

funkcijama utiče na efikasnost MSM, HMSM i HSM metoda.
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Numerički rezultati

Eksperiment 4.6.2. Numerički eksperiment je baziran na 30 test funkcija iz [7]. Za

svaku od testiranih funkcija urad̄eno je 11 numeričkih testova sa različitim izborom broja

promenljivih: 1000, 2000, 3000, 5000, 7000, 8000, 10000, 15000, 20000, 30000 i 50000. Zbirni

numerički rezultati za MSM, HMSM i HSM metod dobijeni testiranjem 30 test funkcija,

predstavljeni su u Tabelama 4.5, 4.6 i 4.7.

Tabela 4.5: Zbirni numerički rezultati MSM, HMSM i HSM metoda za broj iterativnih
koraka.

Broj iteracija
Test funkcija

MSM HMSM HSM

Extended Penalty 747 777 795

Perturbed Quadratic 90056 216249 208908

Raydan 2 99 146 146

Diagonal 2 61480 2761 57062

Diagonal 3 9143 31331 32541

Generalized Tridiagonal 1 310 409 381

Extended Tridiagonal 1 1557 111650 98106

Extended TET 143 231 254

Diagonal 4 88 1606 1958

Diagonal 5 66 110 110

Perturbed quadratic diagonal 66898 325007 270034

Quadratic QF1 94931 236085 219454

Extended quadratic penalty QP1 408 353 400

Extended quadratic penalty QP2 1061 8496 7627

Quadratic QF2 89646 246260 244162

Extended quadratic exponential EP1 93 280 211

Extended Tridiagonal 2 650 654 711

ARWHEAD (CUTE) 431 4396 4431

Almost Perturbed Quadratic 88120 222865 219976

LIARWHD (CUTE) 6201 756758 709335

ENGVAL1 (CUTE) 428 552 502

QUARTC (CUTE) 210 277 244

Diagonal 6 99 151 149

COSINE (CUTE) 220 175767 248

Generalized Quartic 165 193 220

Diagonal 7 165 296 204

Diagonal 8 114 202 197

Full Hessian FH3 55 233 228

HIMMELH (CUTE) 110 99 99

Extended Rosenbrock 55 55 55

Na osnovu podataka datih u Tabelama 4.5, 4.6 i 4.7 nije teško zaključiti da MSM metod

postiže bolje rezultate u odnosu na HMSM i HSM metod. Ukoliko posmatramo broj iteracija
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Modifikovani gradijentni metodi

Tabela 4.6: Zbirni numerički rezultati MSM, HMSM i HSM metoda za broj evaluacija
testirane funkcije.

Broj evaluacija funkcije
Test funkcija

MSM HMSM HSM

Extended Penalty 4050 4125 4521

Perturbed Quadratic 531633 941045 883112

Raydan 2 209 303 303

Diagonal 2 400443 31069 266617

Diagonal 3 50629 137875 140393

Generalized Tridiagonal 1 1075 1357 1219

Extended Tridiagonal 1 13320 578079 508592

Extended TET 484 657 736

Diagonal 4 583 7775 9080

Diagonal 5 143 232 232

Perturbed quadratic diagonal 626251 1685791 1402532

Quadratic QF1 563538 1027186 927053

Extended quadratic penalty QP1 2396 2083 2454

Extended quadratic penalty QP2 6940 43453 39132

Quadratic QF2 504120 1072757 1032582

Extended quadratic exponential EP1 847 3147 2057

Extended Tridiagonal 2 2936 2599 2708

ARWHEAD (CUTE) 5844 29860 32806

Almost Perturbed Quadratic 525546 969555 929583

LIARWHD (CUTE) 65898 3926707 3685122

ENGVAL1 (CUTE) 2324 3044 2863

QUARTC (CUTE) 475 609 543

Diagonal 6 220 381 372

COSINE (CUTE) 652 775878 692

Generalized Quartic 451 485 579

Diagonal 7 621 1015 819

Diagonal 8 452 836 851

Full Hessian FH3 598 2486 2514

HIMMELH (CUTE) 231 209 209

Extended Rosenbrock 121 121 121

i broj evaluacija test funkcija MSM metod postiže najbolje rezultate na 26 odnosno na 25

test funkcija, dok HMSM metod postiže najbolje rezultate na 2 odnosno na 3 test funkcije.

U jednom test slučaju HMSM i HSM imaju najbolji identični rezultat kada je u pitanju

broj iteracija i broj evaluacija test funkcija, dok u drugom test slučaju sva tri metoda imaju

identičan rezultat. Kada je u pitanju CPU vreme imamo sličnu situaciju da je MSM metod

najbolji u 24 test funkcija, dok HMSM i HSM metod postižu najbolje rezultate na po 3 test

funkcije.
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Numerički rezultati

Tabela 4.7: Zbirni numerički rezultati MSM, HMSM i HSM metoda za CPU vreme u
sekundama.

CPU vreme (sec)
Test funkcija

MSM HMSM HSM

Extended Penalty 3.69 3.91 4.91

Perturbed Quadratic 748.80 1364.23 1312.34

Raydan 2 0.48 0.63 0.66

Diagonal 2 802.17 37.55 613.45

Diagonal 3 128.64 410.58 478.38

Generalized Tridiagonal 1 3.00 4.08 3.39

Extended Tridiagonal 1 68.13 3513.39 2850.02

Extended TET 1.19 1.63 1.72

Diagonal 4 0.42 3.80 4.45

Diagonal 5 0.67 1.45 1.25

Perturbed quadratic diagonal 696.84 1916.58 1609.41

Quadratic QF1 614.67 1056.86 976.09

Extended quadratic penalty QP1 1.94 1.91 2.14

Extended quadratic penalty QP2 11.08 52.48 49.23

Quadratic QF2 548.59 1201.77 1168.66

Extended quadratic exponential EP1 1.13 3.69 2.36

Extended Tridiagonal 2 2.44 2.05 2.20

ARWHEAD (CUTE) 3.98 27.72 26.77

Almost Perturbed Quadratic 548.47 1010.25 984.58

LIARWHD (CUTE) 60.05 5138.77 4750.78

ENGVAL1 (CUTE) 3.02 3.34 2.72

QUARTC (CUTE) 4.20 5.28 5.34

Diagonal 6 0.56 0.89 0.75

COSINE (CUTE) 2.17 1776.70 1.75

Generalized Quartic 0.64 0.77 0.69

Diagonal 7 1.83 2.83 2.11

Diagonal 8 1.31 2.00 2.27

Full Hessian FH3 1.08 4.70 5.11

HIMMELH (CUTE) 1.13 1.08 1.03

Extended Rosenbrock 0.13 0.30 0.20

Grafici na Slikama 4.3 i 4.4 su kreirani na osnovu rezultata datih u Tabelama 4.5, 4.6 i 4.7.

Slika 4.3a prikazuje performanse MSM, HMSM i HSM metoda u odnosu na broj iteracija.

Na slici se može uočiti da MSM, HMSM i HSM metode uspešno rešavaju sve probleme, dok

MSM metod postiže najbolje rezultate u 90.0% testiranih problema u pored̄enju sa HMSM

i HSM. Slika 4.3b prikazuje performanse MSM, HMSM i HSM metoda u odnosu na broj

evaluacija funkcije. Takod̄e, na ovoj slici se može primetiti da MSM, HMSM i HSM metoda

uspešno rešavaju sve probleme, pri čemu MSM metod postiže najbolje rezultate u 86.7%

60



Modifikovani gradijentni metodi

testiranih problema u pored̄enju sa HMSM i HSM.
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Slika 4.3: Profili performansi za MSM, HMSM i HSM metod.

Slika 4.4 prikazuje performanse MSM, HMSM i HSM metoda u odnosu na CPU vreme.

Na ovoj slici možemo uočiti da MSM, HMSM i HSM metoda uspešno rešavaju sve probleme,

dok u 80.0% od svih testiranih problema MSM metod daje najbolje rezultate u pored̄enju

sa HMSM i HSM.
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Slika 4.4: Profili performansi bazirani na CPU vremenu za MSM, HMSM i HSM metod.

Tabela 4.8 sadrži prosečan broj iteracija, broj evaluacija funkcije i CPU vreme za 330

numeričkih testova.

Na osnovu prosečnih numeričkih rezultata prikazanih u Tabeli 4.8, možemo zaključiti

da MSM metod u proseku ima tri i vǐse puta bolje rezultate (broj iteracija, broj evaluacija

funkcije i CPU vreme) od druga dva metoda.
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Numerički rezultati

Tabela 4.8: Prosečni numerički rezultati za 30 test funkcija testiranih na 11 numeričkih
testova.

Prosečne performanse MSM HMSM HSM

Broj iteracija 17,124.97 78,141.63 69,291.60

Broj evaluacija funkcije 110,434.33 375,023.97 329,346.57

CPU vreme (sec) 142.08 585.04 495.49

Nakon povećanja broja promenljivih sa 15000 na 50000 u drugom numeričkom eksper-

imentu, može se primetiti da odnos uspešnosti i brzine rešenih numeričkih test problema

izmed̄u MSM metode i HMSM i HSM metoda ostaje približno isti kao i u Eksperimentu

4.6.1. MSM metod ima tri i vǐse puta bolje numeričke rezultate od druga dva metoda.

U sledećem numeričkom eksperimentu uporedićemo MSM i SM metod da bismo pokazali

superiornost MSM metoda u pogledu sva tri indikatora: broja iteracija, broja evaluacija

funkcije i CPU vremena.

Eksperiment 4.6.3. Numerički eksperiment je baziran na 30 test funkcija iz Eksperimenta

4.6.2. Pod istim uslovima kao u Eksperimentu 4.6.2 izvršeno je testiranje funkcija za MSM

i SM metodu. Zbirni numerički rezultati za MSM i SM metod dobijeni testiranjem 30 test

funkcija predstavljeni su u Tabeli 4.9.

Grafici na Slikama 4.5 i 4.6 su kreirani na osnovu numeričkih rezultata datih u Tabeli

4.9. Slike 4.5a i 4.5b prikazuju performanse MSM i SM metoda u odnosu na broj iteracija

i broj evaluacija funkcije, dok Slika 4.6 prikazuje performanse MSM i SM metoda u odnosu

na CPU vreme. Na Slikama 4.5 i 4.6 se može uočiti da MSM i SM metod uspešno rešavaju

sve probleme i da grafik MSM metode u sva tri slučaja prvi dostiže vrednost 1, odnosno

izilazi na vrh što znači da je MSM metod efikasniji od SM metode.

Na osnovu numeričkih rezultata prezentovanih u Eksperimentima 4.6.1, 4.6.2 i 4.6.3

i njihove analize možemo zaključiti da je MSM metod najefikasniji metod med̄u novim

predloženim metodama, kao i od svih posmatranih metoda u ovom odeljku.

4.6.2 Numerički rezultati za TMSM i DMSM metode

U ovom odeljku ispituje se efikasnost vǐsestruke upotrebe linijskog pretraživanja unazad u

DMSM i TMSM metodama. Ispitivanje, analiza i prezentovanje numeričkih rezultata je

izvršeno na osnovu dva numerička eksperimenta. U Eksperimentu 4.6.4 korǐsćene su vred-

nosti parametara koje su veće u drugom i trećem linijskom pretraživanju unazad od vred-

nosti parametara u primarnom linijskom pretraživanju unazad, dok u Eksperimentu 4.6.5

korǐsćene su vrednosti parametara koje su manje u drugom i trećem linijskom pretraživanju

unazad od vrednosti parametara u primarnom linijskom pretraživanju unazad.
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Tabela 4.9: Zbirni numerički rezultati MSM i SM metoda za broj iteracija, broj evaluacija
funkcije i CPU vreme.

Broj iteracija Broj evaluacija funkcije CPU vreme (sec)
Test funkcija

MSM SM MSM SM MSM SM

Extended Penalty 747 650 4050 2924 3.69 3.00
Perturbed Quadratic 90056 160542 531633 916964 748.80 1304.34
Raydan 2 99 99 209 209 0.48 0.59
Diagonal 2 61480 58288 400443 326472 802.17 970.42
Diagonal 3 9143 17019 50629 93596 128.64 242.94
Generalized Tridiagonal 1 310 293 1075 1020 3.00 3.86
Extended Tridiagonal 1 1557 3871 13320 32720 68.13 143.08
Extended TET 143 143 484 489 1.19 1.16
Diagonal 4 88 88 583 583 0.42 0.47
Diagonal 5 66 66 143 143 0.67 0.72
Perturbed quadratic diagonal 66898 81148 626251 853416 696.84 915.50
Quadratic QF1 94931 169298 563538 964865 614.67 1046.86
Extended Quad. penalty QP1 408 298 2396 3262 1.94 2.89
Extended Quad. penalty QP2 1061 1630 6940 11055 11.08 13.03
Quadratic QF2 89646 176214 504120 986671 548.59 1143.13
Extended Quad. exponential EP1 93 70 847 724 1.13 0.91
Extended Tridiagonal 2 650 457 2936 2727 2.44 2.19
ARWHEAD (CUTE) 431 309 5844 5308 3.98 6.06
Almost Perturbed Quadratic 88120 168157 525546 952654 548.47 1050.47
LIARWHD (CUTE) 6201 19725 65898 193633 60.05 106.20
ENGVAL1 (CUTE) 428 326 2324 2937 3.02 3.42
QUARTC (CUTE) 210 277 475 609 4.20 5.28
Diagonal 6 99 99 220 220 0.56 0.61
COSINE (CUTE) 220 198 652 636 2.17 1.63
Generalized Quartic 165 175 451 471 0.64 0.53
Diagonal 7 165 99 621 253 1.83 0.97
Diagonal 8 114 116 452 1127 1.31 2.61
Full Hessian FH3 55 55 598 608 1.08 1.14
HIMMELH (CUTE) 110 110 231 231 1.13 1.25
Extended Rosenbrock 55 55 121 121 0.13 0.25

Cilj ovih numeričkih eksperimenata pored ispitivanja efikasnosti DMSM i TMSMmetoda

je i da se da odgovor na pitanje: Da li izbor većih ili manjih vrednosti parametara u drugom

i trećem linijskom pretraživanju unazad u odnosu na primarno linijsko pretraživanje unazad

direktno utiče na numeričke rezultate DMSM i TMSM metode?

Eksperiment 4.6.4. Numerički eksperiment je baziran na 24 test funkcija iz [7], gde su

mnoge test funkcije preuzete iz CUTEr kolekcije [26]. Za svaku od testiranih funkcija

urad̄eno je 12 numeričkih testova sa 100, 200, 300, 500, 1000, 2000, 3000, 5000, 7000, 8000,

10000 i 15000 promenljivih. U Tabelama 4.10, 4.11 i 4.12 dati su zbirni numerički rezultati

za 24 test funkcija za AGD, MAGD, MSM, SM, DMSM i TMSM metodu.

Ulazni parametri za primarno linijskog pretraživanje unazad u DMSM i TMSM metodi
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Slika 4.5: Profili performansi za MSM i SM metod.
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Slika 4.6: Profili performansi bazirani na CPU vremenu za MSM i SM metod.

imaju iste vrednosti kao i u svim ostalim testiranim metodama u numeričkim eksperimen-

tima: σ = 0.0001 i β = 0.8 za Algoritam 2.2.3. Kada je u pitanju drugo i treće linijsko

pretraživanje unazad ulazni parametri imaju sledeće vrednosti: σl = 0.0002 i βl = 0.9 za

Algoritam 4.4.1 i σj=0.00015 i βj=0.85 za Algoritam 4.4.2.

Tabela 4.13 sadrži prosečne vrednosti broja iteracija, broja evaluacija funkcije i CPU

vremena za 288 numeričkih testova.

Na osnovu vrednosti za broj iteracija datih u Tabeli 4.13, može se zaključiti da DMSM

i TMSM metode postižu bolje numeričke rezultate u odnosu na MAGD, AGD, MSM i SM

metode.

Profili performansi iz [58] su korǐsćeni za upored̄ivanje AGD, MAGD, MSM, SM, DMSM

i TMSM metode. Slika 4.7a prikazuje profile performansi AGD, MAGD, SM, MSM, DMSM

i TMSM metode koji se odnose na broj iteracija, dok Slika 4.7b ilustruje profile performansi
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Tabela 4.10: Zbirni numerički rezultati AGD, MAGD, MSM, SM, DMSM i TMSM metoda
za broj iterativnih koraka.

Broj iteracija
Test funkcija

MAGD TMSM MSM DMSM SM AGD

Perturbed Quadratic 352325 31269 34828 31386 59908 353897

Raydan 1 58504 30148 26046 17238 14918 22620

Diagonal 3 119719 6767 7030 7077 12827 120416

Generalized Tridiagonal 1 647 332 346 350 325 670

Extended Tridiagonal 1 692219 685 1370 728 4206 3564

Extended TET 455 191 156 156 156 443

Diagonal 4 8084 96 96 96 96 120

Diagonal 5 48 72 72 72 72 48

Extended Himmelblau 302 312 260 264 196 396

Perturbed quadratic diagonal 1060824 36640 37454 31662 44903 2542050

Quadratic QF1 362896 32099 36169 33138 62927 366183

Extended quadratic penalty QP1 229 338 369 298 271 210

Extended quadratic penalty QP2 356357 1735 1674 990 3489 395887

Quadratic QF2 71647 31745 32727 30642 64076 100286

Extended Tridiagonal 2 1665 694 659 583 543 1657

ARWHEAD (CUTE) 12834 328 430 302 270 5667

Almost Perturbed Quadratic 354369 30790 33652 32902 60789 356094

LIARWHD (CUTE) 925138 1257 3029 1726 18691 1054019

ENGVAL1 (CUTE) 822 623 461 434 375 743

QUARTC (CUTE) 177 302 217 220 290 171

Generalized Quartic 229 191 181 186 189 187

Diagonal 7 159 144 147 111 108 72

Diagonal 8 154 120 120 109 118 60

Full Hessian FH3 63 63 63 63 63 45

u odnosu na broj evaluacija funkcije. Grafici na Slici 4.8 ilustruju ponašanje AGD, MAGD,

SM, MSM, DMSM i TMSM metode u odnosu na CPU vreme.

Na Slici 4.7a se može uočiti da grafik DMSM metode prvi izilazi na vrh, tj. dostiže

vrednost 1, što znači da DMSM metod nadmašuje druge razmatrane metode u odnosu na

broj iteracija.

Profili performansi na Slici 4.7b potvrd̄uju da svih šest metoda uspešno rešavaju sve

test probleme. Daljom analizom možemo uočiti da MSM metod ima najbolje rezultate u

58.33% svih testiranih problema, dok ostale metode imaju lošije rezultate: MAGD (4.17%),

TMSM(0%), DMSM(4.17%), SM(29.17%) i AGD(16.67%).

Grafici na Slici 4.8 potvrd̄uju da su sve metode u stanju da reše sve testirane probleme,

a MSM metod je najbolji u 54.17% testova u odnosu na MAGD (4.17%), TMSM(0%),

DMSM(4.17%), SM(37.50%) i AGD(4.17%).

Na osnovu zbirnih numeričkih rezultata prikazanih u Tabelama 4.10, 4.11 i 4.12 i na
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Tabela 4.11: Zbirni numerički rezultati AGD, MAGD, MSM, SM, DMSM i TMSM metoda
za broj evaluacija funkcija.

Broj evaluacija funkcije
Test funkcija

MAGD TMSM MSM DMSM SM AGD

Perturbed Quadratic 13855459 645704 200106 370595 337910 13916515

Raydan 1 1282162 1305952 311260 326766 81412 431804

Diagonal 3 4244404 131307 38158 80193 69906 4264718

Generalized Tridiagonal 1 9057 2934 1191 2061 1094 9334

Extended Tridiagonal 1 2077341 14797 10989 9147 35621 14292

Extended TET 4130 1689 528 948 528 3794

Diagonal 4 133440 2316 636 1320 636 1332

Diagonal 5 108 300 156 228 156 108

Extended Himmelblau 5192 3636 976 1908 668 6897

Perturbed quadratic diagonal 38728371 1309740 341299 629088 460028 94921578

Quadratic QF1 13192789 661661 208286 392426 352975 13310016

Extended quadratic penalty QP1 2939 6400 2196 5421 2326 2613

Extended quadratic penalty QP2 8846145 44962 11491 14058 25905 9852040

Quadratic QF2 2810965 642829 183142 364257 353935 3989239

Extended Tridiagonal 2 9613 9779 2866 4951 2728 8166

ARWHEAD (CUTE) 468970 15416 5322 8503 3919 214284

Almost Perturbed Quadratic 13936462 639129 194876 393591 338797 14003318

LIARWHD (CUTE) 41619197 39788 27974 33271 180457 47476667

ENGVAL1 (CUTE) 8332 10120 2285 4319 2702 6882

QUARTC (CUTE) 414 1412 494 780 640 402

Generalized Quartic 1244 1311 493 836 507 849

Diagonal 7 745 930 504 696 335 333

Diagonal 8 740 805 383 546 711 304

Full Hessian FH3 1955 2160 566 1263 631 1352

osnovu profila performansi na Slikama 4.7 i 4.8, može se zaključiti sledeće:

(i) Metode DMSM i TMSM imaju bolje numeričke rezultate u pored̄enju sa drugim pos-

matranim metodama kada se upored̄uju po broju iteracija.

(ii) Metode SM, MSM, DMSM i TMSM pokazuju bolje performanse od AGD i MAGD

metoda u pogledu sva tri indikatora (broj iteracija, CPU vreme i broj evaluacija

funkcije).

Na osnovu podataka u Tabeli 4.10, prosečnih vrednosti u Tabeli 4.13, kao i na osnovu

profila performansi na Slici 4.7a, može se izvesti zaključak da DMSM metod ima najbolje nu-

meričke rezultate kade je u pitanju indikator broj iteracija. Takod̄e, može se izvesti i opštiji

zaključak da metode sa vǐsestrukom upotrebom linijskog pretraživanja unazad (DMSM i

TMSM metod) su efikasnije od ostalih metoda kada se upored̄uju na osnovu broja iteracija,

dok imaju lošije numeričke rezultate od MSM i SM metode kada se upored̄uju po broju

evaluacija funkcija i CPU vremenu, ali bolje numeričke rezultate od AGD i MAGD metode.
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Tabela 4.12: Zbirni numerički rezultati AGD, MAGD, MSM, SM, DMSM i TMSM metoda
za CPU vreme u sekundama.

CPU vreme
Test funkcija

MAGD TMSM MSM DMSM SM AGD

Perturbed Quadratic 6049.531 344.172 116.281 198.328 185.641 6756.047

Raydan 1 334.266 388.156 31.906 67.344 36.078 158.359

Diagonal 3 6401.969 199.547 52.609 120.406 102.875 5527.844

Generalized Tridiagonal 1 7.781 4.641 1.469 3.625 1.203 11.344

Extended Tridiagonal 1 8853.172 26.828 29.047 17.297 90.281 55.891

Extended TET 2.766 1.703 0.516 1.203 0.594 3.219

Diagonal 4 16.172 0.719 0.203 0.359 0.141 0.781

Diagonal 5 0.313 0.750 0.344 0.734 0.328 0.391

Extended Himmelblau 1.031 1.094 0.297 0.703 0.188 1.953

Perturbed quadratic diagonal 22820.172 534.750 139.625 273.188 185.266 44978.750

Quadratic QF1 6846.453 258.938 81.531 168.453 138.172 12602.563

Extended quadratic penalty QP1 1.063 2.234 1.000 3.516 0.797 1.266

Extended quadratic penalty QP2 1872.797 12.578 3.516 8.063 6.547 3558.734

Quadratic QF2 768.563 243.938 73.438 153.109 132.703 1582.766

Extended Tridiagonal 2 2.531 4.938 1.047 2.375 1.031 3.719

ARWHEAD (CUTE) 138.000 6.422 1.969 4.609 1.359 95.641

Almost Perturbed Quadratic 7086.563 285.563 73.047 153.891 133.516 13337.125

LIARWHD (CUTE) 15372.625 10.203 9.250 12.641 82.016 27221.516

ENGVAL1 (CUTE) 2.641 4.328 1.047 2.375 1.188 3.906

QUARTC (CUTE) 2.078 4.531 1.844 3.297 2.313 2.469

Generalized Quartic 0.500 0.734 0.281 0.375 0.188 0.797

Diagonal 7 0.688 0.953 0.547 1.469 0.375 0.625

Diagonal 8 0.656 0.781 0.469 1.078 0.797 0.438

Full Hessian FH3 1.188 1.672 0.391 1.234 0.391 1.438

Tabela 4.13: Prosečni numerički rezultati za 24 test funkcija testiranih na 12 numeričkih
testova.

Prosečne performanse MAGD TMSM MSM DMSM SM AGD

Broj iteracija 182494.42 8622.54 9064.83 7947.21 14575.25 221896.04

Broj evaluacija funkcije 5885007.25 228961.54 64424.04 110298.83 93938.63 8434868.21

CPU vreme (sec) 3190.98 97.51 25.90 49.99 46.00 4829.4

Eksperiment 4.6.5. U pored̄enju sa numeričkim Eksperimentom 4.6.4 u ovom numeričkom

eksperimentu koristimo vrednosti parametara u drugom i trećem linijskom pretraživanju

unazad koje su manje od vrednosti u primarnom linijskom pretraživanju unazad.

Ulazni parametri za primarno linijskog pretraživanja unazad (Algoritam 2.2.3) imaju

iste vrednosti σ = 0.0001 i β = 0.8 za sve posmatrane metode kao u prethodnom eksperi-
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Slika 4.7: Profili performansi za AGD, MAGD, MSM, SM, DMSM i TMSM metod.
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Slika 4.8: Profili performansi bazirani na CPU vremenu za AGD, MAGD, MSM, SM, DMSM
i TMSM metod.

mentu. Kada je u pitanju drugo i treće linijsko pretraživanje unazad ulazni parametri imaju

sledeće vrednosti: σl=0.00001 i βl=0.6 za Algoritam 4.4.1 i σj =0.00005 i βj =0.7 za Al-

goritam 4.4.2. Ostali uslovi (kriterijumi zaustavljanja i broj promenljivih) ostaju isti kao u

numeričkom Eksperimentu 4.6.4.

Dobijeni zbirni numerički rezultati dati su u Tabelama 4.14, 4.15 i 4.16, dok Tabela 4.17

sadrži prosečne vrednosti broja iteracija, broja evaluacija funkcije i CPU vremena. Na

osnovu prosečnih vrednosti broja iteracija datih u Tabeli 4.17, može se primetiti da DMSM

i TMSM metod daju bolje numeričke rezultate i u drugom numeričkom eksperimentu u

pored̄enju sa MAGD, AGD, MSM i SM metodama.

Na osnovu numeričkih rezultata datih u Tabelama 4.14, 4.15 i 4.16 kreirani su profili

performansi i prikazani na Slikama 4.9 i 4.10. Slika 4.9a prikazuje profile performansi AGD,
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Tabela 4.14: Zbirni numerički rezultati AGD, MAGD, MSM, SM, DMSM i TMSM metoda
za broj iteracija.

Broj iteracija
Test funkcija

MAGD MSM SM AGD TMSM DMSM

Perturbed Quadratic 352325 34828 59908 353897 35697 28487

Raydan 1 58504 26046 14918 22620 9801 17594

Diagonal 3 119719 7030 12827 120416 8372 6409

Generalized Tridiagonal 1 647 346 325 670 342 348

Extended Tridiagonal 1 692219 1370 4206 3564 907 760

Extended TET 455 156 156 443 156 156

Diagonal 4 8084 96 96 120 96 96

Diagonal 5 48 72 72 48 72 72

Extended Himmelblau 302 260 196 396 288 294

Perturbed quadratic diagonal 1060824 37454 44903 2542050 31031 37331

Quadratic QF1 362896 36169 62927 366183 39619 26585

Extended quadratic penalty QP1 229 369 271 210 303 362

Extended quadratic penalty QP2 356357 1674 3489 395887 2047 1908

Quadratic QF2 71647 32727 64076 100286 39452 28651

Extended quadratic exponential EP1 67 100 73 48 107 107

Extended Tridiagonal 2 1665 659 543 1657 528 615

ARWHEAD (CUTE) 12834 430 270 5667 304 281

Almost Perturbed Quadratic 354369 33652 60789 356094 35755 26274

LIARWHD (CUTE) 925138 3029 18691 1054019 1340 3543

ENGVAL1 (CUTE) 822 461 375 743 418 482

QUARTC (CUTE) 177 217 290 171 289 275

Generalized Quartic 229 181 189 187 197 195

Full Hessian FH3 63 63 63 45 63 63

Diagonal 9 325609 10540 13619 329768 10219 11229

MAGD, MSM, SM, DMSM i TMSM metode koji se odnose na broj iteracija, dok Slika 4.9b

prikazuje profile performansi u odnosu na broja evaluacija funkcije. Profili performansi na

Slici 4.10 prikazuju ponašanje metoda u odnosu na CPU vreme.

Na osnovu podataka u Tabeli 4.14, prosečnih vrednosti u Tabeli 4.17, kao i na osnovu

profila performansi na Slici 4.9a, može se izvesti opšti zaključak da metode sa vǐsestrukom

upotrebom linijskog pretraživanja unazad (DMSM i TMSM metod) su efikasnije od ostalih

metoda kada se upored̄uju na osnovu broja iteracija. Sa druge strane, na osnovu podataka u

Tabelama 4.15 i 4.16, prosečnih vrednosti u Tabeli 4.17, kao i na osnovu profila performansi

na Slikama 4.9b i 4.10 uočava se da DMSM i TMSM metodi imaju lošije numeričke rezultate

od MSM i SM kada se upored̄uju po broju evaluacija funkcija i CPU vremenu, ali bolje

numeričke rezultate od AGD i MAGD.

Kako je naglašeno prilikom definisanja DMSM i TMSM metoda sa vǐsestrukom upotre-

bom linijskog pretraživanja unazad u MSM metodi da se očekuje smanjenje broja iteracija
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Tabela 4.15: Zbirni numerički rezultati AGD, MAGD, MSM, SM, DMSM i TMSM metoda
za broj evaluacija funkcija.

Broj evaluacija funkcije
Test funkcija

MAGD MSM SM AGD TMSM DMSM

Perturbed Quadratic 13855459 200106 337910 13916515 423496 260678

Raydan 1 1282162 311260 81412 431804 124905 280011

Diagonal 3 4244404 38158 69906 4264718 95962 54865

Generalized Tridiagonal 1 9057 1191 1094 9334 2408 2153

Extended Tridiagonal 1 2077341 10989 35621 14292 13562 6800

Extended TET 4130 528 528 3794 1080 828

Diagonal 4 133440 636 636 1332 1284 996

Diagonal 5 108 156 156 108 300 228

Extended Himmelblau 5192 976 668 6897 2136 2418

Perturbed quadratic diagonal 38728371 341299 460028 94921578 619938 529154

Quadratic QF1 13192789 208286 352975 13310016 472273 243573

Extended quadratic penalty QP1 2939 2196 2326 2613 5073 3895

Extended quadratic penalty QP2 8846145 11491 25905 9852040 29847 21345

Quadratic QF2 2810965 183142 353935 3989239 444580 257674

Extended quadratic exponential EP1 1513 894 661 990 2083 1617

Extended Tridiagonal 2 9613 2866 2728 8166 4446 4456

ARWHEAD (CUTE) 468970 5322 3919 214284 9038 6761

Almost Perturbed Quadratic 13936462 194876 338797 14003318 424470 237534

LIARWHD (CUTE) 41619197 27974 180457 47476667 22254 53306

ENGVAL1 (CUTE) 8332 2285 2702 6882 6064 4442

QUARTC (CUTE) 414 494 640 402 1264 909

Generalized Quartic 1244 493 507 849 1043 798

Full Hessian FH3 1955 566 631 1352 1152 957

Diagonal 9 12984028 68189 89287 13144711 131327 125119

u odnosu na MSM metod to se i zaista desilo, što potvrd̄uju numerički reazultati. Med̄utim,

ostvarilo se i drugo očekivanje, a to je povećanje broja evaluacija funkcije cilja i CPU vre-

mena u DMSM i TMSM metoda u odnosu na MSM metod. Upotreba Algoritama 4.4.1 i

4.4.2 ima i svoju “cenu” koja se direktno izražava preko povećanja broja evaluacija funkcije

cilja i CPU vremena.

U skladu sa dobijenim numeričkim podacima u prvom i drugom numeričkom eksper-

imentu, možemo dati odgovor na zadato pitanje na početku ovog odeljka. Nezavisno od

izbora vrednosti parametara u drugom i trećem linijskom pretraživanju unazad, DMSM

metod postiže najbolje rezultate u odnosu na broj iteracija. Takod̄e, ako se uporede prosečni

numerički rezultati dobijeni u Tabelama 4.13 i 4.17, može se uočiti da postoji blagi procen-

tualni pad prosečnih numeričkih rezultata DMSM metode za broj evaluacija funkcije i CPU

vreme u pored̄enju sa MSM metodom u drugom numeričkom eksperimentu.
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Tabela 4.16: Zbirni numerički rezultati AGD, MAGD, MSM, SM, DMSM i TMSM metoda
za CPU vreme u sekundama.

CPU vreme
Test funkcija

MAGD MSM SM AGD TMSM DMSM

Perturbed Quadratic 6049.531 116.281 185.641 6756.047 219.328 134.781

Raydan 1 334.266 31.906 36.078 158.359 44.828 66.484

Diagonal 3 6401.969 52.609 102.875 5527.844 129.734 96.688

Generalized Tridiagonal 1 7.781 1.469 1.203 11.344 2.969 2.969

Extended Tridiagonal 1 8853.172 29.047 90.281 55.891 25.672 12.609

Extended TET 2.766 0.516 0.594 3.219 1.234 0.938

Diagonal 4 16.172 0.203 0.141 0.781 0.344 0.172

Diagonal 5 0.313 0.344 0.328 0.391 0.594 0.516

Extended Himmelblau 1.031 0.297 0.188 1.953 0.688 0.875

Perturbed quadratic diagonal 22820.172 139.625 185.266 44978.750 263.953 220.719

Quadratic QF1 6846.453 81.531 138.172 12602.563 173.953 91.047

Extended quadratic penalty QP1 1.063 1.000 0.797 1.266 2.781 1.813

Extended quadratic penalty QP2 1872.797 3.516 6.547 3558.734 8.750 5.906

Quadratic QF2 768.563 73.438 132.703 1582.766 169.266 98.141

Extended quadratic exponential EP1 0.844 0.688 0.438 0.750 1.000 0.859

Extended Tridiagonal 2 2.531 1.047 1.031 3.719 1.828 1.922

ARWHEAD (CUTE) 138.000 1.969 1.359 95.641 2.813 2.625

Almost Perturbed Quadratic 7086.563 73.047 133.516 13337.125 158.156 92.578

LIARWHD (CUTE) 15372.625 9.250 82.016 27221.516 5.250 17.406

ENGVAL1 (CUTE) 2.641 1.047 1.188 3.906 2.578 2.391

QUARTC (CUTE) 2.078 1.844 2.313 2.469 4.625 3.203

Generalized Quartic 0.500 0.281 0.188 0.797 0.422 0.500

Full Hessian FH3 1.188 0.391 0.391 1.438 1.063 0.891

Diagonal 9 6662.984 43.609 38.672 6353.172 61.984 114.703

Tabela 4.17: Prosečni numerički rezultati za 24 test funkcija testiranih na 12 nemeričkih
testova.

Prosečne performanse MAGD MSM SM AGD TMSM DMSM

Broj iteracija 196051.21 9497.04 15136.33 235632.88 9058.46 8004.88

Broj evaluacija funkcije 6426009.58 67265.54 97642.88 8982579.21 118332.71 87521.54

CPU vreme (sec) 3468.58 27.71 47.58 5094.18 53.49 40.45
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Slika 4.9: Profili performansi za AGD, MAGD, MSM, SM, DMSM i TMSM metod.
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Slika 4.10: Profili performansi bazirani na CPU vremenu za AGD, MAGD, MSM, SM,
DMSM i TMSM metod.
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Poglavlje 5

Konjugovani gradijentni metodi

U pored̄enju sa poznatim metodama za rešavanje nelinearnog problema (2.1) bezuslovne

optimizacije velikih dimenzija, kao što je Njutnov metod i mnoge njegove modifikovane

varijante, koje zahtevaju matrice velikih dimenzija i ogromnu upotrebu memorije prilikom

izračunavanja i skladǐstenja, u ovom poglavlju razmatraju se metode konjugovanog gradi-

jenta koje predstavljaju jednu od najefikasnijih iterativnih metoda zbog malog zahteva za

memorijom u praktičnom računanju.

Metode konjugovanog gradijenta predstavljaju jednu od bitnijih klasa metoda za rešava-

nje problema bezuslovne optimizacije i sistema nelinearnih jednačina. Konjugovano gradi-

jentne metode su definisane iteracijama oblika (2.2) koje sadrže linijsko pretraživanje i odgo-

varajući pravac pretraživanja dk. Za razliku od gradijentnih metoda, pravac pretraživanja

dk u konjugovano gradijentnim metodama sadrži parametar ažuriranja konjugovanog gradi-

jenta βk koji je odred̄en korǐsćenjem jednog od mnogih dostupnih pravila.

Nelinearne konjugovano gradijentne metode u [40] su podeljene u tri klase: metode ranog

konjugovanog gradijenta (eng. early conjugate gradient), metode opadajućeg konjugovanog

gradijenta (eng. descent conjugate gradient) i metode dovoljnog opadajućeg konjugovanog

gradijenta (eng. sufficient descent conjugate gradient). Takod̄e, Andrei je klasifikovao konju-

govano gradijentne metode u tri klase: klasične konjugovano gradijentne metode (eng. clas-

sical conjugate gradient methods), skalirane konjugovano gradijentne metode (eng. scaled

conjugate gradient methods) i hibridne i parametrizovane konjugovano gradijentne metode

(eng. hybrid and parameterized conjugate gradient methods).

U ovom poglavlju je dat pregled konjugovano gradijentnih metoda za bezuslovnu opti-

mizaciju, a sama klasifikacija predstavljena u ovom poglavlju deli konjugovano gradijentne

metode u sledeće kategorije: osnovne metode konjugovanog gradijenta, razmatrane u odeljku

5.1, Dai-Liao klasa metoda, predstavljena u odeljku 5.2, hibridne konjugovano gradijentne

metode, opisane u odeljku 5.3 i BFGS konjugovano gradijentni metodi i njihove varijante

opisane u odeljcima 5.4 i 5.5.

U odeljku 5.5 dati su naučni rezultati ostvareni urad̄enim istraživanjima u svrsi izrade

ove doktorske disertacije, odnosno predstavljen je tročlani hibridni BFGS–CG metod iz

[151]. U podsekcijama ovog odeljaka data je analiza konvergencije kao i numerički rezultati
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Osnovne metode konjugovanog gradijenta

za H–BFGS–CG1 metod.

5.1 Osnovne metode konjugovanog gradijenta

Proučavanje konjugovano gradijentih metoda započeli su Hestenes (Hestenes) i Stiefel (Stief-

el) 1952. godine u [77], a sam razvoj konjugovano gradijentnih metoda za rešavanje ve-

likih problema bezuslovne optimizacije još uvek traje. Posle svih ovih godina, i dalje pos-

toji potreba da se pronad̄e efikasniji konjugovano gradijentni metod koji će rešiti problem

bezuslovne optimizacije sa hiljadama promenljivih u najkraćem mogućem vremenskom in-

tervalu, kao i sa minimalnim brojem iteracija i evaluacija funkcija.

Konjugovano gradijentne metode konstruǐsu niz aproksimacija {xk, k ≥ 0} počevši od

početne tačke x0 i generǐsući sledeću tačku pomoću opšte iterativne šeme (2.2), gde su pravci

pretraživanja dk odred̄eni pomoću

dk=

{
−g0, k=0,

−gk + βkdk−1, k ≥ 1.
(5.1)

U jednačini (5.1) βk je realna vrednost koja je poznata kao parametar ažuriranja konju-

govanog gradijenta. Preciznije, pravac pretraživanja dk konjugovano gradijentnih metoda

je definisan kao odgovarajuća linearna kombinacija pravca gradijenta opadanja i pozitivnog

vǐsestrukog pravca korǐsćenog u prethodno završenoj iteraciji. Iz (5.1) i (2.2) jasno sledi da su

konjugovano gradijentne metode definisane pravcem gradijenta gk i parametrom ažuriranja

konjugovanog gradijenta βk. Različite konjugovano gradijentne metode proizilaze iz izbora

parametar ažuriranja konjugovanog gradijenta βk. U skladu sa zajedničkim dogovorom, βM
k

označava parametar βk konjugovano gradijentne metode M. Važno je napomenuti da neki

istraživači predlažu korǐsćenje βM+
k = max{βM

k , 0}. Dakle, moguće je koristiti βM+
k umesto

βM
k i generisati odgovarajući dualni metod.

Popularnost konjugovano gradijentnih metoda potvrd̄ena je brojnim preglednim radovi-

ma i poglavljima u knjigama [60, 74, 114, 116, 119, 152]. Pored ovih osnovnih informacija o

hronološkom razvoju konjugovano gradijentnih metoda, važno je napomenuti i njihovu pri-

menu. Generalno, konjugovano gradijentne metode su važne u rešavanju velikih problema

optimizacije. Iteracije konjugovano gradijentnih metoda karakterǐsu mala alokacija memo-

rije i jaka svojstva lokalne i globalne konvergencije. Na osnovu ove činjenice, ove metode

postaju korisne u svim oblastima gde su uključeni problemi optimizacije bilo koje vrste.

Konjugovano gradijentne metode imaju široku primenu u rešavanju sistema jednačina i ob-

navljanju (restauraciji) slika [23, 30, 84, 100, 102, 144, 174, 184, 185, 191], kao i u regresionoj

analizi [145, 195]. Takod̄e, konjugovano gradijentne metode utiču na razvoj algoritama

učenja veštačkih neuronskih mreža [63, 101]. Primena konjugovano gradijentnih metoda

u rešavanju veoma velikih simetričnih pozitivnih poluodred̄enih linearnih sistema koji se

pojavljuju u optimalnim površinskim parametrizacijama opisana je u [88]. Takod̄e, moguće

je konjugovano gradijentne metode primeniti u analizi podataka [147]. Varijanta projekto-
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Konjugovani gradijentni metodi

vanog preduslova konjugovano gradijentne metode i njena primena u rešavanju problema

linearnog odziva sopstvenih vrednosti je istraživana u [99].

Konjugovano gradijentne metode date u Tabelu 5.1 poznate su kao rane ili klasične

konjugovano gradijentne metode, gde su Gk−1, yk−1 i sk−1 definisni na osnovu (1.4) i

(1.5), a oznaka ‖ · ‖ predstavlja Euklidsku vektorsku normu.

Tabela 5.1: Klasične konjugovano gradijentne metode.

βk Naziv Godina Referenca

βHS
k =

yT
k−1gk

yT
k−1dk−1

Hestenses–Stiefel 1952 [77]

βFR
k =

‖gk‖2

‖gk−1‖2
Fletcher–Reeves 1964 [66]

βPRP
k =

yT
k−1gk

‖gk−1‖2
Polak–Ribiere–Polyak 1969 [135, 136]

βCD
k =− ‖gk‖2

gT
k−1dk−1

Conjugate Descent 1987 [64]

βLS
k =−

yT
k−1gk

gT
k−1dk−1

Liu–Storey 1991 [105]

βDY
k =

‖gk‖2

yT
k−1dk−1

Dai–Yuan 1999 [46]

U navedenim konjugovano gradijentnim metodama u Tabeli 5.1 može se uočiti da brojilac

parametra ažuriranja konjugovanog gradijenta βk je ‖gk‖2 ili yT
k−1gk, a imenilac je ‖gk−1‖2

ili yT
k−1dk−1 ili −gT

k−1dk−1. Dakle, dva moguća izbora za brojilac i tri moguća izbora za

imenilac vode do šest različitih izbora za βk.

Tabela 5.2: Klasifikacija konjugovano gradijentnih metoda.

Brojilac
Imenilac

‖gk−1‖2 yT
k−1dk−1 −gT

k−1dk−1

‖gk‖2 FR DY CD

yT
k−1gk PRP HS LS

Definisati sledeće funkcije:

n1 :=‖gk‖2, n2 :=yT
k−1gk, d1 :=‖gk−1‖2, d2 :=yT

k−1dk−1 i d3 :=−gT
k−1dk−1.

Onda parametri ažuriranja βk za konjugovano gradijentne metode iz Tabele 5.1 su oblika:

βFR
k =

n1
d1
, βPRP

k =
n2
d1
, βDY

k =
n1
d2
, βHS

k =
n2
d2
, βCD

k =
n1
d3

i βLS
k =

n2
d3
.

Med̄utim, postoje izuzeci od ovih pravila. Jedan drugačiji način odred̄ivanja parametra
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Osnovne metode konjugovanog gradijenta

ažuriranja konjugovanog gradijenta βk dat je 1967. godine u [53] i sledećeg je oblika

βD
k =

gT
kGk−1dk−1

dT
k−1Gk−1dk−1

.

Iz prikazanog hronološkog razvoja odred̄ivanja parametra ažuriranja konjugovanog gradi-

jenta, može se videti da izbor βD
k parametra ažuriranja konjugovanog gradijenta se struk-

turno razlikuje od ostalih izbora.

Za veliki problem bezuslovne nelinearne optimizacije, u praksi, izbori za ažuriranje kon-

jugovano gradijentnih parametra koji ne zahtevaju izračunavanje ili aproksimaciju Hesijana

i njegovog inverza su poželjniji u odnosu na metode koje zahtevaju izračunavanje Hesijana

ili njegovu aproksimaciju u svakoj iteraciji.

U nastavku ovog odeljka navešćemo neke od osnovnih konjugovano gradijentnih metoda

koje su uglavnom nastale modifikacijom klasičnih konjugovano gradijentnih metoda. Wei i

ostali u [170] su dali varijantu PRP metode koju nazivamo WYL metodom, sa parametrom

βk oblika

βWYL
k =

gT
k

(
gk − ∥gk∥

∥gk−1∥
gk−1

)
‖gk−1‖2

=
‖gk‖2 − ∥gk ∥

∥gk−1 ∥g
T
k gk−1

‖gk−1‖2
.

Izmene koje su uvedene u WYL metodi iskorǐsćene su od strane Yao i ostalih u [180] za

dobijanje novih pravila za izračunavanje parametra βk, odnosno brojioci u HS i LS meto-

dama su zamenjeni brojiocem iz WYL metode i na taj način su dobijene dve modifikovane

formule za βk oblika:

βMHS
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥g

T
k gk−1

dT
k−1yk−1

i

βMLS
k =

gT
k

(
gk − ∥gk∥

∥gk−1∥
gk−1

)
−gT

k−1dk−1

.

Zhang je u [187] napravio malu modifikaciju WYL metode i konstruisao NPRP metod

na sledeći način

βNPRP
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
‖gk−1‖2

.

Štavǐse, Zhang je u [187] takod̄e proširio ovaj rezultat i na MHS metod i predložio NHS

metod na sledeći način

βNHS
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

.

Nedavno su Wei i ostali u [169] predložili varijaciju FR metode koju nazivamo VFR

76



Konjugovani gradijentni metodi

metod. Parametar βk u VFR metodi je oblika

βVFR
k =

µ1‖gk‖2

µ2|gT
k dk−1|+ µ3‖gk−1‖2

,

gde su µ1 ∈ (0,+∞), µ2 ∈ (µ1 + ϵ1,+∞), µ3 ∈ (0,+∞) i ϵ1 proizvoljno date pozitivne

konstante. Motivisani ovim modifikacijama u [44] autori su definisali modifikovani PRP

metod

βDPRP
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
µ|gT

k dk−1|+ ‖gk−1‖2
, µ > 1.

Ako uvedemo sledeće funkcije

N1 := gT
k

(
gk −

‖gk‖
‖gk−1‖

gk−1

)
= n1 −

‖gk‖
‖gk−1‖

gT
k gk−1

i

N2 := n1 −
‖gk‖
‖gk−1‖

|gT
k gk−1|,

onda imamo

βWYL
k =

N1

d1
, βMHS

k =
N1

d2
, βMLS

k =
N1

d3
, βNPRP

k =
N2

d1
i βNHS

k =
N2

d2
.

Neke posebne varijante konjugovanih gradijenata su βDHS
k [44] i βDLS

k [190], definisane

pomoću

βDHS
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
µ |gT

k dk−1|+ dT
k−1yk−1

, µ > 1 (5.2)

i

βDLS
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
µ |gT

k dk−1| − dT
k−1gk−1

, µ > 1. (5.3)

Ako su definisane funkcije

D1(µ) := µ
∣∣gT

k dk−1

∣∣+ dT
k−1yk−1 i D2(µ) := µ

∣∣gT
k dk−1

∣∣− dT
k−1gk−1,

onda imamo

βDHS
k =

N2

D1(µ)
i βDLS

k =
N2

D2(µ)
.

Na osnovu uvedenih funkcija i dobijenih parametara ažuriranja konjugovanog gradijenta

βk možemo vrlo lako i jednostavno da uočimo povezanost u procesu modifikacije param-

etara ažuriranja konjugovanog gradijenta βk kroz hronološki razvoj konjugovano gradijent-

nih metoda.

U nastavku je dat opšti algoritam za konjugovano gradijentne metode.
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Algoritam 5.1.1 Opšti algoritam konjugovano gradijentnih metoda.

Ulaz: Ciljna funkcija f(x), početna tačka x0, i realne konstante 0 < ϵ < 1, 0 < δ < 1.

1: Postaviti k=0 i izračunati d0=−g0.

2: Ako je

‖gk‖ ≤ ϵ i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ δ,

onda STOP; inače preći na Korak 3.

3: Izračunati αk ∈ (0, 1] koristeći Algoritam 2.2.3.

4: Izračunati xk+1=xk + αkdk i odrediti gk+1, yk i sk.

5: Izračunati βk+1 parametar ažuriranja konjugovano gradijentih metoda.

6: Izračunati pravac pretraživanja dk+1.

7: Postaviti k :=k + 1 i preći na Korak 2.

Izlaz: xk+1 i f(xk+1).

5.2 Dai–Liao konjugovani gradijentni metod i njegove

varijante

U ovom odeljku prikazaćemo Dai–Liao konjugovani gradijentni metod i njegove varijante.

Mogu se posmatrati dva glavna toka istraživanja u klasi Dai–Liao konjugovano gradijentnih

metoda: algoritmi koji pobolǰsavaju konjugovano gradijentni Dai–Liao parametar ažuriranja

βk i algoritmi koji pobolǰsavaju skalarni parametar t.

Proširivanje uslova konjugacije (eng. conjugacy condition)

dT
k yk−1 = 0 (5.4)

je proučavao Perry u [125]. Perry je pokušao da inkorporira informacije drugog reda ciljne

funkcije u konjugovano gradijentnim metodama da bi ih ubrzao. Konkretno, korǐsćenjem

kvazi-Njutnove jednačine i pravca pretraživanja kvazi-Njutnovih metoda, koji su definisani

sa

Bksk−1 = yk−1 i Bkdk = −gk, (5.5)

dobija se sledeća relacija

dT
k yk−1 = dT

k (Bksk−1) = (Bkdk)
Tsk−1 = −gT

k sk−1, (5.6)

gde jeBk simetrična aproksimacija matrice Hesijana Gk. Tada je Perry shodno tome zamenio

uslov konjugacije (5.4) sledećim uslovom

dT
k yk−1 = −gT

k sk−1. (5.7)
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Štavǐse, Dai i Liao u [42] su uključili nenegativan parametar t u Perry-jev uslov (5.7) i

zamenili ga sledećim uslovom

dT
k yk−1 = −tgT

k sk−1. (5.8)

Da bismo pronašli pravac pretraživanja dk u (5.1) koji zadovoljava uslov konjugacije

(5.8), dovoljno je pomnožiti (5.1) sa yk−1 i primeniti (5.8), a nakon toga odrediti parametar

ažuriranja βk za konjugovano gradijentne metode

βDL
k =

gT
k yk−1

dT
k−1yk−1

− t
gT
k sk−1

dT
k−1yk−1

=
gT
k (yk−1 − tsk−1)

dT
k−1yk−1

=βHS
k − t

gT
k sk−1

dT
k−1yk−1

, t > 0. (5.9)

Izraz (5.9) kojim je definisan parametar ažuriranja konjugovanog gradijenta βDL
k pred-

stavlja Dai–Liao (DL) konjugovani gradijentni metod. Kasnije su, motivisani Dai–

Liao konjugovano gradijentnim metodom, istraživači u radovima [33, 106, 133, 175, 178,

190, 193] predložili modifikovane varijante Dai–Liao konjugovano gradijentne metode. Na-

jpoznatiji od njih su βDHSDL
k [190], βDLSDL

k [190] i βMHSDL
k [178] dati u sledećem obliku

βDHSDL
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
µ |gT

k dk−1|+ dT
k−1yk−1

− t
gT
k sk−1

dT
k−1yk−1

= βDHS
k − t

gT
k sk−1

dT
k−1yk−1

, (5.10)

βDLSDL
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
µ |gT

k dk−1| − dT
k−1gk−1

− t
gT
k sk−1

dT
k−1yk−1

= βDLS
k − t

gT
k sk−1

dT
k−1yk−1

, (5.11)

βMHSDL
k =

‖gk‖2− ∥gk ∥
∥gk−1 ∥g

T
k gk−1

dT
k−1yk−1

−t gT
k sk−1

dT
k−1yk−1

= βMHS
k −t gT

k sk−1

dT
k−1yk−1

, (5.12)

gde je t > 0 i µ > 1.

Jasno je da βDL
k sa t > 0 definǐse klasu nelinearnih konjugovano gradijentnih metoda.

Štavǐse, u slučaju tačnog linijskog pretraživanja, tj. gT
k sk−1 = 0, tada je βDL

k = βHS
k .

Neke dodatne konjugovano gradijentne metode iz Dai–Liao klase su βMLSDL
k [33] i βZZDL

k

[193], definisane na sledeći način:

βMLSDL
k =

gT
k

(
gk − ∥gk∥

∥gk−1∥
gk−1

)
−dT

k−1gk−1

− t
gT
k sk−1

dT
k−1yk−1

= βMLS
k − t

gT
k sk−1

dT
k−1yk−1

(5.13)
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i

βZZDL
k =

gT
k zk−1

zTk−1dk−1

− t
gT
k sk−1

dT
k−1zk−1

, (5.14)

gde je t > 0, zk−1=yk−1 + C‖gk−1‖rsk−1, C > 0 i r > 0.

Da bi uočili i opisali povezanost u klasi Dai–Liao konjugovano gradijentnih metoda,

potrebno je definisati funkciju

F
(
βM
k , t

)
:= βM

k − t
gT
k sk−1

dT
k−1yk−1

,

a onda imamo da važi

βDL
k = F

(
βHS
k , t

)
, βDHSDL

k = F
(
βDHS
k , t

)
, βDLSDL

k = F
(
βDLS
k , t

)
,

βMHSDL
k = F

(
βMHS
k , t

)
i βMLSDL

k = F
(
βMLS
k , t

)
.

U prethodne dve decenije velika pažnja istraživača u okviru klase Dai–Liao konjugovano

gradijentnih metoda bila je usmerena i na odred̄ivanju najbolje vrednosti parametra t. Sam

tok istraživanja najbolje vrednosti parametra t podeljen je u dva pravca. Jedan pravac

istraživanja je bio usmeren u pronalaženju najbolje fiksne vrednosti za parametar t, a drugi

pravac istraživanja je bio usmeren u pronalaženju najbolje aproksimacije za parametar t u

svakom iterativnom koraku.

Analizirajući rezultate iz [33, 42, 178, 190] možemo doneti zaključak da parametar t ima

najčešće fiksnu vrednost 0.1 u numeričkim eksperimentima. Takod̄e, brojna iskustva u vezi

sa fiksnom vrednošću t = 1 su data u [42].

Opšti zaključak, kada su u pitanju numerička iskustva za fiksne vrednosti parametra t je

da različiti izbori vrednosti parametra t iniciraju potpuno različite numeričke rezultate. Up-

ravo opšti zaključak predstavlja i osnovni razlog da se dalja istraživanja fokusiraju na vred-

nosti parametra t koje se odred̄uju u svakoj iteraciji. Vrednost parametra t u proizvoljnoj

k-toj iteraciji biće označena sa tk.

Hager i Zhang u [73] definǐsu pravilo za odred̄ivanje vrednosti parametra tk u svakoj

iteraciji na sledeći način

tk = 2
‖yk−1‖2

yT
k−1sk−1

. (5.15)

Varijanta Dai–Liao metode (5.9) u kojoj je tk definisano pomoću (5.15) poznata je kao

CG-DESCENT metod.

Dai i Kou u [41] su predložili parametar ažuriranja konjugovanog gradijenta βDK
k oblika

βDK
k =

gTk yk−1

yTk−1dk−1

−
(
τk +

‖yk−1‖2

yTk−1sk−1

−
yTk−1sk−1

‖sk−1‖2

)
gTk sk−1

dTk−1yk−1

, (5.16)

gde je τk parametar skaliranja koji proizilazi iz BFGS metode. Očigledno je da Dai i Kou

(DK) metod pripada klasi Dai–Liao konjugovano gradijentnih metoda, gde je parametar tk
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definisan na sledeći način

tk = τk +
‖yk−1‖2

yTk−1sk−1

−
yTk−1sk−1

‖sk−1‖2
. (5.17)

Rezultati dati u [41] potvrd̄uju da DK iteracije nadmašuju mnoge postojeće konjugovano

gradijentne metode.

Kasnije Babaie-Kafaki i Ghanbari u [19] predstavili su dva pogodna izbora za parametar

t u (5.9) oblika:

tk =
sTk−1yk−1

‖sk−1‖2
+

‖yk−1‖
‖sk−1‖

(5.18)

i

tk =
‖yk−1‖
‖sk−1‖

, (5.19)

pri čemu su odgovarajuće konjugovane gradijentne metode Dai–Liao tipa označili sa M1 i

M2. Andrei u [9] je predložio sledeće pravilo za odred̄ivanje vrednosti parametra t u (5.9) i

time definisao novu varijantu Dai–Liao metode koju je označio sa DLE:

tk =
sTk−1yk−1

‖sk−1‖2
. (5.20)

Nedavno Lotfi i Hosseini u [107] su pronašli jednu od najnovijih aproksimacije parametra t:

tk = max

{
t∗k, υ

‖yk−1‖2

sTk−1yk−1

}
, (5.21)

gde je

t∗k =
(1− hk‖gk−1∥r)s

T
k−1gk +

gT
k yk−1

yTk−1sk−1
hk‖gk−1‖r‖sk−1‖2

gT
k sk−1 +

gT
k sk−1

sTk−1yk−1
hk‖gk−1‖r‖sk−1‖2

, (5.22)

hk = C +max

{
−
sTk−1yk−1

‖sk−1‖2
, 0

}
‖gk−1‖−r, (5.23)

i υ > 1
4
, C, r su tri pozitivne konstante.

Deo naučnih rezultata ostvarenih u ovoj doktorskoj disertaciji direktno je povezan sa

pronalaženjem najbolje aproksimacije za parametar t u svakom iterativnom koraku u Dai–

Liao konjugovano gradijentnoj metodi. Vǐse detalja o dobijenim naučnim rezultatima biće

dato u Poglavljima 6 i 8.

5.3 Hibridni konjugovani gradijentni metodi

Klasični konjugovano gradijentni metodi dati u Tabelu 5.1 mogu se podeliti u dve grupe na

osnovu mnogobrojnih analiza u preglednim radovima i poglavljima knjiga. Jednu grupu čine

FR, CD i DY metode koje imaju jake osobine konvergencije, ali se nisu najbolje pokazali u
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numeričkim testovima, zahvaljujući fenomenu zaglavljivanja. Drugu grupu čine HS, PRP i

LS metode koje ne moraju da konvergiraju u opštem slučaju, ali se u numeričkim testovima

bolje ponašaju od FR, CD i DY metode. Prirodno se dolazi do ideje stvaranja hibridnih

metoda koje su nastale kombinacijom metoda jedne i druge grupe, da bi se iskoristile dobre

osobine i jedne i druge grupe metoda.

Hibridni konjugovani gradijentni metodi vrše dinamičko podešavaje parametra ažuriranja

konjugovanog gradijenta βk u svakom novom iterativnom koraku. Samim tim mogu sprečiti

pojavu malih iterativnih koraka koji karakterǐsu fenomen zaglavljivanja. Mogu se podeliti u

dve klase: mešoviti konjugovano gradijentni metodi i konjugovano gradijentni metodi kom-

binovani uvod̄enjem jednog ili vǐse parametara.

U nastavku odeljka dat je prvo pregled hibridnih metoda iz klase mešovitih konjugo-

vano gradijentnih metoda, a zatim je dat pregled hibridnih metoda iz klase konjugovano

gradijentnih metoda kombinovanih uvod̄enjem jednog ili vǐse parametara.

Jedan od prvih hibridnih konjugovano gradijentnih metoda je predložen u [165] na sledeći

način:

βk=

{
βPRP
k , ako je 0 ≤ βPRP

k ≤ βFR
k ,

βFR
k , inače,

(5.24)

gde kada dod̄e do zastoja u iteracijama, koristi se parametar PRP za ažuriranje. Hu i Storey

u [78] imali su sličnu motivaciju da iskoriste βPRP
k i βFR

k i predložili su sledeće pravilo

βk = max{0,min{βPRP
k , βFR

k }}. (5.25)

U [67] je ukazano da βPRP
k može imati negativnu vrednost, čak i za jako konveksne

funkcije. U pokušaju da prošire dozvoljene izbore za parametar ažuriranja PRP-a, uz

zadržavanje globalne konvergencije, Nocedal i Gilbert [67] su predložili izbor

βk = max{−βFR
k ,min{βPRP

k , βFR
k }}. (5.26)

Dai i Yuan u [47] kombinuju DY metod sa HS konjugovano gradijentnim metodom, što

dovodi do sledećih βk parametara ažuriranja konjugovano gradijentih metoda:

βk = max{0,min{βHS
k , βDY

k }} (5.27)

i

βk = max{−c βDY
k ,min{βHS

k , βDY
k }}, c =

1− σ

1 + σ
> 0. (5.28)

U [43], testirali su različite konjugovano gradijentne metode za velike probleme bezuslovne

optimizacije i zaključili da je hibridni konjugovano gradijentni metod (5.27) dao najbolje

rezultate.

Dai je predložio u [39] sledeći hibridni konjugovano gradijentni metod koji koristi DY ili
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CD parametar ažuriranja:

βk =
‖gk‖2

max{dT
k−1yk−1,−gT

k−1dk−1}
. (5.29)

Modifikovani konjugovano gradijentni metod definisan kao hibridizacija poznatih LS i

CD konjugovano gradijentnih metoda je predstavljen i analiziran u [177] u sledećem obliku

βLSCD
k =max{0,min{βLS

k , βCD
k }}. (5.30)

Konjugovano gradijentne metode se mogu kombinovati uvod̄enjem jednog ili vǐse param-

etara. Dai i Yuan u [45, 48] su predložili jednoparametarsku familiju konjugovano gradi-

jentnih metoda oblika

βk =
‖gk‖2

θk‖gk−1‖2 + (1− θk)dT
k−1yk−1

, (5.31)

gde je parametar θk ∈ [0, 1]. Pri čemu je βk = βFR
k u slučaju θk = 1, i βk = βDY

k ako je

θk = 0.

Hibridni metod koji su predložili Delladji, Belloufi i Sellami u [57] koristi PRP ili HZ

parametar ažuriranja i oblika je

βhPRPHZ
k =θkβ

PRP
k + (1− θk)β

HZ
k

=θk
yT
k−1gk

‖gk−1‖2
+ (1− θk)

1

dT
k−1yk−1

(
yk−1 − 2dk−1

‖yk−1‖2

dT
k−1yk−1

)T

gk,
(5.32)

gde je θk ∈ [0, 1] i naziva se parametar hibridizacije. U slučaju da je θk = 1 onda je

βhPRPHZ
k = βPRP

k , a ako je θk = 0 onda je βhPRPHZ
k = βHZ

k .

Kombinacija dva konjugovana gradijentna metoda uz pomoć θk parametra hibridizacije

se naziva konveksna kombinacija.

Nazareth u [120] je predložio dvoparametarsku familiju βk parametra ažuriranja konju-

govano gradijentih metoda koristeći konveksne kombinacije brojilaca i imenilaca i definisao

je na sledeći način

βk =
νk‖gk‖2 + (1− νk)g

T
k yk−1

θk‖gk−1‖2 + (1− θk)dT
k−1yk−1

, (5.33)

gde su νk, θk ∈ [0, 1]. Ova dvoparametarska familija uključuje FR, DY, PRP i HS metode

kao ekstremne slučajeve.

Naučni rezultati ostvareni u ovoj doktorskoj disertacije u vezi sa hibridnim konjugovano

gradijentnim metodama biće detaljno obljašnjeni i prezentovani u Poglavlju 6.
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5.4 BFGS konjugovani gradijentni metodi

Poznata činjenica je da su konjugovano gradijentne iteracije efikasnije od kvazi-Njutnovih

metoda u pogledu CPU vremena. Štavǐse, BFGS ažuriranja zahtevaju veću upotrebu mem-

orijskog prostora nego konjugovano gradijentni metodi. S druge strane, kvazi-Njutnove

metode zahtevaju manji broj iteracija kao i manji broj evaluacija ciljne funkcije. U tu

svrhu, jedan od savremenih trendova u definisanju novih konjugovano gradijentnih metoda

je korǐsćenje BFGS ažuriranja u definisanju novih pravila za definisanje βk parametra

ažuriranja konjugovanog gradijenta. Hibridni metod koji rešava sistem nelinearnih jednačina

kombinujući kvazi-Njutnov metod sa optimizacijom haosa (eng. chaos optimization) predlo-

žen je u [108]. U [76], autori su definisali kombinaciju kvazi-Njutnovog i Košijevog metoda

najstrmijeg pada (eng. steepest descent) za rešavanje problema bezuslovne optimizacije,

koji je poznat kao kvazi-Njutnov metod najstrmijeg pada.

Ibrahim i ostali u [81] su predložili hibridni pravac pretraživanja koji kombinuje kvazi-

Njutnove i konjugovano gradijentne metode. Dakle, pravac pretraživanja hibridnog metoda,

poznat kao BFGS-CG metod u [81] je definisan na sledeći način

dk=

{
−Bkgk, k=0,

−Bkgk + η(−gk + βkdk−1), k ≥ 1,
(5.34)

gde je η > 0 i βk =
gT
k gk−1

gT
k dk−1

. U pored̄enju sa standardnim BFGS metodama i metodama

konjugovanog gradijenta, BFGS-CG metod pokazuje značajno pobolǰsanje u ukupnom broju

iteracija i CPU vremenu potrebnom za rešavanje velikih problema bezuslovne optimizacije.

Takod̄e, dokazano je da BFGS-CG metod globalno konvergentan.

Hibridni pravac pretraživanja izmed̄u BFGS ažuriranja Hesijanove matrice i parametra

ažuriranja konjugovanog gradijenta βk je predložen i ispitan u [20, 91]. Hibridni DFP -CG

metod za rešavanje problema bezuslovne optimizacije predstavljen je u [123].

5.5 Tročlani H-BFGS-CG1 metod

Hibridni konjugovano gradijentni algoritmi istraživani su u [151] i zasnovani su na modifiko-

vanom pravcu pretraživanja koji je definisan korǐsćenjem jedne od sledeće dve hibridizacije:

dk=−
(
1 + βk

gT
k dk−1

‖gk‖2

)
gk + βkdk−1, (5.35)

dk=−Bkgk −
(
1 + βk

gT
k dk−1

‖gk‖2

)
gk + βkdk−1, (5.36)

gde je parametar ažuriranja konjugovanih gradijenata βk definisan korǐsćenjem pogodnih

kombinacija parametara βk uključenih u Tabeli 5.1 i prethodno definisanih hibridizacija.
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Matrica Bk u (5.36) je definisana kao odgovarajuća Hesijanova aproksimacija BFGS ažurira-

nja.

Tročlani hibridni BFGS-CG metod, poznat kao H-BFGS-CG1, je predložen od strane

Stanimirovića i ostalih u [151] sa pravcem pretraživanja

dk :=


−Bkgk, k=0,

−Bkgk −
(
1 + βLSCD

k

gT
k dk−1

‖gk‖2

)
gk + βLSCD

k dk−1, k ≥ 1.
(5.37)

Algoritam 5.5.1 definǐse odgovarajuću proceduru za izračunavanje H-BFGS-CG1 metode.

Algoritam 5.5.1 Tročlani H-BFGS-CG1 algoritam.

Ulaz: Ciljna funkcija f(x), početna tačka x0 i realni parametri 0 < ϵ < 1 i 0 < δ < 1.

1: Postaviti k=0 i izračunati g0, B0=I, d0=−B0g0.

2: Ako je

‖gk‖ ≤ ϵ i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ δ,

onda STOP; inače preći na Korak 3.

3: Pronaći dužinu koraka αk ∈ (0, 1] koriasteći Algoritam 2.2.3.

4: Izračunati xk+1=xk + αkdk i odrediti gk+1, yk i sk.

5: Izračunati

βLS
k+1=

yT
k gk+1

−gT
k dk

, βCD
k+1=

‖gk+1‖2

−gT
k dk

,

βLSCD
k+1 =max{0,min{βLS

k+1, β
CD
k+1}}.

6: Izračunati Bk+1 koristeći (3.19).

7: Odrediti pravac pretraživanja dk+1 pomoću (5.37).

8: Postaviti k :=k + 1 i preći na Korak 2.

Izlaz: xk i f(xk).

5.5.1 Analiza konvergencije za H-BFGS-CG1 metod

Da bi smo dokazali globalnu konvergenciju za H-BFGS-CG1 metod potrebne su sledeće

pretpostavke:

Pretpostavka 5.5.1. (H1) : Funkcija cilja f je dva puta neprekidno diferencijabilna.

(H2) : Skup S je konveksan. Štavǐse, postoje pozitivne konstante c1 i c2 takve da je

c1‖z‖2 ≤ zTF (x)z ≤ c2‖z‖2,

za svako z ∈ Rn i x ∈ S, gde je F (x) Hesijanova matrica funkcije f .

(H3) : Gradijent g je Lipšic neprekidan u tački x∗, tj. postoji pozitivna konstanta c3 koja
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zadovoljava nejednačinu

‖g(x)− g(x∗)‖ ≤ c3‖x− x∗‖, za svako x u okolini x∗.

Teorema 5.5.1. [29] Neka je {Bk} generisan BFGS ažuriranjem (3.19). Pretpostavimo

da je matrica Bk simetrična, pozitivno definitna i da zadovoljava jednačinu Bk+1sk = yk i

sTk yk > 0 za svako k. Pored toga, pretpostavimo da {sk} i {yk} zadovoljavaju nejednakost

‖yk −G∗sk‖
‖sk‖

≤ ϵk,

za neku simetričnu i pozitivnu matricu G∗ i za neki niz {ϵk} koji ima svojstvo

∞∑
k=1

ϵk <∞.

Onda

lim
k→∞

‖(Bk −G∗)sk‖
‖sk‖

=0

i nizovi {‖Bk‖}, {‖B−1
k ‖} su ograničeni.

Teorema 5.5.2. (Dovoljan uslov opadanja i globalna konvergencija.) Razmotrite Algoritam

5.5.1. Pretpostavimo da su uslovi H1, H2 i H3 u Pretpostavci 5.5.1 zadovoljeni kao i uslovi

Teoreme 5.5.1. Onda

lim
k→∞

‖gk‖2=0.

Dokaz. Množenjem dk u (5.37) sa gk sa leve strane dobija se

gT
k dk=−gT

kBkgk − gT
k gk − βLSCD

k gT
k dk−1 + βLSCD

k gT
k dk−1

≤ −c1‖gk‖2 − ‖gk‖2

=−(c1 + 1)‖gk‖2 ≤ −‖gk‖2, c1 + 1 > 0,

(5.38)

odakle se zaključuje da važi dovoljan uslov opadanja.

Dalje, iz uslova linijskog pretraživanja unazad i (5.38) važi

f(xk)− f(xk + αkdk) ≤ −σαkg
T
k dk ≤ σαk‖gk‖2. (5.39)

Kako se vrednost funkcija f(xk) smanjuje i niz f(xk) je ograničen odozdo na osnovu H2,

sledi da je

lim
k→∞

(f(xk)− f(xk + αkdk))=0. (5.40)

Dakle iz (5.39) i (5.40) sledi da

lim
k→∞

σαk‖gk‖2=0.
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Sada na osnovu αk > 0 i σ > 0, imamo da je

lim
k→∞

‖gk‖2=0,

što je i bio cilj da se dokaže.

5.5.2 Numerički rezultati za H-BFGS-CG1 metod

Da bismo pokazali i dokazali efikasnosnost tročlanog H-BFGS-CG1 metoda potrebno je

uraditi numerička testiranja i uporeti ih sa numeričkim rezultatima poznatih metoda za

bezuslovnu optimizaciju. Tročlani H-BFGS-CG1 metod upored̄ujemo sa DHSDL i DLSDL

metodama iz [190]. Kodovi za sve navedene metode su napisani u Matlab R2017a pro-

gramskom jeziku i izvršeni na laptop računaru sa Intel Core i3 2.0 GHz CPU-om, 8 GB

RAM-a i Windows 10 operativnim sistemom. U numeričkim eksperimentima analizirana su

tri indikatora (svojstva) za svaki testirani metod: broj iterativnih koraka (broj iteracija),

ukupan broj izračunavanja vrednosti funkcije u različitim tačkama (broj evaluacija funkcije)

i vreme izvršavanja algoritma (CPU vreme).

Numerička testiranja su bazirana na 26 test funkcijama iz [7], gde su mnoge test funkcije

preuzete iz CUTEr kolekcije [26]. Za svaku test funkciju urad̄eno je 10 numeričkih testova

sa različitim izborom broja promenljivih: 100, 200, 300, 500, 700, 800, 1000, 1500, 2000 i

3000.

Kriterijumi zaustavljanja algoritama su isti za sve testirane metode koje se koriste u

ovom numeričkom eksperimentu:

‖gk‖ ≤ 10−6 i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ 10−16.

Za ulazne parametre u Algoritmu 2.2.3 linijskog pretraživanja unazad korǐsćene su vrednosti

σ = 0.0001 i β = 0.8. Zbirni numerički rezultati za sva tri metoda, testiranih na 26 test

funkcija predstavljeni su u Tabelama 5.3, 5.4 i 5.5.

Slike 5.1 i 5.2 prikazuju profile performansi posmatranih metoda u odnosu na broj it-

eracija, broj evaluacija funkcija i CPU vreme. Dati profili performansi iz [58] predstavljaju

jedan od najčešće korǐsćenih alata za upored̄ivanje performansi metoda za bezuslovnu op-

timizaciju na velikom skupu testova. Gornja kriva odgovara metodi koja pokazuje najbolje

performanse u odnosu na izabrani profil performansi.

Na Slici 5.1a vidimo da sva tri metoda uspešno rešavaju sve test probleme, a H-BFGS-

CG1 metod je najbolji u 57.69% testiranih problema u pored̄enju sa DHSDL (34.62%) i

DLSDL (15.38%). Takod̄e, na Slici 5.1b uočavamo da sva tri metoda (DHSDL, DLSDL i

H-BFGS-CG1) uspešno rešavaju sve test probleme, dok je H-BFGS-CG1 metod najbolji u

38.46% testiranih problema u pored̄enju sa DHSDL (50%) i DLSDL (26.92%).

Na Slici 5.2 dati su profili performansi bazirani na CPU vremenu i možemo uočiti da sva

tri metoda uspešno rešavaju sve test probleme, pri čemu je H-BFGS-CG1 metod najbolji u
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Tabela 5.3: Zbirni numerički rezultati za broj iterativnih koraka.

Broj iteracija
Test funkcija

DHSDL DLSDL H-BFGS-CG1

Extended Penalty 1456 1492 13055
Raydan 1 23050 23217 32385
Raydan 2 390 392 451
Diagonal 2 4758 5209 137
Diagonal 3 22477 19693 15706
Hager 1692 1764 7496
Generalized Tridiagonal 1 623 606 7750
Extended Tridiagonal 1 596328 827 330
Extended TET 3411 3500 2357
Diagonal 5 25070 25070 25043
Extended Himmelblau 1306 1306 7201
Extended quadratic penalty QP1 563 585 2087
Extended quadratic exponential EP1 504 504 3187
Extended Tridiagonal 2 1416 1417 40094
ENGVAL1 (CUTE) 607 594 5486
NONSCOMP (CUTE) 3145116 30559018 8366
Diagonal 6 466 470 514
DIXON3DQ (CUTE) 23873421 20357499 2344
COSINE (CUTE) 31671 2875 113
BIGGSB1 (CUTE) 21483005 18112456 2270
Generalized Quartic 1245 1178 378
Diagonal 7 5454 5454 43
Diagonal 8 17891 17891 13254
Full Hessian FH3 3702 3699 1503
HIMMELH (CUTE) 90 90 20
Extended Rosenbrock 50 50 40
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(a) Bazirani na broju iteracija.
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(b) Bazirani na broju evaluacija funkcije.

Slika 5.1: Profili performansi za DHSDL, DLSDL i H-BFGS-CG1 metod.
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Tabela 5.4: Zbirni numerički rezultati za broj evaluacija testiranih funkcija.

Broj evaluacija funkcije
Test funkcija

DHSDL DLSDL H-BFGS-CG1

Extended Penalty 39354 40173 508837
Raydan 1 462262 465590 1394768
Raydan 2 970 975 1192
Diagonal 2 9526 10428 2139
Diagonal 3 679418 589965 939249
Hager 23955 25156 222414
Generalized Tridiagonal 1 10239 10064 260172
Extended Tridiagonal 1 3140661 4912 5800
Extended TET 34150 35020 50201
Diagonal 5 50310 50310 50298
Extended Himmelblau 24774 24774 293347
Extended quadratic penalty QP1 9291 9644 57012
Extended quadratic exponential EP1 13734 13734 171947
Extended Tridiagonal 2 11253 11336 1220619
ENGVAL1 (CUTE) 8520 8769 140092
NONSCOMP (CUTE) 55575511 531637119 340659
Diagonal 6 1164 1171 1372
DIXON3DQ (CUTE) 194329593 161402916 42659
COSINE (CUTE) 950303 105989 9956
BIGGSB1 (CUTE) 174871424 143604806 41301
Generalized Quartic 11696 10944 7574
Diagonal 7 27714 27714 2209
Diagonal 8 89819 89819 146099
Full Hessian FH3 120485 120291 99571
HIMMELH (CUTE) 190 190 1800
Extended Rosenbrock 110 110 90
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Slika 5.2: Profili performansi bazirani na CPU vremenu za DHSDL, DLSDL i H-BFGS-CG1
metod.
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Tabela 5.5: Zbirni numerički rezultati za CPU vreme u sekundama.

CPU vreme (sec)
Test funkcija

DHSDL DLSDL H-BFGS-CG1

Extended Penalty 1.891 1.922 7745.109
Raydan 1 17.016 17.906 28628.781
Raydan 2 0.141 0.219 177.156
Diagonal 2 1.688 2.063 66.547
Diagonal 3 99.109 82.953 7598.953
Hager 5.078 5.297 5111.313
Generalized Tridiagonal 1 1.203 1.359 2484.188
Extended Tridiagonal 1 1099.453 1.531 130.000
Extended TET 2.313 2.5 935.063
Diagonal 5 9.656 10.094 9798.609
Extended Himmelblau 0.719 0.719 2737.547
Extended quadratic penalty QP1 0.594 0.5 688.172
Extended quadratic exponential EP1 0.641 0.766 1207.734
Extended Tridiagonal 2 0.641 0.828 12771.406
ENGVAL1 (CUTE) 0.469 0.578 1830.703
NONSCOMP (CUTE) 732.359 32109.703 1647.484
Diagonal 6 0.281 0.344 210.125
DIXON3DQ (CUTE) 10948.516 9275.313 1292.516
COSINE (CUTE) 42.063 5.859 61.828
BIGGSB1 (CUTE) 9884.078 8730.078 891.500
Generalized Quartic 0.719 1.078 159.453
Diagonal 7 2.297 2.375 20.453
Diagonal 8 6.375 6.156 5002.109
Full Hessian FH3 6.922 7.078 1117.875
HIMMELH (CUTE) 0.328 0.391 9.141
Extended Rosenbrock 0.078 0.094 16.984

7.69% testiranih problema u pored̄enju sa DHSDL (73.08%) i DLSDL (23.08%).

Tabela 5.6: Prosečni numerički rezultati za 26 test funkcija testiranih na 10 numeričkih
testova.

Prosečne performanse DHSDL DLSDL H-BFGS-CG1

Broj iteracija 1,894,067.77 2,659,494.46 7,369.62

Broj evaluacija funkcije 16,557,554.85 32,242,381.50 231,206.81

CPU vreme (sec) 879.41 1,933.37 3,551.57

Prosečni numerički rezultati u Tabeli 5.6 pokazuju izuzetan napredak u smanjenju broja

iteracija i broja evaluacija funkcija korǐsćenjem H-BFGS-CG1 metode. U pored̄enju sa

DHSDL i DLSDL metodama, H-BFGS-CG1 metod je postigao drastično manji prosečan
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broj iterativnih koraka, a takod̄e i manji prosečan broj evaluacija funkcija. Med̄utim, ako

posmatramo prosečna CPU vremena za sva tri metoda, možemo zaključiti da je H-BFGS-

CG1 metod prilično spor. Isti zaključak sledi i na osnovu profila performansi prikazanih

na Slici 5.2. Prema tome, može se zaključiti da H-BFGS-CG1 metod daje dobre prosečne

rezultate.

Iz svega navedenog možemo dati konačan zaključak da H-BFGS-CG1 metod daje odred̄e-

na pobolǰsanja u pogledu efikasniti kada je u pitanju broj iteracija i broj evaluacija funkcija,

dok kada je u pitanju CPU vreme, potrebno je dalje istraživati.
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Poglavlje 6

Napredni konjugovani gradijentni

metodi

U ovom poglavlju predstavljeni su algoritmi i naučni rezultati iz tri objavljena naučna rada

[83, 87, 151], koji predstavljaju glavni deo disertacije. U radu [151] su prezentovana dva

hibridna konjugovano gradijentna metoda, od kojih je jedan nastao kombinacijom klasičnih

konjugovano gradijentnih metoda, a drugi kombinacijom modifikovanih Dai–Liao konju-

govano gradijentnih metoda sa upotrebom odgovarajućih pravaca pretraživanja. Dok u

radovima [83, 87] su prezentovane dve nove varijante Dai–Liao konjugovano gradijentnih

metoda. U [87] je dato novo pravilo za odred̄ivanje parametra t u Dai–Liao konjugovano

gradijentnoj metodi. Definisanjem novog načina odred̄ivanja vrednosti parametra t došlo

se do nove varijante Dai–Liao konjugovano gradijentnog metoda. Za ovaj metod dat je

Algoritam, dokazana globalna konvergencija i numerička efikasnost.

U radu [83] urad̄eno je izjednačavanje pravca pretraživanja iz metode ubrzanog opadaju-

ćeg gradijenta sa pravcem pretraživanja u konjugovano gradijentnim metodama Dai–Liao

tipa sa ciljem odred̄ivanja novog pravila za izračunavanje vrednosti parametra t. Definisanje

novog pravila za izračunavanje vrednosti parametra t uticalo je na nastanak nove varijante

Dai–Liao konjugovano gradijentnog metoda.

6.1 Mešoviti LS-CD konjugovano gradijentni metod

Hibridni konjugovani gradijentni metodi nastaju kombinacijom razlčitih konjugovano gradi-

jentnih metoda sa ciljem pobolǰsanja efikasnosti baznih metoda i sprečavanju pojave malih

iterativnih koraka koji karakterǐsu fenomen zaglavljivanja.

Stanimirović i ostali u radu [151] su predložili hibridni konjugovano gradijentni metod,

gde je pravac pretrage dk, k ≥ 1 definisan u (5.1), pobolǰsan korǐsćenjem sledećeg pravila

dk=−
(
1 + βk

gT
k dk−1

‖gk‖2

)
gk + βkdk−1, (6.1)
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a βk se odred̄uje korǐsćenjem odgovarajućih kombinacija βk datih u Tabeli 5.1 i/ili prethodno

definisanim hibridizacijama.

Koristeći jake konvergencione osobine CD metode i u isto vreme dobro ponašanje u

numeričkim testovima LS metode definisan je LSCD metod u [177] na sledeći način

βLSCD
k =max{0,min{βLS

k , βCD
k }},

dk=

{
−g0, k=0,

−gk + βLSCD
k dk−1, k ≥ 1.

(6.2)

U [151], autori su definisali modifikaciju LSCD metode. Dobijeni metod je poznat kao

mešoviti LS-CD konjugovano gradijentni (MLSCD) metod sa sledećim pravcem

pretraživanja

dk=

 −g0, k=0,

−
(
1 + βLSCD

k

gT
k dk−1

‖gk‖2

)
gk + βLSCD

k dk−1, k ≥ 1.
(6.3)

Generalno, ideja se bazira na zameni pravca pretraživanja dk iz [177] sa pravcem pre-

traživanja dk definisanim u (6.3).

U nastavku je dat Algoritam 6.1.1 za MLSCD metod.

Algoritam 6.1.1 Mešoviti LS-CD konjugovano gradijentni (MLSCD) metod.

Ulaz: Ciljna funkcija f(x), početna tačka x0 i realni parametri 0 < ϵ < 1, 0 < δ < 1.

1: Postaviti k=0 i izračunati d0=−g0.
2: Ako je

‖gk‖ ≤ ϵ i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ δ,

onda STOP; inače preći na Korak 3.
3: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3.
4: Izračunati xk+1=xk + αkdk i odrediti gk+1 i yk.
5: Izračunati

βLS
k+1=

yT
k gk+1

−gT
k dk

, βCD
k+1=

‖gk+1‖2

−gT
k dk

,

βLSCD
k+1 =max{0,min{βLS

k+1, β
CD
k+1}}.

6: Odrediti pravac pretraživanja dk+1 koristeći (6.3).
7: Postaviti k := k + 1 i preći na Korak 2.

Izlaz: xk i f(xk).
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6.2 Mešoviti DHSDL–DLSDL konjugovano gradijentni

metod

U ovom odeljku, predstavićemo hibridni konjugovano gradijentni metod baziran na konju-

govano gradijentnim metodama Dai–Liao tipa, a koji su dali Stanimirović i ostali u radu

[151]. Hibridni metod Dai–Liao tipa je nastao na osnovu ideja iz predhodnog odeljka u vezi

MLSCD metode. Za definisanje parametra ažuriranja hibridnog konjugovanog gradijetnog

metoda izkorǐsćene su DHSDL i DLSDL metode iz [190].

Mešoviti DHSDL–DLSDL konjugovano gradijentni metod, odnosno MMDL metod kako

je nazvan u [151], je definisan sledećim parametrom ažuriranja konjugovanog gradijenta

βMMDL
k =max{0,min{βDHSDL

k , βDLSDL
k }}, (6.4)

gde je

βDHSDL
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
µ |gT

k dk−1|+ dT
k−1yk−1

− αk−1
gT
k sk−1

dT
k−1yk−1

(6.5)

i

βDLSDL
k =

‖gk‖2 − ∥gk ∥
∥gk−1 ∥

∣∣gT
k gk−1

∣∣
µ |gT

k dk−1| − dT
k−1gk−1

− αk−1
gT
k sk−1

dT
k−1yk−1

, (6.6)

dok je pravcem pretraživanja dk odred̄en na sledeći način

dk=

 −g0, k=0,

−
(
1 + βMMDL

k

gT
k dk−1

‖gk‖2

)
gk + βMMDL

k dk−1, k ≥ 1.
(6.7)

Med̄utim, pravila za odred̄ivanje parametara ažuriranja konjugovanog gradijenta βDHSDL
k i

βDLSDL
k definisana u (6.5) i (6.6) se razlikuju od originalnih pravila datih u (5.10) i (5.11).

Razlika je u tome što se umesto fiksne vrenosti pozitivnog realnog parametra t > 0 u

(5.10) i (5.11) koristi promenljiva vrednost parametra αk iz linijskog pretrživanja unazad.

Ovaj parametar u svakoj iteraciji menja vrednost i samim tim različito utiće na vrednosti

parametara βDHSDL
k i βDLSDL

k sa jedne strane, a sa druge strane ispunjava uslov da je αk > 0.

Ispunjenost uslova αk > 0 direkno sledi iz Algoritam 2.2.3.

Algoritam za MMDL metod je predstavljen pomoću Algoritma 6.2.1.

6.3 Konjugovano gradijentni metod Dai–Liao tipa sa

pobolǰsanim parametrima

Predstavljena su nova pravila za izračunavanje parametra t uključenog u svakoj iteraciji Dai-

Liao konjugovano gradijentnih metoda. Nova pravila za odred̄ivanje vrednosti parametra

pokreću efikasnije i robusnije varijante Dai-Liao algoritma. Pod odgovarajućim uslovima,
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Algoritam 6.2.1 Mešoviti DHSDL–DLSDL konjugovano gradijentni (MMDL) metod.

Ulaz: Ciljna funkcija f(x), početna tačka x0 i realni parametri 0 < ϵ < 1, 0 < δ < 1 i
µ > 1.

1: Postaviti k=0 i izračunati d0=−g0.

2: Ako je

‖gk‖ ≤ ϵ i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ δ,

onda STOP, inače preći na Korak 3.
3: Pronaći dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3.
4: Izračunati xk+1=xk + αkdk i odrediti gk+1, yk i sk.

5: Izračunati

βDHSDL
k+1 =

‖gk+1‖2 − ∥gk+1 ∥
∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣+ dT
k yk

− αk

gT
k+1sk

dT
k yk

,

βDLSDL
k+1 =

‖gk+1‖2 − ∥gk+1 ∥
∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣− dT
k gk

− αk

gT
k+1sk

dT
k yk

,

βMMDL
k+1 =max{0,min{βDHSDL

k+1 , βDLSDL
k+1 }}.

6: Odrediti pravac pretraživanja dk+1 koristeći (6.7).
7: Postaviti k := k + 1 i preći na Korak 2.

Izlaz: xk i f(xk).

teorijska analiza pokazuje da su predloženi metodi u kombinaciji sa linijskim pretraživanjem

unazad globalno konvergentni. Prikazani su i numerički eksperimenti koji potvrd̄uju uticaj

novih vrednosti parametra t na ponašanje Dai-Liao konjugovano gradijentnih metoda.

Kako je parametar t važan za numeričko ponašanje Dai-Liao konjugovano gradijentnih

metoda [8], jedan od najvažnijih problema u implementaciji klase Dai-Liao konjugovano

gradijentnih metoda je kako odrediti najbolju vrednost parametra t > 0 koja će dati željene

numeričke rezultate. Mnogi naučnici su u prethodnom periodu uložili mnogo vremena i

truda da odrede najbolju definiciju nenegativnog parametra t u Dai-Liao klasi konjugovano

gradijentnih metoda. Do sada se istraživanje u pronalaženju odgovarajuće vrednosti parame-

tra t razvijalo u dva pravca. Jedna grupa metoda ima za cilj da pronad̄e odgovarajuću fiksnu

vrednost za t [33, 42, 178, 179, 190], dok metode iz druge grupe promovǐsu odgovarajuća

pravila za izračunavanje vrednosti t u svakoj iteraciji kako bi obezbedili zadovoljavajuće

smanjenje funkcije cilja. U našem istraživanju obratićemo pažnju na drugi istraživački tok:

pronaći parametar t čije se vrednosti menjaju kroz iteracije tako da se postiže brža konver-

gencija. Vrednost parametra t definisanog u k-toj iteraciji biće označena sa tk.

Na osnovu pregleda glavnih konjugovano gradijentnih metoda i motivisani jakim teori-

jskim svojstvima i računskom efikasnošću modifikovanih Dai-Liao konjugovano gradijent-
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nih metoda, koje su predložili mnogi istraživači, predstavljamo u Odeljku 6.3.1 novi način

izračunavanja vrednosti parametra tk iz [87]. Kao posledica toga, predložen je odgovarajući

konjugovano gradijentni metod Dai-Liao tipa pod nazivom Efikasni Dai-Liao (EDL) metod.

U Odeljku 6.3.2 predstavljen je još jedan način izračunavanja vrednosti parametra tk iz

[83]. Direkna posledica novog način odred̄ivanja vrednosti parametra tk je MSMDL metod,

odnosno nova varijanta Dai-Liao konjugovano gradijentnog metoda.

6.3.1 Efikasan Dai-Liao konjugovano gradijentni metod

Veliki broj istraživača u prethodne dve decenije bavio se pobolǰsanjem efikasnosti Dai–Liao

konjugovano gradijentnog metoda i njegovih varijanti. Posebno mesto u istraživanjima

ima definisanje i odred̄ivanje novih pravila za izračunavanje parametra tk. Samim tim ovo

je i garancija da se ovim pristupom značajno utiče na pobolǰsanju efikasnosti Dai–Liao

konjugovano gradijentnog metoda i njegovih varijanti, odnosno da je još uvek ovaj metod

nedovoljno istražen.

Ideja za definisanje novog pravila za izračunavanje parametra t∗k dolazi iz prethodno

opisanih pravila za izračunavanje parametra tk u Odeljku 5.2, zatim iz rada Li i Ruan [98],

i iz ideje koja se može naći u radu Yuan, Li i Hu [185]. Dalje, analizirajući rezultate iz

[33, 42, 178, 179, 190], zaključujemo da je parametar t definisan fiksnom vrednošću od 0.1

u pripadajućim numeričkim eksperimentima. Takod̄e, numerička iskustva u vezi sa fiksnom

vrednošću t = 1 su data u [42]. Na osnovu ovih iskustva, naš cilj je da definǐsemo vrednosti

promenljivih tk unutar intervala (0, 1).

Da bismo uspešno definisali parametar tk sa vrednostima koje pripadaju intervalu (0, 1),

počnimo od definicije veličine Lk koja je korǐsćena pri definisanju pravca pretraživanja dk u

[98]. Parametar Lk je dat u sledećem obliku

Lk =
sTk−1sk−1

sTk−1y
∗
k−1

∈ (0, 1), k ≥ 0,

gde je

y∗
k−1 = yk−1 +

(
max

{
0,−

sTk−1yk−1

‖sk−1‖2

}
+ 1

)
sk−1.

Zamenom y∗
k−1 u Lk, dobija se

Lk =
sTk−1sk−1

sTk−1

(
yk−1 +

(
max

{
0,− sTk−1yk−1

∥sk−1∥2

}
+ 1
)
sk−1

)
=

‖sk−1‖2

sTk−1yk−1 +
(
max

{
0,− sTk−1yk−1

∥sk−1∥2

}
+ 1
)
‖sk−1‖2

.

Dalje, uz odred̄ene modifikacije i zamene u jednačini koja definǐse Lk, kao i korǐsćenjem

funkcije max koja odred̄uje maksimum izmed̄u vrednosti izraza dT
k−1gk i 1, dolazimo do
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novog pravila za odred̄ivanje vrednosti parametra tk u svakom iterativnom koraku. Na

osnovu unapred zahtevanih ograničenja, novi parametar t∗k je definisan na sledeći način:

t∗k =
‖gk‖2

max
{
1,dT

k−1gk

}
+
(
max

{
0,

dT
k−1gk

∥gk∥2

}
+ 1
)
‖gk‖2

. (6.8)

Jednostavno se pokazuje da t∗k definisano u (6.8) zadovoljava sledeću nejednakost

0 < t∗k ≤
‖gk‖2

1 + (0 + 1) ‖gk‖2

=
‖gk‖2

1 + ‖gk‖2

< 1.

(6.9)

Prema tome, t∗k ∈ (0, 1), što je bio naš početni cilj prilikom definisanja pravila za

odred̄ivanje vrednosti parametra t∗k u svakom iterativnom koraku. Jasno je da veće vred-

nosti ‖gk‖ dovode do vrednosti t∗k ↗ 1. Dalje, pošto je trend ‖gk‖ → 0 očekivan, možemo

očekivati smanjenje vrednosti t∗k ↘ 0 u kasnijim iteracijama. Zbog toga je t∗k pogodan za

definisanje odgovarajućih parametara ažuriranja konjugovanog gradijenta βk Dai–Liao tipa.

Uzimajući u obzir t = t∗k u (5.12), logično je predložiti novu varijantu Dai-Liao konjugo-

vano gradijentnog parametra ažuriranja βEDL
k koja je sledećeg oblika:

βEDL
k =

‖gk‖2 − ∥gk ∥
∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

− t∗k
gT
k sk−1

dT
k−1yk−1

. (6.10)

Pre definisanja glavnog algoritma, potrebno je definisati linijsko pretraživanje unazad,

kao jedno od najpopularnijih i praktičnih metoda za izračunavanje dužine koraka αk u (2.2).

Procedura za linijsko pretraživanje unazad predložena u [6] počinje od početne vrednosti

α = 1 i generǐse izlazne vrednosti koje obezbed̄uju da se funkcija cilja smanjuje u svakoj

iteraciji. Prema tome, pogodno je koristiti Algoritam 2.2.3, preuzet iz [155], da bi se odredila

dužina koraka αk.

Algoritam 6.3.1 opisuje računski postupak za Efikasan Dai–Liao (EDL) metod.

6.3.2 Modifikovani konjugovano gradijentni metod Dai-Liao tipa

zasnovan na aproksimaciji Hesijanove matrice pomoću parame-

tra ubrzanja

Uvode se i istražuju odgovarajuća ubrzanja Dai–Liao konjugovano gradijentne porodice

iteracija za rešavanje velikih neograničenih optimizacionih problema. Pobolǰsanja su zas-

novana na odgovarajućim modifikacijama parametra ažuriranja konjugovanog gradijenta u

Dai–Liao konjugovano gradijentnim metodama. Glavana ideja je da se kombinuju pravci
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Algoritam 6.3.1 Efikasan Dai–Liao (EDL) konjugovano gradijentni metod.

Ulaz: Ciljna funkcija f(x), početna tačka x0 i pozitivni realni parametri 0 < ϵ < 1 i
0 < δ < 1.

1: Postaviti k = 0 i izračunati d0=−g0.

2: Ako je

‖gk‖ ≤ ϵ i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ δ,

STOP, inače preći na Korak 3.

3: Odrediti dužinu koraka αk ∈ (0, 1] koristeći Algoritam 2.2.3.

4: Izračunati xk+1=xk + αkdk i odrediti gk+1, yk i sk.

5: Izračunati t∗k koristeći (6.8).

6: Odrediti βEDL
k+1 koristeći (6.10).

7: Izračunati pravac pretraživanja dk+1=−gk+1 + βEDL
k+1 dk.

8: Postaviti k := k + 1 i preći na Korak 2.
Izlaz: xk i f(xk).

pretraživanja u metodama ubrzanog opadajućeg gradijenta, definisani na osnovu Hesi-

janove aproksimacije odgovarajućom dijagonalnom matricom u kvazi-Njutnovim metodama

sa pravcima pretraživanja u konjugovano gradijentnim metodama Dai–Liao tipa.

Iterativna šema za rešavanje problema bezuslovne optimizacije (2.1) za MSM metod je

oblika (4.4), gde je γMSM
k+1 odred̄eno sa (4.8). Kako bi zadovoljili potrebne i dovoljne uslove

optimalnosti drugog reda, potrebno je nepogodne vrednosti γMSM
k+1 ≤ 0 koje se pojavljuju u

(4.8) zameniti sa γMSM
k+1 = 1. Da bi izbegli ovakve situacije, u skladu sa [86, 155], koristi se

sledeći parametar ubrzanja:

γMSM
k+1 =

γ
MSM
k+1 , γMSM

k+1 > 0,

1, γMSM
k+1 ≤ 0,

(6.11)

gde je γMSM
k+1 definisan pomoću (4.8). Iz (4.4) imamo da se iterativna šema MSM metode

može zapisati na sledeći način

xk+1 = xk − αkגk(γMSM
k )−1gk = xk + αkd

MSM
k , (6.12)

gde je kג := 1+αk−α2
k i d

MSM
k = k(γMSMג−

k )−1gk. Kako je dužina koraka αk ∈ (0, 1], glavna

ideja koja se koristi u iteracijama MSM metode je da se ubrzaju iteracije SM metode pomoću

parametra kג := 1 + αk − α2
k > 1. Vǐse detalja o metodama ubrzanog gradijenta možete

pronaći u [85, 152, 155]. Kako je k(αk)′ג = 0 za αk = 1/2 i k(0)ג = k(1)ג = 1, matematička

analiza funkcije k(αk)ג na intervalu αk ∈ (0, 1] pokazuje max k(αk)ג = k(1/2)ג = 5/4 i

1 ≤ kג ≤ 5/4. Slika 6.1 predstavlja grafik funkcije k(αk)ג za αk ∈ (0, 1].
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Slika 6.1: Grafik funkcije (αk)ג = 1 + αk − α2
k za αk ∈ (0, 1].

Prema tome, pravac pretraživanja koji je sadržan u osnovi MSM metode u (6.12) je

odred̄en vektorom

dMSM
k = k(γMSMג−

k )−1gk, (6.13)

gde je parametar γMSM
k definisan pomoću (6.11).

S druge strane, parametar t sadržan u parametru ažuriranja konjugovanog gradijenta

βDL
k iz (5.9) može se odrediti zamenom (5.9) u (5.1), što dovodi do

dDL
k = −gk + βDL

k dk−1 = −gk +

(
gT
k yk−1

dT
k−1yk−1

− t
gT
k sk−1

dT
k−1yk−1

)
dk−1. (6.14)

Nakon izjednačavanja dMSM
k iz (6.13) sa dDL

k iz (6.14), dobija se jednačina:

k(γMSMג−
k )−1gk = −gk +

gTk yk−1

dT
k−1yk−1

dk−1 − t
gT
k sk−1

dT
k−1yk−1

dk−1. (6.15)

Cilj je rešiti jednačinu (6.15) po t i na taj način definisati novo pravilo za odred̄ivanje

Dai–Liao parametra t. Ukoliko levu i desnu stranu jednačine (6.15) pomnožite sa gT
k dobija

se jednačina

k(γMSMג−
k )−1gT

k gk = −gT
k gk +

gT
k yk−1

dT
k−1yk−1

gT
k dk−1 − t

gT
k sk−1

dT
k−1yk−1

gT
k dk−1. (6.16)

Prema tome, iz (6.16) dobija se

t
gT
k sk−1

dT
k−1yk−1

gT
k dk−1 = −‖gk‖2 + k(γMSMג

k )−1‖gk‖2 +
gT
k yk−1

dT
k−1yk−1

gT
k dk−1

=
(
k(γMSMג

k )−1 − 1
)
‖gk‖2 +

gT
k yk−1

dT
k−1yk−1

gT
k dk−1. (6.17)
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Sada iz jednačine (6.17) parametar t može se odrediti na sledeći način

t =

(
k(γMSMג

k )−1 − 1
)
‖gk‖2 +

gT
k yk−1

dT
k−1yk−1

gT
k dk−1

gT
k sk−1

dT
k−1yk−1

gT
k dk−1

. (6.18)

Kako je sk−1 = xk − xk−1 = xk−1 + αk−1dk−1 − xk−1 = αk−1dk−1 i αk−1 > 0, nakon zamene

dk−1 = sk−1/αk−1 u (6.18) i sred̄ivanja izraza dobija se

t =

(
k(γMSMג

k )−1 − 1
)
‖gk‖2 +

gT
k yk−1

1
αk−1

sTk−1yk−1
gT
k

1
αk−1

sk−1

gT
k sk−1

1
αk−1

sTk−1yk−1
gT
k

1
αk−1

sk−1

=

(
k(γMSMג

k )−1 − 1
)
‖gk‖2 +

gT
k yk−1

sTk−1yk−1
gT
k sk−1

(gT
k sk−1)2

sTk−1yk−1

=

(
k(γMSMג

k )−1 − 1
)
‖gk‖2sTk−1yk−1 + gT

k yk−1g
T
k sk−1

(gT
k sk−1)2

= τMSM
k . (6.19)

Poznato je da je Dai–Liao parametar izračunat da generǐse pravac maksimalnog pobolǰsa-

nja, koristeći matricu pravca pretraživanja koja je ortogonalna na vektor gradijenta [5]. Da

bi se osigurali da novi Dai–Liao metod zadovoljava uslov opadanja, definicija za t u (6.19)

se menja korǐsćenjem ideja iz [5, 107] u sledeći oblik

tMSMDL
k = max

{
τMSM
k , θ

‖yk−1‖2

sTk−1yk−1

}
, θ >

1

4
. (6.20)

Uzimajući t := tMSMDL
k u (5.9), predložena je nova varijanta Dai-Liao konjugovano gradi-

jentnog parametra ažuriranja βMSMDL
k koja je oblika:

βMSMDL
k =

gT
k yk−1

dT
k−1yk−1

− tMSMDL
k

gT
k sk−1

dT
k−1yk−1

. (6.21)

Pre definisanja algoritma za MSMDL metod, koji je baziran na jednačinama (2.2), (5.1),

(6.20) i (6.21), potrebno je definisati linijsko pretraživanje unazad za odred̄ivanje dužine

koraka αk. Za odred̄ivanje dužine koraka αk koristi se Algoritam 2.2.3.

Algoritam 6.3.2 daje detaljan postupak za primenu MSMDL metode.

Prethodno opisana strategija za kombinovanje MSM i Dai–Liao pristupa može se pri-

meniti na bilo koji kvazi-Njutnov pravac. Ako se izvrši zamena γMSM
k+1 sa γBB1

k iz (3.29),

dobija se novi BB1DL metod. Analognim postupkom dobija se

t =

(
(γBB1

k )−1 − 1
)
‖gk‖2sTk−1yk−1 + gT

k yk−1g
T
k sk−1

(gT
k sk−1)2

= τBB1
k
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Algoritam 6.3.2 MSMDL metod

Ulaz: Funkcija cilja f(x), početna aproksimacija x0 ∈ dom(f) i parametri 0 < ε � 1,
0 < δ � 1.

1: Postaviti k = 0, γ0 = 1 i izračunati f(x0), g0 = ∇f(x0), d0 = −g0.
2: Ako su test kriterijumi

‖gk‖ ≤ ε i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ δ,

ispunjeni, onda STOP, inače preći na Korak 3.
3: Odrediti dužinu koraka αk koristeći Algoritam 2.2.3.
4: Izračunati xk+1 = xk + αkdk i odrediti f(xk+1) i gk+1 = ∇f(xk+1).
5: Odrediti γMSM

k+1 koristeći (6.11).
6: Izračunati tMSMDL

k+1 koristeći (6.20).
7: Izračunati βMSMDL

k+1 koristeći (6.21).
8: Odrediti pravac pretraživanja dk+1 = −gk+1 + βMSMDL

k+1 dk.
9: Postaviti k := k + 1 i preći na Korak 2.

Izlaz: xk+1 i f(xk+1).

i

tBB1DL
k = max

{
τBB1
k , θ

‖yk−1‖2

sTk−1yk−1

}
, θ >

1

4
. (6.22)

Dalje, zamena t := tBB1DL
k u (5.9) inicira novu varijantu Dai–Liao konjugovano gradijentnog

parametra ažuriranja βBB1DL
k :

βBB1DL
k =

gT
k yk−1

dT
k−1yk−1

− tBB1DL
k

gT
k sk−1

dT
k−1yk−1

. (6.23)

Ako se primene date izmene, dolazi se do nove varijante Algoritma 6.3.2, gde se umesto

5., 6., 7. i 8. koraka u MSMDL metodi koriste sledeći koraci:

Korak 5*: Odrediti γBB1
k+1 koristeći (3.29).

Korak 6*: Izračunati tBB1DL
k+1 koristeći (6.22).

Korak 7*: Izračunati βBB1DL
k+1 koristeći (6.23).

Korak 8*: Odrediti dk+1 = −gk+1 + βBB1DL
k+1 dk.

Varijanta Algoritma 6.3.2 zasnovana na koracima 1:–4:,5*:,6*:,7*:,8*: i 9: biće nazvana

BB1DL metod. Tačnije, BB1DL metod je zasnovan na jednačinama (2.2), (5.1), (6.22) i

(6.23).

Na osnovu svega gore navedenog, može se zaključiti da je opšti okvir predstavljen Algo-

ritmom 6.3.2 primenljiv i na druge kvazi-Njutnove metode.
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6.4 Analiza konvergencije

U okviru ovog odeljka, pod standardnim pretpostavkama izvršena je analiza konvergencije

za MLSCD (Algoritam 6.1.1), MMDL (Algoritam 6.2.1), EDL (Algoritam 6.3.1) i MSMDL

(Algoritam 6.3.2) metode. Osobine konvergencije navedenih metoda su ispitane na skupu

uniformno konveksnih funkcija.

U dokazima definisanih tvrd̄enja u nastavku odeljka podrazumeva se važenje Stava 4.5.1

i Leme 4.5.1 datih u Poglavlju 4.

6.4.1 Analiza konvergencije MLSCD i MMDL metode

Globalna konvergencija predloženih hibridnih varijanti konjugovano gradijentnih metoda je

dokazana u nastavku na osnovu standardnih pretpostavki.

Teorema 6.4.1. Ako je βk bilo koji parametar ažuriranja konjugovano gradijentnih metoda.

Onda pravac pretraživanja dk definisan u (6.1) zadovoljava

gT
k dk=−‖gk‖2. (6.24)

Dokaz. Da bi dokazali jednakost (6.24) potrebno je levu i desnu stranu jednačine (6.1)

pomnožiti sa gT
k . Nakon množenja i sred̄ivanja dobija se jednakost

gT
k dk=−

(
1 + βk

gT
k dk−1

‖gk‖2

)
gT
k gk + βkg

T
k dk−1

=−‖gk‖2 − βkg
T
k dk−1 + βkg

T
k dk−1

=−‖gk‖2,

(6.25)

čime je dokaz završen.

Ishod sledće leme, koji se često naziva Zoutendijk-ov uslov, koristi se za dokazivanje

globalne konvergencije nelinearnih konjugovano gradijentnih metoda. Originalno je data u

[194].

Lema 6.4.1. [32, 194] Neka važe pretpostavke (H1) i (H2) iz Stava 4.5.1 i neka je niz {xk}
generisan MLSDL metodom sa linijskim pretrživanjem unazad. Onda je

∞∑
k=0

‖gk‖4

‖dk‖2
< +∞. (6.26)

Dokaz. Posmatraju se dva slučaja kada se koristi linijsko pretrživanje unazad. Ako je αk 6=
ζ, onda nije teško pokazati da postoji konstanta c > 0 takva da

αk ≥ c
−gT

k dk

‖dk‖2
=c

‖gk‖2

‖dk‖2
. (6.27)
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Ovo zajedno sa linijskim pretrživanjem unazad implicira postojanje konstante M > 0 takve

da
‖gk‖4

‖dk‖2
≤M(f(xk)− f(xk+1)). (6.28)

S druge strane, ako je αk=ζ onda sledi da

‖gk‖4

‖dk‖2
≤ ‖gk‖2 ≤ ‖dk‖2 ≤ δ−1ζ−2(f(xk)− f(xk+1)).

Ukoliko se u poslednjoj nejednačini oznaci sa M=δ−1ζ−2, onda važi (6.28).

U Teoremi 6.4.2 dokazana je globalna konvergencija MLSCD metode.

Teorema 6.4.2. Neka važe pretpostavke (H1) i (H2) iz Stava 4.5.1. Onda niz {xk}, gener-
isan MLSDL metodom sa linijskim pretrživanjem unazad zadovoljava

lim inf
k→∞

‖gk‖=0. (6.29)

Dokaz. Da bismo teoremu dokazali kontradikcijom pretpostavimo da (6.29) ne važi. Zatim,

predpostavimo da postoji konstanta c > 0 takva da

‖gk‖ ≥ c, za svako k ≥ 0. (6.30)

Pravac pretraživanja dk iz (6.3) dat je u sledećem obliku

dk=−lkgk + βLSCD
k dk−1, gde je lk=1 + βLSCD

k

gT
k dk−1

‖gk‖2
. (6.31)

Sada, iz (6.31) imamo da važi

dk + lkgk=β
LSCD
k dk−1,

što dalje implicira

(dk + lkgk)
2=(βLSCD

k dk−1)
2,

‖dk‖2 + 2lkd
T
k gk + l2k‖gk‖2=(βLSCD

k )2‖dk−1‖2,

odnosno

‖dk‖2=(βLSCD
k )2‖dk−1‖2 − 2lkd

T
k gk − l2k‖gk‖2. (6.32)

Iz definicije parametra ažuriranja konjugovanog gradijenta βLSCD
k imamo da važi

βLSCD
k =max{0,min{βLS

k , βCD
k }} ≤ |βCD

k |. (6.33)

Podelimo obe strane u (6.32) sa (gT
k dk)

2, a zatim primenimo (6.24), (6.33) i definiciju za

103



Analiza konvergencije

βCD
k :

‖dk‖2

‖gk‖4
=

‖dk‖2

(gT
k dk)2

=(βLSCD
k )2

‖dk−1‖2

(gT
k dk)2

− 2lkd
T
k gk

(gT
k dk)2

− l2k
‖gk‖2

(gT
k dk)2

≤ (βCD
k )2

‖dk−1‖2

(gT
k dk)2

− 2lk
gT
k dk

− l2k
‖gk‖2

(gT
k dk)2

=

(
‖gk‖2

−gT
k−1dk−1

)2 ‖dk−1‖2

(gT
k dk)2

− 2lk
gT
k dk

− l2k
‖gk‖2

(gT
k dk)2

.

(6.34)

Sada, primenom (6.24) i (6.30) u (6.34), dobija se

‖dk‖2

‖gk‖4
≤ ‖gk‖4

‖gk−1‖4
‖dk−1‖2

‖gk‖4
+

2lk
‖gk‖2

− l2k
‖gk‖2

‖gk‖4

=
‖dk−1‖2

‖gk−1‖4
+

2lk
‖gk‖2

− l2k
1

‖gk‖2

=
‖dk−1‖2

‖gk−1‖4
− (lk − 1)2

‖gk‖2
+

1

‖gk‖2

≤ ‖dk−1‖2

‖gk−1‖4
+

1

‖gk‖2

≤
k∑
j=0

1

‖gj‖2

≤ k + 1

c2
.

Poslednja nejednakost implicira

∑
k≥1

‖gk‖4

‖dk‖2
≥ c2

∑
k≥1

1

k + 1
=∞, (6.35)

što je u suprotnosti sa (6.26), čime je dokaz završen.

Globalna konvergencija MMDL metode se dokazuje u Teoremi 6.4.3.

Teorema 6.4.3. Neka važe pretpostavke (H1) i (H2) iz Stava 4.5.1. Onda niz {xk}, gener-
isan MMDL metodom sa linijskim pretrživanjem unazad zadovoljava

lim inf
k→∞

‖gk‖=0. (6.36)

Dokaz. Pretpostavimo suprotno da (6.36) ne važi. Tada postoji konstanta c > 0 takva da

‖gk‖ ≥ c, za svako k ≥ 0. (6.37)

Ako označimo sa

lk=1 + βMMDL
k

gT
k dk−1

‖gk‖2
, (6.38)
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onda se pravac pretaživanja dk iz (6.7) može zapisati u sledećem obliku

dk + lkgk=β
MMDL
k dk−1, (6.39)

što dalje implicira

(dk + lkgk)
2=(βMMDL

k dk−1)
2,

‖dk‖2 + 2lkd
T
k gk + l2k‖gk‖2=(βMMDL

k )2‖dk−1‖2,

odnosno

‖dk‖2=(βMMDL
k )2‖dk−1‖2 − 2lkd

T
k gk − l2k‖gk‖2. (6.40)

Imajući u vidu da je µ > 1, kao i da je dT
k gk < 0 i primenom uslova proširene konju-

gacije (eng. extended conjugacy) dT
k yk−1= tg

T
k sk−1, t > 0, koji je eksploatisan u [42, 190],

dobija se

βDHSDL
k+1 =

‖gk+1‖2 − ∥gk+1 ∥
∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣+ dT
k yk

− αk

gT
k+1sk

dT
k yk

≤
‖gk+1‖2 − ∥gk+1 ∥

∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣+ dT
k yk

=
‖gk+1‖2 − ∥gk+1 ∥

∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣+ dT
k (gk+1 − gk)

=
‖gk+1‖2 − ∥gk+1 ∥

∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣+ dT
k gk+1 − dT

k gk

≤ ‖gk+1‖2

µ
∣∣gT

k+1dk

∣∣+ dT
k gk+1 − dT

k gk

≤ ‖gk+1‖2

−dT
k gk

.

Dalje za βDLSDL
k koristeći prethodno navedene činjenice sledi da važi

βDLSDL
k+1 =

‖gk+1‖2 − ∥gk+1 ∥
∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣− dT
k gk

− αk

gT
k+1sk

dT
k yk

≤
‖gk+1‖2 − ∥gk+1 ∥

∥gk ∥

∣∣gT
k+1gk

∣∣
µ
∣∣gT

k+1dk

∣∣− dT
k gk

≤ ‖gk+1‖2

µ
∣∣gT

k+1dk

∣∣− dT
k gk

≤ ‖gk+1‖2

−dT
k gk

.
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Sada, na osnovu dobijenih nejdnakosti za βDHSDL
k i βDLSDL

k može se izvesti sledeći zaključak

βMMDL
k =max{0,min{βDHSDL

k , βDLSDL
k }} ≤ ‖gk‖2

−dT
k−1gk−1

. (6.41)

Dalje, podelimo obe strane u (6.40) sa (gT
k dk)

2, a zatim primenimo (6.24), (6.41) i (6.37)

‖dk‖2

‖gk‖4
=

‖dk‖2

(gT
k dk)2

=(βMMDL
k )2

‖dk−1‖2

(gT
k dk)2

− 2lkd
T
k gk

(gT
k dk)2

− l2k
‖gk‖2

(gT
k dk)2

=(βMMDL
k )2

‖dk−1‖2

(gT
k dk)2

− 2lk
gT
k dk

− l2k
‖gk‖2

(gT
k dk)2

≤
(

‖gk‖2

−gT
k−1dk−1

)2 ‖dk−1‖2

(gT
k dk)2

− 2lk
gT
k dk

− l2k
‖gk‖2

(gT
k dk)2

=
‖gk‖4

‖gk−1‖4
‖dk−1‖2

‖gk‖4
+

2lk
‖gk‖2

− l2k
‖gk‖2

‖gk‖4

=
‖dk−1‖2

‖gk−1‖4
+

2lk
‖gk‖2

− l2k
1

‖gk‖2

=
‖dk−1‖2

‖gk−1‖4
− (lk − 1)2

‖gk‖2
+

1

‖gk‖2

≤ ‖dk−1‖2

‖gk−1‖4
+

1

‖gk‖2

≤
k∑
j=0

1

‖gj‖2

≤ k + 1

c2
.

(6.42)

Nejednakosti u (6.42) impliciraju

∑
k≥1

‖gk‖4

‖dk‖2
≥ c2

∑
k≥1

1

k + 1
=∞. (6.43)

Na osnovu čega sledi da ‖gk‖ ≥ c izaziva kontradikciju sa (6.26). Prema tome važi (6.36),

čime je dokaz završen.

6.4.2 Analiza konvergencije EDL i MSMDL metode

Globalna konvergencija predloženih varijanti Dai–Liao konjugovano gradijentnih metoda je

izvedena na osnovu standardnih pretpostavki.

Pretpostavke (H1) i (H2) iz Stava 4.5.1 iniciraju postojanje pozitivnih konstanti D i γ

koje zadovoljavaju

(∀u,v ∈ B) ‖u− v‖ ≤ D (6.44)

106



Napredni konjugovani gradijentni metodi

i

(∀u ∈ B) ‖g(u)‖ ≤ γ. (6.45)

Drugi glavni element u dokazivanju konvergencije konjugovano gradijentne metode je

svojstvo uniformno konveksnih funkcija

sTk−1yk−1 ≥ η‖sk−1‖2, (6.46)

gde je η > 0. Verifikacija ove osobine se može naći u [162, Teorema 1.3.16]. Iz (4.32) sledi

‖yk−1‖ ≤ L‖sk−1‖, gde zajedno sa (6.46) inicira

η‖sk−1‖2 ≤ sTk−1yk−1 ≤ L‖sk−1‖2. (6.47)

Jasno je da nejednakost (6.47) implicira η ≤ L. Dalje, iz nejednačine (6.47) imamo da važi

sTk−1yk−1 = αk−1d
T
k−1yk−1 > 0. (6.48)

Uzimajući u obzir da je αk−1 > 0 u (6.48), može se zaključiti sledeće

dT
k−1yk−1 > 0. (6.49)

Tvrd̄enje iz Leme 6.4.2 koristi se za dokazivanje globalne konvergencije konjugovano

gradijentnih metoda. Tačnost ovog tvrd̄enja može se proveriti na osnovu rezultata datih u

[32, Lema 2.2] i [194].

Lema 6.4.2. Neka važe pretpostavke (H1) i (H2) iz Stava 4.5.1 i neka je niz {xk} genierisan

pomoću EDL ili MSMDL metode sa linijskim pretraživanjem unazad. Onda je

∞∑
k=0

‖gk‖4

‖dk‖2
< +∞. (6.50)

Lema 6.4.3. Razmotrimo predloženi EDL konjugovani gradijentni metod odred̄en sa (2.2),

(5.1) i (6.10). Ako pravac pretraživanja zadovoljava uslov (6.49) za svako k ≥ 0, onda važi

sledeća nejednakost

gT
k dk≤−c‖gk‖2, (6.51)

za neko 0 ≤ c ≤ 1.

Dokaz. Nejednakost (6.51) biće dokazana indukcijom. Za k = 0 imamo da važi gT
0 d0 =

−‖g0‖2. Kako je c ≤ 1, očigledno je nejednakost (6.51) zadovoljena u ovom slučaju. Pret-

postavimo da (6.51) važi za neko k ≥ 1. Ukoliko pomnožimo sa vektorom gT
k levu i desnu
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stranu u (5.1), dobija se

gT
k dk=−‖gk‖2 + βEDL

k gT
k dk−1

=−‖gk‖2 +

(
‖gk‖2 − ∥gk ∥

∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

− t∗k
gT
k sk−1

dT
k−1yk−1

)
gT
k dk−1

=−‖gk‖2 +
‖gk‖2 − ∥gk ∥

∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

gT
k dk−1 − t∗k

gT
k sk−1

dT
k−1yk−1

gT
k dk−1

=−‖gk‖2 +
‖gk‖2 − ∥gk ∥

∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

gT
k dk−1 − t∗k

αk−1(g
T
k dk−1)

2

dT
k−1yk−1

.

(6.52)

Koristeći (6.9) zajedno sa (6.49) i αk−1 > 0, imamo da važi

t∗k
αk−1(g

T
k dk−1)

2

dT
k−1yk−1

> 0. (6.53)

Sada iz (6.52), (6.53) i

0 ≤ βMHS
k =

‖gk‖2 − ∥gk ∥
∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

≤ ‖gk‖2

λ|gT
k dk−1|

, λ ≥ 1, (6.54)

sledi da

gT
k dk≤−‖gk‖2 +

‖gk‖2 − ∥gk ∥
∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

gT
k dk−1

≤−‖gk‖2 +
‖gk‖2

λ |gT
k dk−1|

∣∣gT
k dk−1

∣∣
=−

(
1− 1

λ

)
‖gk‖2.

(6.55)

Kako je λ ≥ 1, nejednakost (6.51) je zadovoljena za c =
(
1− 1

λ

)
u (6.55) i proizvoljno

k ≥ 0.

Lema 6.4.4. Neka važe pretpostavke (H1) i (H2) iz Stava 4.5.1, funkcija f je uniformno

konveksna i konjugovano gradijentni parametar ažuriranja (6.21) ispunjava uslov tMSMDL
k ≥

θ ∥yk−1∥2
sTk−1yk−1

, za svako k ≥ 0 i za θ > 1
4
. Tada MSMDL metod zadovoljava dovoljan uslov

opadanja

gT
k dk ≤ −c ‖gk‖2 (6.56)

za c = 1− 1
4θ
.

Dokaz. Pretpostavke iz Stava 4.5.1 garantuju (6.49) za pravce pretraživanja (5.1) u predlože-

nom MSMDL metodu. Nejednakost (6.56) biće dokazana indukcijom. Za k = 0 imamo da

važi gT
0 d0 = −‖g0‖2 ≤ −c ‖g0‖2. Prema tome, nejednakost (6.56) je zadovoljena za k = 0.

Pretpostavimo da nejednakost (6.56) važi za neko k ≥ 1. Ukoliko za slučaj k + 1 jednačinu
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(5.1) koja odgovara MSMDL metodi pomnožimo sa vektorom gT
k+1 sa leve i sa desne strane,

dobija se

gT
k+1dk+1 = −‖gk+1‖2 + βMSMDL

k+1 gT
k+1dk

= −‖gk+1‖2 +
(
gT
k+1yk

dT
k yk

− tMSMDL
k+1

gT
k+1sk

dT
k yk

)
gT
k+1dk

= −‖gk+1‖2 +
gT
k+1yk

dT
k yk

gT
k+1dk − tMSMDL

k+1

gT
k+1sk

dT
k yk

gT
k+1dk

= −‖gk+1‖2 +
gT
k+1yk

dT
k yk

gT
k+1dk − tMSMDL

k+1

αk(g
T
k+1dk)

2

dT
k yk

. (6.57)

Sada iz jednakosti (6.57) sledi

gT
k+1dk+1=−‖gk+1‖2 +

gT
k+1yk

dT
k yk

gT
k+1dk −

tMSMDL
k+1 αk(g

T
k+1dk)

2

dT
k yk

(6.58)

=
−‖gk+1‖2(dT

k yk)
2+(gT

k+1yk)(d
T
k yk)(g

T
k+1dk)

(dT
k yk)2

−
tMSMDL
k+1 αk(g

T
k+1dk)

2(dT
k yk)

(dT
k yk)2

.

Koristeći nejednakost uTv ≤ 1
2
(‖u‖2+‖v‖2), gde je u = 1√

2θ
(dT

k yk)gk+1 i v =
√
2θ(gT

k+1dk)yk,

dobija se

gT
k+1dk+1≤

‖gk+1‖2(dT
k yk)

2+ 1
2

(
‖ 1√

2θ
(dT

k yk)gk+1‖2+‖
√
2θ(gT

k+1dk)yk‖2
)

(dT
k yk)2

−
tMSMDL
k+1 αk(g

T
k+1dk)

2(dT
k yk)

(dT
k yk)2

=
−‖gk+1‖2(dT

k yk)
2+ 1

2

(
1
2θ
(dT

k yk)
2‖gk+1‖2+2θ(gT

k+1dk)
2‖yk‖2

)
(dT

k yk)2

−
tMSMDL
k+1 αk(g

T
k+1dk)

2

dT
k yk

=
−‖gk+1‖2(dT

k yk)
2+ 1

4θ
(dT

k yk)
2‖gk+1‖2+θ(gT

k+1dk)
2‖yk‖2

(dT
k yk)2

−tMSMDL
k+1

αk(g
T
k+1dk)

2

dT
k yk

≤ −‖gk+1‖2 +
1

4θ
‖gk+1‖2 +

θ(gT
k+1dk)

2‖yk‖2

(dT
k yk)2

− θ
‖yk‖2

sTk yk

αk(g
T
k+1dk)

2

dT
k yk

= −‖gk+1‖2 +
1

4θ
‖gk+1‖2 +

θ(gT
k+1dk)

2‖yk‖2

(dT
k yk)2

− θ
‖yk‖2

αkdT
k yk

αk(g
T
k+1dk)

2

dT
k yk

= −
(
1− 1

4θ

)
‖gk+1‖2. (6.59)

109



Analiza konvergencije

Kako je θ > 1
4
nejednakost (6.56) je zadovoljena za c = 1− 1

4θ
u (6.59) i proizvoljno k ≥ 0.

Globalnu konvergenciju predložene EDL metode potvrd̄uje Teorema 6.4.4.

Teorema 6.4.4. Neka važe pretpostavke (H1) i (H2) iz Stava 4.5.1 i neka je funkcija f

uniformno konveksna. Onda za niz {xk} generisan pomoću EDL metode odred̄ene sa (2.2),

(5.1) i (6.10) važi

lim inf
k→∞

‖gk‖=0. (6.60)

Dokaz. Pretpostavimo suprotno, tj. da (6.60) ne važi. Onda ovo inicira postojanje konstante

c1 > 0 takve da

‖gk‖ ≥ c1, za svako k ≥ 0. (6.61)

Kvadriranjem obe strane izraza (5.1) dobija se

‖dk‖2=‖gk‖2 − 2βEDL
k gT

k dk−1 + (βEDL
k )2‖dk−1‖2. (6.62)

Uzimajući u obzir (6.10), sledi

−2βEDL
k gT

k dk−1=−2

(
‖gk‖2 − ∥gk ∥

∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

− t∗k
gT
k sk−1

dT
k−1yk−1

)
gT
k dk−1

=−2

(
‖gk‖2 − ∥gk ∥

∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

gT
k dk−1 − t∗k

αk−1(g
T
k dk−1)

2

dT
k−1yk−1

)
.

(6.63)

Sada iz (6.53) i (6.54), sledi da je

−2βEDL
k gT

k dk−1≤2

∣∣∣∣∣‖gk‖2 − ∥gk ∥
∥gk−1∥

∣∣gT
k gk−1

∣∣
dT
k−1yk−1

∣∣∣∣∣ |gT
k dk−1|

≤2
‖gk‖2

λ|gT
k dk−1|

|gT
k dk−1|

=2
‖gk‖2

λ
.

(6.64)
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Dalje iz (6.10) imamo da važi

βEDL
k =

‖gk‖2 − ∥gk∥
∥gk−1∥

∣∣gT
k gk−1

∣∣− t∗kg
T
k sk−1

dT
k−1yk−1

≤

∣∣∣∣∣g
T
k gk − ∥gk∥

∥gk−1∥

∣∣gT
k gk−1

∣∣− t∗kg
T
k sk−1

dT
k−1yk−1

∣∣∣∣∣
≤

∣∣∣gT
k

(
gk − ∥gk∥

∥gk−1∥
gk−1 − t∗ksk−1

)∣∣∣
ηαk−1‖dk−1‖2

=

∣∣∣gT
k

(
gk − gk−1 + gk−1 − ∥gk∥

∥gk−1∥
gk−1 − t∗ksk−1

)∣∣∣
ηαk−1‖dk−1‖2

≤
‖gk‖

(
‖gk − gk−1‖+

∥∥∥gk−1

(
1− ∥gk∥

∥gk−1∥

)∥∥∥+ t∗k ‖sk−1‖
)

ηαk−1‖dk−1‖2

=
‖gk‖

(
‖gk − gk−1‖+

∣∣∣1− ∥gk∥
∥gk−1∥

∣∣∣ ‖gk−1‖+ t∗k ‖sk−1‖
)

ηαk−1‖dk−1‖2

=
‖gk‖ (‖gk − gk−1‖+ |‖gk−1‖ − ‖gk‖|+ t∗k ‖sk−1‖)

ηαk−1‖dk−1‖2

≤ ‖gk‖ (‖gk − gk−1‖+ ‖gk−1 − gk‖+ t∗k ‖sk−1‖)
ηαk−1‖dk−1‖2

=
‖gk‖ (2 ‖gk − gk−1‖+ t∗k ‖sk−1‖)

ηαk−1‖dk−1‖2

≤ ‖gk‖ (2L ‖sk−1‖+ t∗k ‖sk−1‖)
ηαk−1‖dk−1‖2

=
(2L+ t∗k) ‖gk‖ ‖sk−1‖

ηαk−1‖dk−1‖2

=
(2L+ t∗k) ‖gk‖αk−1 ‖dk−1‖

ηαk−1‖dk−1‖2

=
(2L+ t∗k) ‖gk‖
η ‖dk−1‖

.

(6.65)

Koristeći t∗k ∈ (0, 1), (6.64) i (6.65) u (6.62), imamo da je

‖dk‖2≤‖gk‖2 + 2
‖gk‖2

λ
+

(2L+ t∗k)
2 ‖gk‖2

η2‖dk−1‖2
‖dk−1‖2

=

(
1 +

2

λ
+

(2L+ t∗k)
2

η2

)
‖gk‖2

=
(λ+ 2)η2 + λ (2L+ t∗k)

2

λη2
‖gk‖2.

(6.66)
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Zatim, podelivši obe strane nejednačine (6.66) sa ‖gk‖4 i koristeći (6.61), imamo da važi

‖dk‖2

‖gk‖4
≤ (λ+ 2)η2 + λ (2L+ t∗k)

2

λη2
· 1

c21
, odnosno

‖gk‖4

‖dk‖2
≥ λη2 · c21
(λ+ 2)η2 + λ (2L+ t∗k)

2 .

(6.67)

Nejednačine u (6.67) impliciraju

∞∑
k=0

‖gk‖4

‖dk‖2
≥

∞∑
k=0

λη2 · c21
(λ+ 2)η2 + λ (2L+ t∗k)

2 =∞. (6.68)

Prema tome, ‖gk‖ ≥ c1 izaziva kontradikciju sa Lemom 6.4.2. Odavde sledi da (6.60) važi,

čime je dokaz završen.

Globalnu konvergenciju predložene MSMDL metode potvrd̄uje Teorema 6.4.5.

Teorema 6.4.5. Neka važe ograničenja iz pretpostavki (H1) i (H2) Stava 4.5.1. Ako je

funkcija f uniformno konveksna, onda za niz {xk} generisan pomoću MSMDL iteracija

važi

lim inf
k→∞

‖gk‖ = 0. (6.69)

Dokaz. Pretpostavimo suprotno, tj. da (6.69) ne važi. Onda ovo inicira postojanje pozitivne

konstante c1 > 0 takve da

‖gk‖ ≥ c1, za svako k ≥ 0. (6.70)

Dalje, na osnovu pravca pretraživanja (5.1) za predloženi MSMDL metod važi

‖dk‖ =
∥∥−gk + βMSMDL

k dk−1

∥∥
≤ ‖gk‖+

∣∣βMSMDL
k

∣∣ ‖dk−1‖

= ‖gk‖+
∣∣∣∣ gT

k yk−1

dT
k−1yk−1

− tMSMDL
k

gT
k sk−1

dT
k−1yk−1

∣∣∣∣ ‖dk−1‖

= ‖gk‖+
∣∣∣∣ gT

k yk−1

αk−1dT
k−1yk−1

− tMSMDL
k

gT
k sk−1

αk−1dT
k−1yk−1

∣∣∣∣ ‖αk−1dk−1‖

= ‖gk‖+
∣∣∣∣ gT

k yk−1

sTk−1yk−1

− tMSMDL
k

gT
k sk−1

sTk−1yk−1

∣∣∣∣ ‖sk−1‖

≤ ‖gk‖+
(
‖gk‖‖yk−1‖
sTk−1yk−1

+
∣∣tMSMDL

k

∣∣ ‖gk‖‖sk−1‖
sTk−1yk−1

)
‖sk−1‖

= ‖gk‖+
‖gk‖

(
‖yk−1‖+

∣∣tMSMDL
k

∣∣ ‖sk−1‖
)

sTk−1yk−1

‖sk−1‖.
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Primenom (4.32) i (6.46) u prethodnoj nejednačini dobija se

‖dk‖ ≤ ‖gk‖+
‖gk‖

(
L‖sk−1‖+

∣∣tMSMDL
k

∣∣ ‖sk−1‖
)

sTk−1yk−1

‖sk−1‖

= ‖gk‖+
‖gk‖

(
L+

∣∣tMSMDL
k

∣∣) ‖sk−1‖
sTk−1yk−1

‖sk−1‖

≤ ‖gk‖+
‖gk‖

(
L+

∣∣tMSMDL
k

∣∣) ‖sk−1‖
η‖sk−1‖2

‖sk−1‖

=

(
1 +

L+
∣∣tMSMDL

k

∣∣
η

)
‖gk‖. (6.71)

Da bi kompletirali dokaz teoreme potrebno je dokazati da je
∣∣tMSMDL

k

∣∣ ograničeno. U tom

slučaju razlikujemo dva slučaja na osnovu definicije tMSMDL
k u (6.20):

(i): Ako je tMSMDL
k = θ ‖yk−1‖2/sTk−1yk−1, onda imamo da je

∣∣tMSMDL
k

∣∣ = ∣∣∣∣θ ‖yk−1‖2

sTk−1yk−1

∣∣∣∣ ≤ θ
L2‖sk−1‖2

η‖sk−1‖2
=
θL2

η
. (6.72)

(ii): Ako je tMSMDL
k = τk, onda imamo da je

∣∣tMSMDL
k

∣∣ = k(γMSMג)∣∣
k )−1 − 1

)
‖gk‖2sTk−1yk−1 + gT

k yk−1g
T
k sk−1

∣∣
(gT

k sk−1)2

≤ | k(γMSMג
k )−1 − 1 | ‖gk‖2L‖sk−1‖2 + ‖gk‖‖yk−1‖‖gk‖‖sk−1‖

‖gk‖2‖sk−1‖2

≤ | k(γMSMג
k )−1 − 1 | ‖gk‖2L‖sk−1‖2 + ‖gk‖2L‖sk−1‖2

‖gk‖2‖sk−1‖2

= L | k(γMSMג
k )−1 − 1 | +L. (6.73)

Na osnovu Algoritma 2.2.3 i početne vrednosti za αk = 1, sledi da je αk ∈ (0, 1]. Činjenica

αk ∈ (0, 1] implicira da je 1 ≤ kג ≤ 5/4. Za vǐse informacija pogledati analizu funkcije k(αk)ג

i njen grafik Slika 6.1. Dalje, zajedno sa (6.73) imamo da važi∣∣tMSMDL
k

∣∣ ≤ L
k(γMSMג∣∣

k )−1 − 1
∣∣+ L

≤ L
(
k(γMSMג

k )−1 + 1
)
+ L

≤ L

(
2 +

5

4
(γMSM

k )−1

)
. (6.74)

Kako je γk aproksimacija Hesijana ∇2f(xk), nejednakost (4.34) implicira m ≤ γk ≤ M .
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Sada iz (6.74) sledi

∣∣tMSMDL
k

∣∣ ≤ L

(
2 +

5

4m

)
. (6.75)

Dalje, iz (6.72) i (6.75) imamo da važi

∣∣tMSMDL
k

∣∣ ≤ max

{
θL2

η
, L

(
2 +

5

4m

)}
= T. (6.76)

Sada, na osnovu (6.71) i (6.76) sledi

‖dk‖ ≤
(
1 +

L+ T

η

)
‖gk‖ =

η + L+ T

η
‖gk‖. (6.77)

Kvadriranjem obe strane u nejednačini (6.77) dobija se

‖dk‖2 ≤
(η + L+ T )2

η2
‖gk‖2. (6.78)

Zatim, deljenjem obe strane nejednakosti (6.78) sa ‖gk‖4 i koristeći (6.70), imamo da važi

‖dk‖2

‖gk‖4
≤ (η + L+ T )2

η2
· 1

c21
⇐⇒ ‖gk‖4

‖dk‖2
≥ η2 · c21

(η + L+ T )2
. (6.79)

Nejednačine u (6.79) impliciraju

∞∑
k=0

‖gk‖4

‖dk‖2
≥

∞∑
k=0

η2 · c21
(η + L+ T )2

= ∞. (6.80)

Prema tome, ‖gk‖ ≥ c1 izaziva kontradikciju sa Lemom 6.4.2. Odavde sledi da (6.69) važi,

čime je dokaz završen.

Teorema 6.4.6. Neka važe ograničenja iz pretpostavki (H1) i (H2) Stava 4.5.1. Ako je

funkcija cilja f uniformno konveksna, onda za niz {xk} generisan pomoću BB1DL iteracija

važi (6.69).

Dokaz. Dokaz Teoreme 6.4.6 je sličan dokazu Teoreme 6.4.5. Razlikuje se jedino u delu gde

je potrebno dokazati da je parametar
∣∣tBB1DL

k

∣∣ ograničen. U nastavku dokazujemo da je

parametar
∣∣tBB1DL

k

∣∣ ograničen. U tom slučaju razlikujemo dva slučaja na osnovu definicije

tBB1DL
k u (6.22):

(i): Ako je tBB1DL
k = θ ‖yk−1‖2/sTk−1yk−1, onda na osnovu (6.72) imamo da je

∣∣tBB1DL
k

∣∣ ≤ θL2

η
. (6.81)
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(ii): Ako je tBB1DL
k = τBB1

k , onda imamo da je

∣∣tBB1DL
k

∣∣ = ∣∣((γBB1
k )−1 − 1

)
‖gk‖2sTk−1yk−1 + gT

k yk−1g
T
k sk−1

∣∣
(gT

k sk−1)2

≤ | (γBB1
k )−1 − 1 | ‖gk‖2L‖sk−1‖2 + ‖gk‖‖yk−1‖‖gk‖‖sk−1‖

‖gk‖2‖sk−1‖2

≤ | (γBB1
k )−1 − 1 | ‖gk‖2L‖sk−1‖2 + ‖gk‖2L‖sk−1‖2

‖gk‖2‖sk−1‖2

= L | (γBB1
k )−1 − 1 | +L. (6.82)

Sada iz (3.29) i (6.48), sledi da je γBB1
k > 0, tj. imamo da važi∣∣tBB1DL

k

∣∣ ≤ L | (γBB1
k )−1 − 1 | +L

≤ L((γBB1
k )−1 + 1) + L

= L

(
sTk−1yk−1

yT
k−1yk−1

)−1

+ 2L

= L
‖yk−1‖2

sTk−1yk−1

+ 2L

≤ L
L2‖sk−1‖2

η‖sk−1‖2
+ 2L

≤ L

(
L2

η
+ 2

)
. (6.83)

Pretposlednja nejednakost u (6.83) direktno sledi iz (4.32) i (6.46). Dalje, na osnovu (6.81)

i (6.83) imamo da je

∣∣tBB1DL
k

∣∣ ≤ max

{
θL2

η
, L

(
L2

η
+ 2

)}
= T. (6.84)

Time je dokazano da je parametar
∣∣tBB1DL

k

∣∣ ograničen, čime je dokaz završen.

U nastavku odeljka dokazujemo linearnu konvergenciju MSMDL metode. Teorema 6.4.7

pokazuje linearnu konvergenciju MSMDL metode pod pretpostavkom da je funkcija f :

Rn → R dva puta neprekidno diferencijabilna i uniformno konveksna na Rn. Da bismo

dokazali linearnu konvergenciju MSMDL metode potrebna nam je Lema 6.4.5 koja daje

donju granicu dužine koraka αk. Dokaz Leme 6.4.5 je sličan dokazu u [54, Lema 4] ili

dokazu u [96, Lema 4].
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Lema 6.4.5. Pretpostavimo da je funkcija f : Rn → R dva puta neprekidno diferencijabilna

i uniformno konveksna na Rn i da je niz {xk} generisana MSMDL metodom sa linijskim

pretraživanjem unazad. Tada postoji konstanta λ > 0 takva da

αk ≥ λ, ∀k ≥ 0. (6.85)

Dokaz. Uslov linijskog pretraživanja unazad je zadat sledećom nejednačinom

f(xk + αkdk) ≤ f(xk) + σαkg
T
k dk. (6.86)

Ako je αk 6= 1, onda ρ−1αk ne zadovoljava (6.86), tj.

f
(
xk + ρ−1αkdk

)
− f(xk) > σρ−1αkg

T
k dk. (6.87)

Teorema o srednjoj vrednosti i (4.32) obezbed̄uju postojanje ξk ∈ [0, 1], tako da

f
(
xk + ρ−1αkdk

)
− f(xk) = ρ−1αk

(
g
(
xk + ξk ρ

−1αkdk

))T
dk

= ρ−1αkg
T
k dk + ρ−1αk

(
g
(
xk + ξk ρ

−1αkdk

)
− gk

)T
dk

≤ ρ−1αkg
T
k dk + Lρ−2α2

k‖dk‖2. (6.88)

Iz (6.78) imamo da je
‖gk‖2

‖dk‖2
≥ η2

(η + L+ T )2
= λ1. (6.89)

Dalje, sledeće nejednakosti važe na osnovu (6.88) i (6.87):

σρ−1αkg
T
k dk < f(xk + ρ−1αkdk)− f(xk) ≤ ρ−1αkg

T
k dk + Lρ−2α2

k‖dk‖2

σρ−1αkg
T
k dk − ρ−1αkg

T
k dk ≤ Lρ−2α2

k‖dk‖2

(σ − 1)ρ−1αkg
T
k dk ≤ Lρ−2α2

k‖dk‖2

(σ − 1)gT
k dk ≤ Lρ−1αk‖dk‖2

−(1− σ)gT
k dk ≤ Lρ−1αk‖dk‖2. (6.90)

Iz nejednakosti (6.90), (6.56) i (6.89) sledi da važi

(1− σ)c‖gk‖2 ≤ Lρ−1αk‖dk‖2,

odnosno odavde imamo da je

αk ≥
ρ(1− σ)c

L

‖gk‖2

‖dk‖2
≥ ρ(1− σ)c

L
λ1. (6.91)
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Iz (6.91) sledi da važi tražena nejednakost (6.85) za λ = ρ(1−σ)c
L

λ1, čime je dokaz završen.

Teorema 6.4.7. Neka je funkcija f : Rn → R dva puta neprekidno diferencijabilna i uni-

formno konveksna na Rn i neka je x∗ jedinstven minimum u (2.1). Tada postoje konstante

p > 0 i r ∈ (0, 1) takve da niz {xk} generisana MSMDL metodom zadovoljava nejednakost

‖xk − x∗‖ ≤ p rk. (6.92)

Dokaz. Iz linijskog pretraživanja unazad, Leme 6.4.4 i Leme 6.4.5, sledi

f(xk+1)− f(x∗) ≤ f(xk)− f(x∗) + σαkg
T
k dk

≤ f(xk)− f(x∗)− σαkc ‖gk‖2

≤ f(xk)− f(x∗)− σλc ‖gk‖2. (6.93)

Dalje, ako se u (4.36) uvedena smena y = x∗ i primeni teorema o srednjoj vrednosti kao i

Cauchy–Schwartzova nejednakost, dobija se

m‖xk − x∗‖ ≤ ‖gk‖ ≤M‖xk − x∗‖, ∀ xk ∈ Rn. (6.94)

Koristeći levu nejednakost u (6.94), a zatim desnu nejednakost u (4.35), nejednakost (6.93)

se transformǐse u nejdnakost

f(xk+1)− f(x∗) ≤ f(xk)− f(x∗)− σλcm2‖xk − x∗‖2

≤ f(xk)− f(x∗)− 2σλc
m2

M
(f(xk)− f(x∗))

=

(
1− 2σλc

m2

M

)
(f(xk)− f(x∗)) . (6.95)

U nejednačini (6.95) uvedimo i analizirajmo zamenu r = 1− 2σλc m2

M
. Jasno, na osnovu

0 < σ < 0.5, λ > 0, m2

M
> 0 i c = 1− 1

4θ
> 0 za θ > 1

4
sledi da je r < 1. S druge strane kako

je σ < 0.5, λ ≤ αk ≤ 1, m2

M
< 1 i c < 1 sledi da je r > 1 − λc > 0, odnosno da za ovako

definisano r važi r ∈ (0, 1).

Dalje, iz (6.95) sledi da važi

f(xk+1)− f(x∗) ≤ r (f(xk)− f(x∗)) ≤ · · · ≤ rk+1 (f(x0)− f(x∗)) . (6.96)

Kombinujući levu nejednakost u (4.35) sa (6.96), dobija se

‖xk − x∗‖ ≤ 2

m
(f(xk)− f(x∗)) ≤ 2

m
(f(x0)− f(x∗)) rk ≤ p rk, (6.97)

čime dokazujemo da nejednakost (6.92) važi za p = 2
m
(f(x0)− f(x∗)) > 0, a samim tim
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dokaz je završen.

Napomena 6.4.1. Rezultat dobijen u Teoremi 6.4.7 može se direktno primeniti na BB1DL

metod.

6.5 Numerički rezultati i primena

U ovom odeljku ispitujemo efikasnost predloženih MLSCD, MMDL, EDL i MSMDL metoda.

Odeljak se sastoji od četiri pododeljka, gde se u prva tri ispituje efikasnost predloženih

metoda, a u četvrtom pododeljku je data primena MSMDL metode u rešavanju problema

kontrole pokreta robota.

Svi kodovi korǐsćeni u numeričkim eksperimentima za testirane metode su napisani u

Matlab R2017a programskom jeziku i izvršeni na laptop računaru sa Intel Core i3 2.0 GHz

CPU-om, 8 GB RAM-a i Windows 10 operativnim sistemom. Tri važna kriterijuma (indika-

tora) se analiziraju u svakom pojedinačnom test slučaju: broj iterativnih koraka (broj it-

eracija), broj izračunavanja vrednosti funkcije u različitim tačkama (broj evaluacija funkcije)

i procesorsko vreme, odnosno vreme izvršavanja algoritma (CPU vreme). Numerička testi-

ranja su bazirana na test funkcijama iz [7], gde su mnoge test funkcije preuzete iz CUTEr

kolekcije [26].

Za svaki testirani algoritam korǐsćeni su isti kriterijumi zaustavljanja programa:

‖gk‖ ≤ ϵ i
|f(xk+1)− f(xk)|

1 + |f(xk)|
≤ δ,

gde je ϵ = 10−6 i δ = 10−16. Za ulazne parametre u Algoritmu 2.2.3 linijskog pretraživanja

unazad za sve testirane algoritme korǐsćene su vrednosti σ = 0.0001 i β = 0.8. Što znači

da prihvatamo malo smanjenje ciljne funkcije f predvid̄eno linearnom aproksimacijom u

trenutnoj tački.

Profili performansi predloženi u [58] predstavljaju jedan od najčešće korǐsćenih alata za

upored̄ivanje performansi algoritama za bezuslovnu optimizaciju na velikom skupu testova.

Za upored̄ivanje koriste se numerički rezultati dobijine praćenjem broja iteracija, broja

evaluacija funkcije i CPU vreme za svaki algoritam za svaku testiranu funkciju.

Metod Dolan-a i Moré-a u [58] funkcionǐse na osnovu odnosa rezultata posmatrane per-

formanse odred̄enog algoritma u odnosu na najbolji rezultat posmatrane performanse svih

algoritama. Da bismo približno procenili numeričke performanse različitih algoritama, us-

vajamo profile performansi koji su uveli Dolan i Moré [58] kao alat za procenu efikasnosti

algoritama. U dijagramu profila performansi, gornja kriva odgovara algoritmu koji je rešio

najvǐse problema u vremenu koje je unutar datog faktora najboljeg vremena. Leva strana

profila daje procenat test zadataka za koje je algoritam najbrži, dok desna strana profila

daje procenat test zadataka koji su uspešno rešeni ovim algoritmima. U suštini, desna

strana dijagrama je mera za robusnost algoritma, dok je leva mera efikasnosti algoritma.
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Profili performansi rangiraju algoritme uključene u skup A na skupu test problema P .

Količnik profila performansi rp,a je definisan za svaki problem p ∈ P i svaki algoritam a ∈ A
formulom

rp,a =
mp,a

min {mp,a : p ∈ P ∧ a ∈ A}
,

gde mp,a označava meru performansi (broj iterativnih koraka ili broj evaluacija finkcija ili

CPU vreme) potrebnu za rešavanje problema p od strane algoritma a. Ukoliko posmatrani

algoritam a ima najbolje performanse na problemu p posmatrajući sve algoritme iz skupa A,

onda je količnik profila performansi rp,a = 1. Zatim se profil performansi (broj iterativnih

koraka, broj evaluacija finkcija ili CPU vreme) za algoritam a definǐse na sledeći način

ρa(τ) =
1

np

size {p ∈ P : log2 rp,a ≤ τ} ,

gde je np ukupan broj svih testiranih problema. Algoritmi sa većom verovatnoćom ρa(τ) su

poželjniji. Ako algoritam a1 postigne bolje rezultate u pored̄enju sa algoritmom a2, onda

se kriva ρa1(τ) profila performansi koji generǐse algoritam a1 nalazi iznad odgovarajuće

krive ρa2(τ) profila performansi koji generǐse algoritam a2. Funkcija ρa : R → [0, 1] naziva

se kumulativna funkcija raspodele količnika performansi rp,a i ona prikazuje performanse

algoritma a, tj. predstavlja profil performansi algoritma a.

6.5.1 Numerički rezultati za MLSCD i MMDL metodu

U ovom odeljku predstavljamo numeričke rezultate dobijene testiranjem DHSDL, DLSDL,

MMDL i MLSCD metoda. Numerička testiranja su bazirana na 33 test funkcija iz [7], gde

su mnoge test funkcije preuzete iz CUTEr kolekcije [26]. Za svaku od testiranih funkcija

urad̄eno je 10 numeričkih testova sa različitim izborom broja promenljivih: 100, 500, 1000,

2000, 3000, 5000, 7000, 8000, 10000 i 15000. Zbirni numerički rezultati za DHSDL, DLSDL,

MMDL i MLSCD metod, testirani na 33 test funkcija velikih dimenzija, predstavljeni su u

Tabelama 6.1, 6.2 i 6.3.

Slika 6.2a prikazuje profile performanse upored̄enih metoda u odnosu na broj iteracija,

dok Slika 6.2b prikazuje profile performanse posmatranih metoda u odnosu na broj evaluacija

funkcije. Slika 6.3 prikazuje profile performansi posmatranih metoda u odnosu na CPU

vreme. Kako gornja kriva odgovara metodi koja pokazuje najbolje performanse u odnosu na

izabrani profil performansi, ovde je očigledno da MLSCD metod postiže najbolje rezultate.

Na Slikama 6.2 i 6.3 se može primetiti da DHSDL, DLSDL, MMDL i MLSCD metode

uspešno rešavaju sve test probleme. Na Slici 6.2a MLSCD metod je najbolji u 82% testiranih

problema u pored̄enju sa drugim metodama, dok na Slici 6.2b MLSCD metod je najbolji

u 78% testiranih problema u pored̄enju sa drugim metodama. Kada su u pitanju profili

performansi bazirani na CPU vremenu na Slici 6.3 može se uočiti da je MLSCD metod

najbolji u 73% testiranih problema u pored̄enju sa ostalim metodama. Prema tome, Slike 6.2

i 6.3 pokazuju da MLSCD metod postiže najbolje rezultate u odnosu na sva tri posmatrana
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Tabela 6.1: Zbirni numerički rezultati DHSDL, DLSDL, MMDL i MLSCD metoda za broj
iterativnih koraka.

Broj iteracija
Test funkcija

DHSDL DLSDL MMDL MLSCD

Extended Penalty 1215 1234 1205 1189

Perturbed Quadratic 270275 221969 259193 6776

Raydan 1 53186 49828 49015 3321

Raydan 2 390 390 56 56

Diagonal 1 29328 27623 32947 3548

Diagonal 3 57572 46091 52521 4477

Hager 3185 3205 2962 1614

Generalized Tridiagonal 1 622 625 622 1385

Extended Tridiagonal 1 986304 857 1250116 3939

Extended TET 3320 3416 2005 1042

Diagonal 4 8184 8046 7778 1439

Diagonal 5 25070 25070 40 40

Extended Himmelblau 1348 1348 1345 1614

Perturbed quadratic diagonal 1314838 832200 1162770 12650

Quadratic QF1 269831 231134 262582 8654

Extended quadratic penalty QP1 560 556 585 846

Extended quadratic penalty QP2 120793 115663 112874 2863

Quadratic QF2 function 290961 259641 280104 7875

Extended quadratic exponential EP1 506 506 501 501

Extended Tridiagonal 2 1334 1339 1095 748

ARWHEAD (CUTE) 37844 34583 37508 3159

Almost Perturbed Quadratic 273128 225250 262536 6792

LIARWHD (CUTE) 1491307 1382551 1441296 3498

ENGVAL1 (CUTE) 558 570 561 1045

Diagonal 6 482 486 56 56

COSINE (CUTE) 6420 13212 5802 2154

Generalized Quartic 1540 1593 1226 1163

Diagonal 7 5163 5163 539 539

Diagonal 8 16366 16366 577 577

Full Hessian FH3 2458 2455 2454 2456

Diagonal 9 221364 158244 200892 4654

HIMMELH (CUTE) 90 90 90 67

Extended Rosenbrock 50 50 50 40

indikatora.

Tabela 6.4 sadrži prosečan broj iteracija i broj evaluacija funkcija, kao i prosečno CPU

vreme za 330 numeričkih testova.

Na osnovu rezultata datih u Tabeli 6.4, očigledno je da MLSCD metod daje bolje nu-
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Napredni konjugovani gradijentni metodi

Tabela 6.2: Zbirni numerički rezultati DHSDL, DLSDL, MMDL i MLSCD metoda za broj
evaluacija funkcija.

Broj evaluacija funkcije
Test funkcija

DHSDL DLSDL MMDL MLSCD

Extended Penalty 44466 44600 44179 42846

Perturbed Quadratic 11355510 9214352 10909537 271818

Raydan 1 1435352 1334819 1329884 91573

Raydan 2 970 970 122 122

Diagonal 1 1100988 1032762 1252937 136604

Diagonal 3 2158912 1709338 1986158 167563

Hager 56222 56459 52392 29503

Generalized Tridiagonal 1 10290 10568 10387 23914

Extended Tridiagonal 1 5194192 5092 6369195 19043

Extended TET 33240 34180 20100 9510

Diagonal 4 158336 155132 151761 28344

Diagonal 5 50310 50310 90 90

Extended Himmelblau 25572 25572 25515 29640

Perturbed quadratic diagonal 54423738 33793696 48110702 471146

Quadratic QF1 10439311 8879307 10198882 330341

Extended quadratic penalty QP1 10551 10221 11047 14320

Extended quadratic penalty QP2 3443064 3283726 3243403 82215

Quadratic QF2 13106020 11629683 12644902 347236

Extended quadratic exponential EP1 13968 13968 13776 13776

Extended Tridiagonal 2 11261 11255 9185 6157

ARWHEAD (CUTE) 1670783 1521208 1661430 127659

Almost Perturbed Quadratic 11471846 9348191 11052096 273094

LIARWHD (CUTE) 71820981 66491445 69605196 156571

ENGVAL1 (CUTE) 8182 8815 8406 17065

Diagonal 6 1205 1262 122 122

COSINE (CUTE) 176032 485018 120982 69682

Generalized Quartic 18131 18004 15666 10756

Diagonal 7 26630 26630 3275 3275

Diagonal 8 82669 82669 3654 3654

Full Hessian FH3 86912 86866 86267 86714

Diagonal 9 9542988 6768095 8683251 197364

HIMMELH (CUTE) 190 190 190 2803

Extended Rosenbrock 110 110 110 90

meričke rezultate u pored̄enju sa DHSDL, DLSDL i MMDL metodama. Ovaj zaključak

potvrd̄uju i profili performansi za broj iteracija, broj evaluacija funkcija i CPU vreme.
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Slika 6.2: Profili performansi za DHSDL, DLSDL, MMDL i MLSCD metod.
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Slika 6.3: Profili performansi bazirani na CPU vremenu za DHSDL, DLSDL, MMDL i
MLSCD metod.

6.5.2 Numerički rezultati za EDL metod

U ovom odeljku vršimo analizu i upored̄ivanje numeričkih rezultata dobijenih EDL metodom

čija je implementacija zasnovana na Algoritmu 6.3.1, sa numeričkim rezultatima dobijenih

iz četiri varijante MHSDL metode (5.12). Ove varijante su definisane sa t ≡ tk3 iz (5.18),

t ≡ tk4 iz (5.19), t ≡ tk5 iz (5.20), i t ≡ tk6 iz (5.21) i označene kao MHSDL3 , MHSDL4,

MHSDL5 i MHSDL6 metod. Dobijeni rezultati se ne upored̄uju sa rezultatima za tk1 iz

(5.15) i tk2 iz (5.17), jer su u [19] autori već pokazali da tk3 iz (5.18) i tk4 iz (5.19) postižu

bolje numeričke performanse u pored̄enju sa tk1 iz (5.15) i tk2 iz (5.17).

Numerička testiranja se izvode korǐsćenjem 28 test funkcija iz [7], gde je veći deo test

funkcija preuzet iz CUTER kolekcije u [26]. Sve metode koje se koriste u testiranju polaze
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Napredni konjugovani gradijentni metodi

Tabela 6.3: Zbirni numerički rezultati DHSDL, DLSDL, MMDL i MLSCD metoda za CPU
vreme u sekundama.

CPU vreme (sec)
Test funkcija

DHSDL DLSDL MMDL MLSCD

Extended Penalty 11.469 11.844 12.141 12.266

Perturbed Quadratic 4703.016 4348.422 4617.125 92.375

Raydan 1 430.313 386.734 402.156 47.875

Raydan 2 0.656 0.922 0.313 0.219

Diagonal 1 1006.297 920.359 1186.688 90.953

Diagonal 3 2926.469 2296.703 2776.672 210.828

Hager 87.500 88.078 80.781 36.203

Generalized Tridiagonal 1 9.094 9.359 8.422 17.500

Extended Tridiagonal 1 14915.734 10.750 17806.109 45.438

Extended TET 20.766 20.797 12.313 5.641

Diagonal 4 19.422 17.781 17.406 5.359

Diagonal 5 83.000 82.625 0.359 0.297

Extended Himmelblau 3.672 3.750 4.000 6.016

Perturbed quadratic diagonal 21479.750 12615.844 19096.688 137.219

Quadratic QF1 4994.438 3891.266 4762.094 106.500

Extended quadratic penalty QP1 2.922 2.828 3.359 4.313

Extended quadratic penalty QP2 513.609 499.391 479.750 31.516

Quadratic QF2 4023.453 3586.750 3756.359 96.453

Extended quadratic exponential EP1 4.281 4.844 4.172 4.188

Extended Tridiagonal 2 3.031 3.172 2.641 1.984

ARWHEAD (CUTE) 791.922 720.609 733.859 29.734

Almost Perturbed Quadratic 5771.016 4021.641 5214.688 71.000

LIARWHD (CUTE) 24076.406 22565.406 23170.625 40.625

ENGVAL1 (CUTE) 2.438 2.703 2.391 6.531

Diagonal 6 1.031 1.031 0.172 0.141

COSINE (CUTE) 29.609 370.688 113.250 33.828

Generalized Quartic 4.813 5.750 6.000 3.156

Diagonal 7 17.922 17.094 2.813 2.547

Diagonal 8 50.344 48.484 3.000 2.625

Full Hessian FH3 20.938 20.391 21.500 20.094

Diagonal 9 2539.172 1570.594 2368.234 107.125

HIMMELH (CUTE) 0.594 0.609 0.547 5.422

Extended Rosenbrock 0.203 0.234 0.250 0.172

od iste početne tačke x0 za posmatranu test funkciju. Svaka test funkcija se testira 10

puta sa postepenim povećanjem broja promenljivih: 100, 500, 1000, 3000, 5000, 7000, 8000,

10000, 15000 i 20000.

Dodatni parametri koji su neophodni samo za MHSDL6 metodu definisani su na sledeći

123



Numerički rezultati i primena

Tabela 6.4: Prosečni numerički rezultati za 33 test funkcija testiranih na 10 numeričkih
testova.

Prosečne performanse DHSDL DLSDL MMDL MLSCD

Broj iteracija 166,533.091 111,253.152 164,663.727 2,750.818

Broj evaluacija funkcije 5,999,361.576 4,731,348.879 5,685,599.970 92,866.970

CPU vreme (sec) 2,683.191 1,762.044 2,626.269 38.671

način: C = 1, υ = 0.26 i r = rk = υ‖gk−1‖.
Zbirni numerički rezultati za EDL, MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metode,

testirani na 28 test funkcija predstavljeni su u Tabelama 6.5–6.7. Tabele 6.5, 6.6 i 6.7

prikazuju numeričke rezultate koji odgovaraju za sva tri kriterijuma (broj iteracija, broj eval-

uacija funkcije i CPU vreme) za EDL, MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metodu.

Slike 6.4 i 6.5 prikazuju profile performansi za numeričke rezultate date u Tabelama

6.5, 6.6 i 6.7. Slika 6.4a prikazuje profile performansi za broj iteracija generisani za EDL,

MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metodu. Na slici se može uočiti da su EDL,

MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metode uspešno rešili sve test funkcije, pri

čemu EDL metod postiže najbolje rezultate u 57.14% testiranih funkcija u pored̄enju sa:

MHSDL3 (25.00%), MHSDL4 (0.00%), MHSDL5 (0.00%) i MHSDL6 (17.86%) metodoma.

Na Slici 6.4a takod̄e može se uočiti da grafik EDL metode izilazi prvi na vrh, odnosto dostiže

vrednost 1, što znači da EDL metod nadmašuje druge posmatrane metode u odnosu na broj

iteracija.
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Slika 6.4: Profili performansi za EDL, MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metod.

Slika 6.4b prikazuje profile performansi za broj evaluacija funkcija za EDL, MHSDL3,
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Napredni konjugovani gradijentni metodi

Tabela 6.5: Zbirni numerički rezultati EDL, MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metoda
za broj iterativnih koraka.

Broj iteracija
Test funkcija

MHSDL3MHSDL4MHSDL5EDL MHSDL6

Extended Penalty 1466 2243 2231 1259 1371

Perturbed Quadratic 1203710 754291 746557 305622 423037

Raydan 1 159055 110587 106586 55477 75154

Raydan 2 1636 441 441 70 209

Diagonal 1 116788 78844 73512 30978 20332

Diagonal 2 176983 270434 271595 515000 271295

Diagonal 3 150328 98647 104417 47155 37711

Hager 8666 5219 5157 3234 3625

Generalized Tridiagonal 1 1862 1471 1485 639 877

Extended TET 1357 5954 5915 4030 2664

Diagonal 4 30693 19589 19332 8040 12012

Diagonal 5 1721 25120 25120 60 216

Extended Himmelblau 1777 8023 7946 1376 3682

Perturbed quadratic diagonal 2940970 2115659 2027128 1136414 1352704

Quadratic QF1 1270802 799192 786032 309509 325415

Extended quadratic penalty QP1 770 594 575 560 543

Extended quadratic penalty QP2 399671 240530 245254 96620 137799

Extended quadratic exponential EP1 462 606 606 513 526

Extended Tridiagonal 2 3119 2176 2177 1132 1455

ARWHEAD (CUTE) 88824 69868 67413 40713 48669

ENGVAL1 (CUTE) 2323 1407 1415 552 820

INDEF (CUTE) 20 31 1080 23 36240

QUARTC (CUTE) 173913 262291 262291 524299 262181

Diagonal 6 1824 508 508 70 227

Generalized Quartic 1208 1403 2846 1265 1154

Diagonal 7 3217 655 655 653 580

Diagonal 8 511 698 698 686 596

Full Hessian FH3 1456 5353 5350 2523 3176

MHSDL4, MHSDL5 i MHSDL6 metodu. Na slici se može uočiti da su EDL, MHSDL3,

MHSDL4, MHSDL5 i MHSDL6 metode uspešno rešile sve test probleme, dok EDL metod

postiže najbolje rezultate u 67.86% test funkcija u pored̄enju sa: MHSDL3 (17.86%),

MHSDL4 (0.00%), MHSDL5 (0.00%) i MHSDL6 (14.28%) metodama. Na Slici 6.4b prime-

ćuje se da grafik EDL metode prvi izilazi na vrh, tj. dostiže vrednost 1, što potvrd̄uje da je

EDL metod najefikasniji u pogledu broja evaluacija funkcija.

Slika 6.5 sadrži grafike profila performansi koji odgovaraju CPU vremenu za EDL,

MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metodu. Očigledno je da su EDL, MHSDL3,

MHSDL4, MHSDL5 i MHSDL6 metode uspešno rešile sve test probleme. Dalja analiza
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Tabela 6.6: Zbirni numerički rezultati EDL, MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metoda
za broj evaluacija funkcija.

Broj evaluacija funkcije
Test funkcija

MHSDL3MHSDL4MHSDL5EDL MHSDL6

Extended Penalty 54876 73764 73429 46820 49791

Perturbed Quadratic 56691737 34287604 33885701 13168688 18486375

Raydan 1 5066739 3364983 3236335 1551846 2170553

Raydan 2 6554 1162 1162 159 428

Diagonal 1 5004640 3256274 3022015 1200086 744278

Diagonal 2 353976 540878 543200 1030010 542600

Diagonal 3 6339146 3998904 4229565 1798032 1400076

Hager 192474 107413 106534 59187 69735

Generalized Tridiagonal 1 37429 27860 28138 10760 15177

Extended TET 19546 77422 76925 40340 29334

Diagonal 4 713120 425023 418666 155027 242443

Diagonal 5 6874 50460 50460 140 442

Extended Himmelblau 45972 192362 190524 26104 80854

Perturbed quadratic diagonal 135901222 94177165 90238441 48147512 57702654

Quadratic QF1 55972697 33836473 33243711 12316721 12853424

Extended quadratic penalty QP1 17016 12882 12565 11116 10544

Extended quadratic penalty QP2 13015888 7454686 7584960 2743358 4030601

Extended quadratic exponential EP1 14914 18463 18463 14132 15133

Extended Tridiagonal 2 36450 22564 22379 9687 12920

ARWHEAD (CUTE) 4296028 3305257 3182138 1846606 2230650

ENGVAL1 (CUTE) 40462 22432 22898 8209 12858

INDEF (CUTE) 1808 2182 5995 2060 104962

QUARTC (CUTE) 347926 524662 524662 1048648 524422

Diagonal 6 7394 1416 1408 159 468

Generalized Quartic 14364 21842 48770 16695 14103

Diagonal 7 6454 6838 6838 3891 4521

Diagonal 8 6098 6938 6938 4161 5494

Full Hessian FH3 60792 212799 212701 89890 114962

pokazuje da je EDL metod najbolji u 67.86% test slučajeva u pored̄enju sa: MHSDL3

(17.86%), MHSDL4 (0.00%), MHSDL5 (0.00%) i MHSDL6 (14.28%) metodama. Na Slici 6.5

se vidi da grafik EDL metode prvi dostiže vrednost 1, što ukazuje na njegovu superiornost

u pored̄enju sa drugim metodama u odnosu na CPU vreme.

Na osnovu prethodne analize numeričkih rezultata prikazanih u Tabelama 6.5–6.7 i na

Slikama 6.4 i 6.5 može se zaključiti da EDL metod postiže izuzetne rezultate u pogledu sva

tri kriterijuma (broj iteracija, broj evaluacija funkcije i CPU vreme).

Numerička pored̄enja na opsežnim neograničenim optimizacijskim test funkcijama ra-

zličitih struktura i složenosti potvrd̄uju efikasnost EDL algoritma i njegovu superiornost u
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Napredni konjugovani gradijentni metodi

Tabela 6.7: Zbirni numerički rezultati EDL, MHSDL3, MHSDL4, MHSDL5 i MHSDL6 metoda
za CPU vreme u sekundama.

CPU vreme (sec)
Test funkcija

MHSDL3MHSDL4MHSDL5EDL MHSDL6

Extended Penalty 29.75 34.11 31.42 18.30 24.27

Perturbed Quadratic 40532.66 24358.20 24947.84 8335.80 13225.80

Raydan 1 3054.67 1904.48 1692.06 690.91 1184.86

Raydan 2 6.77 1.58 1.66 0.31 0.77

Diagonal 1 7834.03 5106.41 4592.28 1476.89 486.09

Diagonal 2 885.13 1428.05 1447.02 2352.11 1513.50

Diagonal 3 13614.27 8416.77 9064.30 3132.02 1916.30

Hager 586.63 325.75 333.41 142.06 198.13

Generalized Tridiagonal 1 66.14 35.59 34.42 15.19 21.63

Extended TET 20.50 78.34 82.94 41.23 31.45

Diagonal 4 134.53 77.86 87.88 30.41 55.34

Diagonal 5 18.06 134.73 121.09 0.56 1.84

Extended Himmelblau 11.13 44.47 44.36 6.19 18.30

Perturbed quadratic diagonal 91655.55 58226.16 60920.06 32179.38 36383.83

Quadratic QF1 62610.50 31552.48 28679.91 8832.11 8465.34

Extended quadratic penalty QP1 7.56 7.25 6.98 4.98 4.94

Extended quadratic penalty QP2 3814.16 2128.86 2288.55 671.52 1204.72

Extended quadratic exponential EP1 9.11 10.23 8.55 8.00 8.02

Extended Tridiagonal 2 11.13 8.83 6.95 4.08 5.25

ARWHEAD (CUTE) 2709.42 2336.92 2369.28 1266.80 1689.80

ENGVAL1 (CUTE) 19.47 11.33 11.81 4.03 6.70

INDEF (CUTE) 2.44 2.89 10.70 1.92 774.34

QUARTC (CUTE) 3106.56 4818.58 4808.70 7138.72 4735.39

Diagonal 6 6.75 1.92 2.03 0.38 1.34

Generalized Quartic 7.16 11.53 21.05 7.53 9.78

Diagonal 7 5.98 8.20 8.28 4.56 6.25

Diagonal 8 6.17 8.20 8.08 4.72 7.69

Full Hessian FH3 30.08 66.45 79.48 35.77 43.42

odnosu na ranije poznate Dai–Liao varijante konjugovano gradijentnih metoda, kao što su

MHSDL3, MHSDL4, MHSDL5 i MHSDL6. Tokom testiranja pratili smo broj iteracija, broj

evaluacija funkcija i performanse raspona procesorskog vremena za svaku funkciju i svaku

metodu. Analiza dobijenih profila performansi pokazala je da je EDL metod najefikasniji.

6.5.3 Numerički rezultati za MSMDL metod

U ovom odeljku ćemo dokazati numeričku efikasnost MSMDL i BB1DL metoda čija je

implementacija zasnovana na Algoritmu 6.3.2. U tom cilju uradićemo dva upored̄ivanja sa
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Slika 6.5: Profili performansi bazirani na CPU vremenu za EDL, MHSDL3, MHSDL4, MHSDL5
i MHSDL6 metod.

standardnim test funkcijama i datim početnim tačkama iz [7, 26], pri čemu se svaka test

funkcija testira 10 puta sa postepenim povećanjem broja promenljivih: 100, 500, 1000, 3000,

5000, 7000, 8000, 10000, 15000 i 20000.

Prvo upored̄ivanje je izmed̄u CG-DESCENT [73], M1 [19], DK [41] i MSMDL metoda, a

drugo izmed̄u BB1DL, MSMDL i dve nedavno razvijene Dai–Liao konjugovano gradijentne

metode (EDL [87] i MDL [107]). Metode koje učestvuju u prvom i u drugom upored̄ivanju

su predstavljene u Odeljcima 5.2 i 6.3.1.

Specifični parametri koji se koriste samo u MDL i MSMDL metodama su definisani na

sledeći način:
� u MDL metodi: θ = 0.26, C = 1 i r = rk = θ‖gk−1‖;
� u MSMDL metodi: θ = 0.26.
Pored standardnih kriterijuma zaustavljanja algoritama koji su dati na početku ovog

odeljka, ovde je dodat još jedan kriterijum, a to je da se algoritam zaustavlja nakon 50000

iteracija. Simbol “∗” u datim numeričkim rezultatima u narednim tabelama označava da

metod nije uspeo da dostigne traženu tačnost nakon 50000 iteracija za jednu ili vǐse testiranih

dimenzija posmatrane test funkcije.

Zbirni numerički rezultati za prvo testiranje izmed̄u MSMDL, CG-DESCENT, M1 i DK

metoda dobijeni su testiranjem 34 test funkcija i predstavljeni u Tabeli 6.8. Ova tabela

uključuje numeričke rezultate dobijene praćenjem broj iterativnih koraka, broj evaluacija

funkcije i CPU vremena u MSMDL, CG-DESCENT, M1 i DK metodama.

Profili performansi predloženi u [58] se primenjuju za upored̄ivanje dobijenih numeričkih

podataka za broj iterativnih koraka, broj evaluacija funkcije i CPU vreme generisani testi-

ranim algoritmima. Leva strana svakog profila performansi na Slikama 6.6-6.9 označava pro-

cenat test problema u kojima je posmatrana metoda najbolja med̄u testiranim metodama,

dok desna strana daje procenat test problema koji je uspešno rešen od strane posmatrane

metode.
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Slika 6.6: Profili performansi za MSMDL, M1, CG-DESCENT i DK metod.
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Slika 6.7: Profili performansi bazirani na CPU vremenu za MSMDL, M1, CG-DESCENT i DK
metod.

Na Slici 6.6 upored̄ujemo profile performansi za broj iterativnih koraka i broj evaluacija

funkcija za CG-DESCENT, MSMDL, M1 i DK metod na osnovu numeričkih vrednosti datih

u Tabeli 6.8. Detaljnom analizom numeričkih podataka dolazimo do sledećeg zaključka da

MSMDL metod rešava 64.71% testiranih problema sa najmanjim brojem iterativnih koraka

u pored̄enju sa CG-DESCENT (8.82%), M1 (5.88%) i DK (32.35%) metodom. Na Slici 6.6a,

očigledno je da grafik MSMDL metode prvi dostiže najvǐsi nivo, što ukazuje da MSMDL

nadmašuje druge posmatrane metode u odnosu na kriterijum broj iterativnih koraka. Slika

6.6b pokazuje da je MSMDL metod efikasniji od CG-DESCENT, M1 i DK metode, u odnosu

na broj evaluacija funkcija, jer rešava 67.65% test problema sa najmanjim brojem evaluacija

funkcija u pored̄enju sa CG-DESCENT (8.82%), M1 (5.88%) i DK (29.41%) metodom. Na
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Napredni konjugovani gradijentni metodi

Slici 6.6b vidi se da grafik MSMDL metode prvi dostiže najvǐsi nivo, tako da to ukazuje na

činjenicu da je MSMDL metod efikasniji u odnosu na druge posmatrane metode u pogledu

broja evaluacija funkcije.

Slika 6.7 prikazuje profile performansi CG-DESCENT, MSMDL, M1 i DK metode za-

snovane na CPU vremena data u Tabeli 6.8. MSMDL metod rešava 58.82% testiranih

problema za najmanje CPU vreme u pored̄enju sa CG-DESCENT (5.88%), M1 (2.94%) i

DK (23.53%) metodama. Na Slici 6.7 vidi se da grafik MSMDL metode dostiže najvǐsi nivo,

što potvrd̄uje njegovu dominaciju nad ostalim metodama u pogledu CPU vremena.

MSMDL metod nije uspešno rešio 4 (11.76%) test funkcije od svih test funkcija u Tabeli

6.8, dok svaki od CG-DESCENT, M1 i DK metoda nije uspešno rešio po 5 (14.71%) test

funkcija. Detaljna analiza numeričkih rezultata za svaku metodu je data u Tabeli 6.9.

Tabela 6.9: Statistika neuspešno rešenih test funkcija (test probelma) po svakom metodu.

Metod Test funkcija Procenat Test problem Procenat∑
= 34 (%)

∑
= 340 (%)

CG-DESCENT 5 14.71 26 7.65

MSMDL 4 11.76 10 2.94

M1 5 14.71 26 7.65

DK 5 14.71 22 6.47

Od ukupno 340 test problema, MSMDL je u stanju da reši najveći broj test problema

(97, 06% svih testiranih problema), dok su M1 i CG-DESCENT rešili po 92, 35%, a DK

93, 53% svih testiranih problema.

Na osnovu numeričkih podataka datih u Tabelama 6.8 i 6.9 i profila performansi datih na

Slikama 6.6 i 6.7, može se zaključiti da MSMDL metod postiže najbolje rezultate u pored̄enju

sa CG-DESCENT, M1 i DK metodama po tri osnovna kriterijuma: broj iterativnih koraka,

broj evaluacija funkcije i CPU vreme.

Pored standardnih analiza numeričkih rezultata, izvršili smo dodatne analize za MSMDL

metodu. Cilj dodatnih analiza je praćenje korǐsćenja nametnute vrednosti γk = 1 u iteraci-

jama za svaku od testiranih funkcija. Takod̄e, pratimo i broj dodela tMSMDL
k = τk u (6.20)

za svaku pojedinačnu test funkciju. Treći analizirani parametar je maksimalna vrednost za
gTk dk
∥gk∥2

dobijena tokom testiranja. Rezultati dodatnih testiranja su dati u Tabeli 6.10.

Ukupan broj dodeljenih vrednosti γk = 1 (odnosno tMSMDL
k = τk) u Tabeli 6.10 biće

označen sa iγk=1 (odnosno itk=τk). Dalje, sa µ biće označena vrednost µ = max
{

gTk dk
∥gk∥2

}
u Tabeli 6.10 za svaku testiranu funkciju. Ukupan zbir pojedinačnih vrednosti broja itera-

tivnih koraka (NI), iγk=1 i itk=τk u testiranim funkcijama biće označen sa
∑

NI,
∑

iγk=1

i
∑

itk=τk , respektivno. Ukupan zbir svih iterativnih koraka u svim test funkcijama je∑
NI = 240235, što dalje implicira

∑
iγk=1 = 117966 = 0.491044

∑
NI i

∑
itk=τk =

118352 = 0.492651
∑

NI. Iz ovoga sledi da je
∑

iγk=1 ≈
∑

itk=τk ≈ 0.5
∑

NI, odnosno da

je zastupljenost γk = 1 (odnosno tMSMDL
k = τk) u iterativnim koracima oko 50%.

U narednim numeričkim eksperimentima upored̄ujemo MSMDL i BB1DL metode sa
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Numerički rezultati i primena

EDL i MDL metodama.

Tabela 6.10: Zbirni rezultati analize ponašanja parametara u MSMDL metodi.

Test funkcija Broj iterativnih koraka (NI) iγk=1 itk=τk µ

Extended Penalty 1575 758 757 -0.2533

Raydan 1 30614 14981 14983 -0.2565

Raydan 2 57 57 57 -1

Diagonal 1 21812 10876 10876 -0.2608

Diagonal 3 34503 17203 17203 -0.2711

Hager 1430 606 607 -0.2600

Generalized Tridiagonal 1 1124 477 477 -0.2600

Extended Tridiagonal 1 1053 463 444 -0.2600

Extended TET 1090 330 415 -0.2201

Diagonal 4 2058 925 925 -0.2557

Diagonal 5 40 40 34 -1

Extended Himmelblau 1220 555 555 -0.2619

Extended quadratic penalty QP1 894 378 383 -0.2465

Extended quadratic exponential EP1 499 247 247 -0.26

ARWHEAD (CUTE) 18117 9074 9059 -0.2494

ENGVAL1 (CUTE) 1008 391 391 -0.2600

Diagonal 6 57 57 57 -1

Generalized Quartic 832 246 351 -0.2600

Diagonal 7 189 73 179 -0.26

Diagonal 8 270 109 263 -0.26

Full Hessian FH3 2249 1139 1143 -0.26

Diagonal 9 66739 33345 33345 -0.2617

Extended Rosenbrock 50 0 10 -0.26

Extended BD1 (Block Diagonal) 1175 411 437 -0.2403

Extended Maratos 9716 4760 4751 -0.1634

NONDQUAR (CUTE) 31 15 15 -0.2719

DQDRTIC (CUTE) 7082 3452 3452 -0.2600

Extended Freudenstein and Roth 31821 15851 15851 -0.2612

Extended Beale 1880 758 698 -0.1753

EDENSCH (CUTE) 1050 389 387 -0.2600

Upored̄enja performansi MSMDL i BB1DL metode sa EDL i MDL metodama prikazana

su na Slikama 6.8 i 6.9. Slika 6.8a upored̄uje posmatrane metode u odnosu na broj iterativnih

koraka, a Slika 6.8b u odnosu na broj evaluacija funkcija. Grafici profila performansi koji

se odnose na CPU vreme za EDL, MDL, MSMDL i BB1DL metode su dati na Slici 6.9.

Slike 6.8a i 6.8b pokazuju da su MSMDL i BB1DL metode postigle nešto bolje rezultate

u odnosu na EDL i MDL metode u pogledu broja iterativnih koraka i broja evaluacija

funkcija, što potvrd̄uju grafici njihovih profila performansi.
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Slika 6.8: Profili performansi za EDL, MDL, MSMDL i BB1DL metod.
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Slika 6.9: Profili performansi bazirani na CPU vremenu za EDL, MDL, MSMDL i BB1DL metod.

Zbirni numerički rezultati za drugi eksperiment izmed̄u EDL, MDL, MSMDL i BB1DL

metoda su dobijeni testiranjem 25 test funkcija i dati u Tabeli 6.11. Tabela 6.11 sadrži

numeričke podatke dobijene praćenjem tri standardna kriterijuma: broj iterativnih koraka,

broj evaluacija testirane funkcije i CPU vreme u sekundama za EDL, MDL, MSMDL i

BB1DL metodu.

Numerički rezultati u Tabeli 6.11 pokazuju da MSMDL metod rešava oko 36%, dok

BB1DL metod uspešno rešava 32% test problema sa najmanjim brojem iterativnih koraka

i najmanjim brojem evaluacija testiranih funkcija.

Profili performansi bazirani na CPU vremenu za MSMDL i BB1DL metod na Slici 6.9

pokazuju bolje performanse u pored̄enju sa profilima performansi za EDL i MDL metod. U

numeričkim rezultatima datim u Tabeli 6.11 uočili smo da MSMDL metod rešava oko 28%,

dok BB1DL metod uspešno rešava 36% test problema sa minimalnim CPU vremenom.
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Napredni konjugovani gradijentni metodi

Na kraju je važno napomenuti da EDL i MDL metode, koje su trenutno med̄u najboljim

Dai-Liao konjugovano gradijentnim metodama datim u literaturi, daju lošije numeričke

rezultate od MSMDL i BB1DL metoda u smislu broja iterativnih koraka, broj evaluacija

testiranih funkcija i CPU vremena.

6.5.4 Primena MSMDL metode u 2D robotskoj kontroli pokreta

Problemi koji proističu iz koncepta robotskih sistema privukli su pažnju istraživača, što je

uticalo na to da se kasnije razviju neki algoritmi za njihovo rukovanje [111, 181]. Na primer,

Zhang i ostali u [189] su diskutovali o osnovama robota sa n veza (eng. n-link-robots) poz-

natih kao robotski sistem sa 1 vezom (eng. 1-link robot system). Qiang i ostali u [138]

su ukazali na važnost uzimanja u obzir karakteristika motoričke dinamike da bi se postigli

zahtevi za tačnost i stabilnost pokreta robota. Štavǐse, med̄u kriterijumima koje motorička

dinamika treba da zadovolji jeste da stvarni izlaz sistema prati željeni izlaz u okviru pri-

hvatljive minimalne greške [163]. Motivisani radom Zhang i ostalih u [188], Sun i ostali

u [161] su primenili algoritam za rešavanje problema bezuslovne optimizacije na rešavanje

problema kontrole pokreta robotskog manipulatora (2D robotska kontrola pokreta).

Razmatramo problem kontrole pokreta koji uključuje dvozglobne robotske manipulatore

u ravni (eng. two–joint planar robotic manipulator) kao što je opisano u [188]. Neka ζk ∈ R2

i φk ∈ R2 označavaju vektor zglobnog ugla (eng. joint angle) i vektor položaja krajnjeg

efektora (eng. end effector position), respektivno. U robotici, krajnji efektor je ured̄aj na

kraju robotske ruke, dizajniran za interakciju sa okolinom. Tačna priroda ovog ured̄aja

zavisi od primene robota.

Jednačina kinematike diskretnog vremena dvozglobnog robotskog manipulatora u ravni

na nivou pozicije data je sledećim modelom

h(ζk) = φk. (6.98)

Funkcija sa vektorskom vrednošću h(·) se odnosi na kinematičko preslikavanje koje ima

sledeću strukturu

h(ζ) =

[
ℓ1 cos(ζ1) + ℓ2 cos(ζ1 + ζ2), ℓ2 sin(ζ1) + ℓ2 sin(ζ1 + ζ2)

]T
,

gde parametri ℓ1 i ℓ2 predstavljaju dužine prvog i drugog štapa, respektivno. Sada, što se

tiče robotske kontrole pokreta, sledeći problem bezuslovne optimizacije

min
φk∈R2

1

2
‖φk − φ̂k‖2 , (6.99)

se rešava u svakom trenutku tk unutar intervala [0, tend], pri čemu je tend trajanje zadatka.

Krajnji efektor φk se obično kontrolǐse tako da prati Lisažuovu (eng. Lissajous) krivu

označenu sa φ̂k. Primećujemo da uzimajući f(x) ≡ 1
2
‖φk − φ̂k‖2 , onda problem (6.99)

135
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Slika 6.10: Numerički rezultati generisani MSMDL metodom za φ̂k = φ̂1k.

ima oblik problema (2.1) i stoga se predloženi MSMDL metod može koristiti za njegovo

rešavanje.

U ovom eksperimentu, za razliku od Lisažuove krive koja se koristi u [14, 161, 176],

zahtevamo da krajnji efektor φk prati sledeće dve Lisažuove krive,

φ̂1k =

[
3

2
+

1

5
sin(tk),

√
3

2
+

1

5
sin
(
3tk +

π

2

)]T
, (6.100)

i

φ̂2k =

[
3

2
+

1

5
sin(3tk),

√
3

2
+

1

5
sin(2tk)

]T
. (6.101)

Implementacija predloženog MSMDL metoda u vezi sa eksperimentom kontrole pokreta

je kodirana u MATLAB R2019b i pokrenuta na računaru sa intel Core(TM) i5-8250u pro-

cesorom sa 4 GB RAM-a i CPU 1.60 GHZ. U ovom eksperimentu, dužine prvog i drugog
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(d) Praćenje rezidualne greške na y-osi.

Slika 6.11: Numerički rezultati generisani MSMDL metodom za φ̂k = φ̂2k.

štapa se uzimaju kao ℓ1 = ℓ2 = 1, gde je početna tačka ζ0 = [ζ1, ζ2] = [0, π
3
]T sa trajanjem

zadatka [0, tend] podeljenim na 200 jednakih delova, gde je tend = 10 sekundi. Eksperimen-

talni rezultati za φ̂k = φ̂1k su predstavljeni na Slici 6.10, dok su rezultati za φ̂k = φ̂2k dati

na Slici 6.11. Slike 6.10(a) i 6.11(a) prikazuju trajektorije (putanje) robota koje je sinte-

tizovao MSMDL metod za φ̂1k i φ̂2k, respektivno. S druge strane, Slike 6.10(b) i 6.11(b),

respektivno, prikazuju trajektoriju krajnjeg efektora i željenu putanju za φ̂1k i φ̂2k.

Greške koje je MSMDL metod zabeležio tokom eksperimenta u odnosu na horizontalnu

x-osu prikazane su na Slikama 6.10(c) i 6.11(c) za φ̂1k i φ̂2k, respektivno. Nasuprot tome,

greške na vertikalnoj y-osi su predstavljene na Slikama 6.10(d) i 6.11(d) za φ̂1k i φ̂2k, re-

spektivno.

Slike 6.10(a), 6.10(b), 6.11(a) i 6.11(b) potvrd̄uju da je MSMDL metod uspešno i efikasno

izvršio zadatak koji je dat sa prihvatljivim greškama. Pored toga, Slike 6.10(c), 6.10(d),

6.11(c) i 6.11(d) pokazuju da predloženi MSMDL metod ne samo da rešava probleme te-

stiranja, već ih upotpunjuje prihvatljivom greškom. Ovo dalje pokazuje efikasnost i pri-

menljivost MSMDL metode.
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Poglavlje 7

Konjugovani gradijentni metodi

Dai-Liao tipa sa pobolǰsanim

parametrima za rešavanje sistema

nelinearnih monotonih jednačina

velikih dimenzija

U ovom poglavlju biće predstavljen postupak za rešavanje sistema nelinearnih monotonih

jednačina velikih dimenzija koji kombinuje projektivni metod i pravac pretraživanja Dai–

Liao tipa konjugovanog gradijenta. Pored predstavljanja bazičnog DLPM algoritma, biće

predstavljeni naučni rezultati i MSMDLPM algoritam iz [84] koji predstavlja deo istraživanja

ove doktorske disertacije.

Ivanov i ostali autori u radu [84] predložili su novi pravac pretraživanja koji proizilazi

iz odgovarajućih parametara ubrzanja dobijenih nakon nadogradnje ubrzanog gradijentog

MSM metoda sa DLPM metodom. Glavni cilj predložene MSMDLPM metode je da poveže

MSM i DLPM metod i stvori efikasan metod za rešavanje sistema nelinearnih monotonih

jednačina velikih dimenzija. Globalna konvergencija i brzina konvergencije MSMDLPM

metode su teorijski istraženi i dokazani, dok numerički rezultati potvrd̄uju efikasnost predlo-

ženog metoda. Kao posledica rešavanja sistema nelinearnih monotonih jednačina velikih

dimenzija data je efikasna primena MSMDLPM metode u restauraciji slika, a samim tim

data je veza izmed̄u dve naučne oblasti: nelinearna optimizacija i obrada (restauracija) slika.

7.1 Dai–Liao projektivni metod

Sistem nelinearnih monotonih jednačina ima opšti oblik

F (x) = 0, x ∈ Rn, (7.1)

138



Konjugovani gradijentni metodi Dai-Liao tipa sa pobolǰsanim parametrima za rešavanje
sistema nelinearnih monotonih jednačina velikih dimenzija

gde je F : Rn −→ Rn neprekidno preslikavanje koje zadovoljava uslov monotonosti

(F (x)− F (y))T(x− y) ≥ 0, ∀x,y ∈ Rn. (7.2)

Generalno, problem (7.1) može proizaći iz problema bezuslovne optimizacije. Neka je f

norma funkcije definisana na sledeći način

f(x) =
1

2
‖F (x)‖2, x ∈ Rn, (7.3)

gde je ‖ · ‖ Euklidova norma. Tada je problem nelinearnih jednačina (7.1) ekvivalentan

sledećem globalnom problemu bezuslovne optimizacije

min f(x), x ∈ Rn, (7.4)

gde je ciljna funkcija f : Rn → R dva puta neprekidno diferencijabilna i čiji minimum želimo

da odredimo.

Za svako rešenje x∗ sistema jednačina (7.1) važi f(x∗) = 0, a kako je f(x) ≥ 0 za

svako x ∈ Rn na osnovu definicije (7.3) funkcije f(x), onda svako x∗ minimizira funkciju f .

Med̄utim, ako je funkcija f strogo pozitivna u tačkama u kojima dostiže lokalni minimum,

onda te tačke nisu rešenja sistema jednačina (7.1). Uprkos ovom nedostatku, ovaj pristup,

u kojem se za rešavanje sistema jednačina (7.1) koriste metode za rešavanje nelinearnog

problema bezuslovne optimizacije (7.4), je implementiran u mnogim softverskim paketima

i u praksi se uspešno primenjuje.

Sistemi nelinearni monotoni jednačina se javljaju kao problemi u mnogim naučnim

oblastima, pa je rešavanje ovakvih sistema vrlo popularno med̄u naučnim istraživačima.

Monotonost sistema jednačina nameće primenu projektivog metoda pogodnog za rešavanje

ovakvih sistema jednačina, jer omogućava jednostavnu globalizaciju. Kod projektivnog

metoda, linijsko pretraživanje se koristi u cilju konstrukcije hiperravni koja trenutnu it-

eraciju razdvaja od skupa rešenja sistema jednačina. Med̄utim, linijskim pretraživanjem u

datom pravcu odred̄uje se dužina koraka i nakon toga generǐse pomoćna iteracija koja služi

za konstrukciju hiperravni koja razdvaja rešenje sistema jednačina od trenutne iteracije.

Naredna iteracija nastaje projektovanjem trenutne iteracije na datu hiperravan. Na ovaj

način se postiže globalna konvergencija.

U radu [150] prvi put je predstavljen projektivni metod za sisteme monotonih jednačina,

gde je predložen hibridni projektivni netačni Njutnov postupak koji kombinuje projektivni

metod sa Njutnovim pravcem pretraživanja. Glavna karakteristika hibridnog projektivnog

netačnog Njutnovog postupka je da čitav niz iteracija generisan algoritmom globalno konver-

gira ka rešenju sistema jednačina bez pretpostavke o regularnosti. Pored toga, ovi postupci

ne koriste funkciju cilja i izvode i baziraju se samo na izračunavanju vrednosti funkcije

sistema F (x). Zbog toga su pogodni za rešavanje sistema sa singularnim rešenjima, kao i

neglatkih monotonih sistema.
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Kako projektivni metod predstavlja osnovu za čitavu klasu projektivnih postupaka u

nastavku biće izložena osnovna ideja o upotrebi Dai–Liao metode konjugovanih gradijenata

za rešavanje sistema nelinearnih jednačina. Preciznije, biće prikazan način proširivanja Dai–

Liao metode iz [18] za rešavanje problema (7.1). Dobijeni metod je kombinacija Dai–Liao

konjugovano gradijentnog metoda za rešavanje problema bezuslovne optimizacije i tehnike

projekcije hiperravni.

Iterativna šema za rešavanje problema (7.1) počinje od početne tačke x0 ∈ Rn i generǐse

niz {xk, k ≥ 0} koji ima opšti oblik

xk+1 = xk + sk, k ≥ 0, (7.5)

gde je sk = αkdk, αk > 0 i predstavlja dužinu koraka dobijenu odgovarajućom tehnikom

linijskog pretraživanja, a vektor dk je pravac pretraživanja. Ključni problem je pronaći

pravac pretraživanja dk i pogodnu veličinu dužine koraka αk.

Na osnovu pravca pretraživanja dk potrebno je odrediti pomoćnu iteraciju zk = xk + sk
koja se koristi za kreiranje hiperravni

Hk = {x ∈ Rn : F (zk)
T(x− zk) = 0}. (7.6)

Tačka zk se odred̄uje na taj način da hiperravan Hk koja je kreirana tom tačkom razd-

vaja skup rešenja sistema nelinearnih monotonih jednačina (7.1) od trenutne iteracije xk.

Med̄utim, način na koji je odred̄ena tačka zk zahteva upotrebu linijskog pretraživanja koje

odred̄uje dužinu koraka αk tako da hiperravan Hk kreirana sa zk = xk+αkdk striktno razd-

vaja trenutnu iteraciju od skupa rešenja sistema nelinearnih monotonih jednačina (7.1). Da

bi se ovo ostvarilo, potrebno je da važi uslov

F (zk)
T(xk − zk) > 0, (7.7)

koji obezbed̄uje ovu osobinu tačke zk. Sa druge strane, kako funkcija F (x) zadovoljava

uslov monotonosti, sledi da za svako rešenje x∗ sistema nelinearnih monotonih jednačina

(7.1) važi

F (zk)
T(x∗ − zk) = (F (zk)− F (x∗))T(x∗ − zk) ≤ 0. (7.8)

Na osnovu uslova koji važe u (7.7) i (7.8) sledi da hiperravan Hk striktno razdvaja trenutnu

iteraciju xk od rešenja sistema nelinearnih monotonih jednačina x∗. Koristeći ovu činjenicu,

Solodov i Svaiter u [150] predlažu da se naredna iteracija xk+1 dobija projekcijom trenutne

iteracije xk na hiperravan Hk, na sledeći način:

xk+1 = xk −
F (zk)

T(xk − zk)

‖F (zk)‖2
F (zk). (7.9)

Složenost algoritma (metode) za rešavanje nelinearnih monotonih sistema jednačina (7.1)

direkno zavisi od definisanja pravca pretraživanja dk i načina izračunavanja dužine koraka
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αk, tako da je vrlo bitno odabrati ispravnu theniku za linijsko pretraživanje. Linijsko pre-

traživanje bez korǐsćenja izvoda i vrednosti funkcije cilja dato u radovima [4, 97] pogodno

je za rešavanje sistema velikih dimenzija, jer se zasniva samo na izračunavanju vrednosti

funkcije F (x). Dužina koraka αk > 0 je najveća dužina αk = rmk , r ∈ (0, 1), gde je mk

najmanji nenegativan ceo broj takav da zadovoljava sledeći uslov

−F (xk + αkdk)
Tdk ≥ σαk‖F (xk + αkdk)‖‖dk‖2, σ ∈ (0, 1), (7.10)

a dk pravac pretraživanja koji zadovoljava dovoljan uslov opadanja

F (xk)
Tdk ≤ −c‖F (xk)‖2, za c > 0. (7.11)

U radu [1] autori su definisali pravac pretraživanja dk na sledeći način:

dk=

{
−F (xk), k=0,

−F (xk) + βkdk−1, k ≥ 1,
(7.12)

gde je βk Dai–Liao konjugovani gradijentni parametar oblika

βk =
F (xk)

Tyk−1

yT
k−1dk−1

− tk
F (xk)

Tsk−1

yT
k−1dk−1

, (7.13)

tk = p
‖yk−1‖2

sTk−1yk−1

− q
sTk−1yk−1

‖sk−1‖2
, p ≥ 1

4
, q ≤ 0, (7.14)

pri čemu su sk i yk odred̄eni na sledeći način: sk = zk −xk = αkdk i yk = F (xk+1)−F (xk).

Konjugovani gradijentni parametar βk u (7.13) uopštava dva poznata konjugovana gradi-

jetna parametra za različite vrednosti konstanti p i q. Ako je p = 2 i q = 0, tada je tk iz

(7.14) oblika

tk = 2
‖yk−1‖2

yT
k−1sk−1

. (7.15)

Zamenom tk iz (7.15) u (7.13) dobijamo konjugovani gradijentni parametar βk koji je poznat

kao CG–DESCENT metod o kome je bilo vǐse reči u Odeljku 5.2. Takod̄e, ako je p = 1

i q = 0, βk u (7.13) se svodi na konjugovani gradijentni parametar βk (obeležen sa DK) i

definisan od strane Dai i Kou u radu [41], gde je tk oblika

tk =
‖yk−1‖2

yT
k−1sk−1

. (7.16)

Uticaj parametra tk u Dai–Liao klasi konjugovanih gradijenata je vrlo značajan, pa zbog

toga postoji veliki broj istraživanja i pronalaska različitih načina odred̄ivanja vrednosti

parametra tk. U numeričkim rezultatima u ovom poglavlju koristićemo još neke varijante

parametra tk koje su definisane u Odeljku 5.2 kako bi smo uporedili i analizirali vǐse aglori-

tama koji pripadaju Dai–Liao klasi.
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U nastavku je dat Algoritam 7.1.1 za Dai–Liao projektivni metod, odnosno skraćeno

DLPM metod [1].

Algoritam 7.1.1 Dai–Liao projektivni metod (DLPM).

Ulaz: Izabrati početnu tačku x0, realne konstante r, σ ∈ (0, 1), uslov zaustavljanja ϵ > 0 i
postaviti k :=0.

1: Izračunati F (xk). Ako je kriterijum zaustavljanja zadovoljen ‖F (xk)‖ ≤ ϵ, onda STOP,
inače pred̄i na Korak 2.

2: Izračunati pravac pretraživanja dk na osnovu (7.12). STOP ako je dk = 0, inače pred̄i
na Korak 3.

3: Izračunati dužinu koraka αk na osnovu (7.10).

4: Izračunati zk=xk + αkdk. Ako je ‖F (zk)‖ = 0, tada xk+1 = zk, STOP. Inače pred̄i na
sledeći korak.

5: Izračunati xk+1 koristeći obrazac (7.9).

6: Odrediti tk+1 koristeći (7.14).

7: Izračunati βk+1 koristeći (7.13).

8: Postaviti k := k + 1 i pred̄i na Korak 1.

Izlaz: xk i F (xk).

7.2 MSM Dai–Liao projektivni metod (MSMDLPM)

Polazna tačka naše iterativne šeme datira iz MSM šeme definisane u [86]. Adaptacija MSM

metode na problem (7.1) postaje

xk+1 = xk − (φk + φ2
k − φ3

k)(γ
MSMDLPM
k )−1F (xk), (7.17)

gde je γMSMDLPM
k > 0 odgovarajuće definisan parametar ubrzanja, a φk ∈ (0, 1] je dodatni

parametar. Izraz 1+φk −φ2
k > 1 biće kratko označen sa ψk i korǐsćen za dodatno ubrzanje.

Prema ovom dogovoru, pravac pretraživanja u (7.17) je definisan na sledeći način

dk = −ψk(γ
MSMDLPM
k )−1F (xk). (7.18)

Vrednost φk se odred̄uje pomoću (7.10), tj. φk = αk.

Parametar ubrzanja γMSMDLPM
k u (7.18) odred̄en je primenom Tejlorovog razvoja prvog

reda na funkciju F (xk+1) u tački xk+1

F (xk+1) ≈ F (xk) +∇F (ξ)(xk+1 − xk)

≈ F (xk) +∇F (ξ)φkdk

≈ F (xk)−∇F (ξ)φkψk(γ
MSMDLPM
k )−1F (xk), ξ ∈ [xk,xk+1]. (7.19)
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Sledeći [86], aproksimacija matrice funkcije F data je dijagonalnom matricom

∇F (ξ) ≈ γMSMDLPM
k+1 I.

Onda aproksimacija u (7.19) postaje

F (xk+1)− F (xk) ≈ −γMSMDLPM
k+1 φkψk(γ

MSMDLPM
k )−1F (xk). (7.20)

Iz (7.20) i yk = F (xk+1)− F (xk), sledi

yk = −γMSMDLPM
k+1 φkψk(γ

MSMDLPM
k )−1F (xk). (7.21)

Množenjem obe strane jednakosti u (7.21) sa yT
k , parametar ubrzanja γMSMDLPM

k+1 može se

izraziti iz (7.21) na sledeći način:

γMSMDLPM
k+1 = − yT

k yk

φkψk(γMSMDLPM
k )−1yT

k F (xk)
. (7.22)

Da bi ispunili potreban i dovoljan uslov optimalnosti drugog reda, neželjene vrednosti

γMSMDLPM
k+1 < 0 biće zamenjene sa γMSMDLPM

k+1 = 1 [86, 155].

Nepoznati parametar tk u (7.14) može se odrediti iz (7.12), (7.13) i (7.18). Zamenom

(7.13) u (7.12), dk postaje

dk = −F (xk) + βkdk−1

= −F (xk) +

(
F (xk)

Tyk−1

dT
k−1yk−1

− tk
F (xk)

Tsk−1

dT
k−1yk−1

)
dk−1. (7.23)

Imajući u vidu (7.18), nakon zamene dk = −ψk(γ
MSMDLPM
k )−1F (xk) u (7.23) dobija se

−ψk(γ
MSMDLPM
k )−1F (xk) = −F (xk) +

F (xk)
Tyk−1

dT
k−1yk−1

dk−1 − tk
F (xk)

Tsk−1

dT
k−1yk−1

dk−1. (7.24)

Sledeća jednačina se dobija množenjem (7.24) sa F (xk)
T:

−ψk(γ
MSMDLPM
k )−1F (xk)

TF (xk) =− F (xk)
TF (xk) +

F (xk)
Tyk−1

dT
k−1yk−1

F (xk)
Tdk−1

− tk
F (xk)

Tsk−1

dT
k−1yk−1

F (xk)
Tdk−1. (7.25)
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Iz prethodne jednakosti (7.25) sledi

tk
F (xk)

Tsk−1

dT
k−1yk−1

F (xk)
Tdk−1

= −‖F (xk)‖2 + ψk(γ
MSMDLPM
k )−1‖F (xk)‖2 +

F (xk)
Tyk−1

dT
k−1yk−1

F (xk)
Tdk−1

=
(
ψk(γ

MSMDLPM
k )−1 − 1

)
‖F (xk)‖2 +

F (xk)
Tyk−1

dT
k−1yk−1

F (xk)
Tdk−1.

Radi jednostavnosti, označite

Rk(F ) :=
(
ψk(γ

MSMDLPM
k )−1 − 1

)
‖F (xk)‖2. (7.26)

U tom slučaju parametar tk može se izraziti u sledećem obliku

tk =
Rk(F ) +

F (xk)
Tyk−1

dT
k−1yk−1

F (xk)
Tdk−1

F (xk)Tsk−1

dT
k−1yk−1

F (xk)Tdk−1

. (7.27)

Kako je sk−1 = αk−1dk−1 = φk−1dk−1 i φk−1 ∈ (0, 1], nakon zamene dk−1 = sk−1/φk−1 u

(7.27) i nakon pojednostavljenja, dobija se

tk =

Rk(F ) +
F (xk)

Tyk−1
1

φk−1
sTk−1yk−1

F (xk)
T 1
φk−1

sk−1

F (xk)Tsk−1
1

φk−1
sTk−1yk−1

F (xk)T
1

φk−1
sk−1

=
Rk(F ) +

F (xk)
Tyk−1

sTk−1yk−1
F (xk)

Tsk−1

(F (xk)Tsk−1)
2

sTk−1yk−1

=
Rk(F ) s

T
k−1yk−1 + F (xk)

Tyk−1F (xk)
Tsk−1

(F (xk)Tsk−1)
2 . (7.28)

Da bi se obezbedio uslov opadanja u novoj Dai-Liao metodi, definicija za tk u (7.28) je

modifikovana korǐsćenjem principa iz [5, 107] u sledećem obliku

tMSMDLPM
k =max

{
tk, θ

‖yk−1‖2

sTk−1yk−1

}
, θ >

1

4
. (7.29)

Uzimajući u obzir tk := tMSMDLPM
k u definiciji βk u (7.13), predlažemo novo pobolǰsanje

Dai–Liao konjugovano gradijentnog parametra βk definisano sledećim pravilom:

βMSMDLPM
k =

F (xk)
Tyk−1

dT
k−1yk−1

− tMSMDLPM
k

F (xk)
Tsk−1

dT
k−1yk−1

. (7.30)
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Iteracije definisane iz opšte DLPM klase, koje su odred̄ene sa βMSMDLPM
k , označavaju se

kao MSM Dai–Liao projektivni metod, ili skraćeno MSMDLPM.

Algoritam 7.2.1 je formalni opis predloženog MSMDLPM metoda.

Algoritam 7.2.1 MSM Dai–Liao projektivni metod (MSMDLPM).

Ulaz: Izabrati početnu tačku x0 ∈ Rn, realne konstante r, σ ∈ (0, 1), uslov zaustavljanja
ε > 0 i postaviti k := 0.

1: Izračunati F (xk). Ako je kriterijum zaustavljanja zadovoljen ‖F (xk)‖ ≤ ε, onda STOP,
inače pred̄i na Korak 2.

2: Izračunati pravac pretraživanja dk koristeći (7.12). STOP ako je dk = 0, inače pred̄i na
sledeći Korak.

3: Izračunati dužinu koraka αk na osnovu (7.10) i postaviti φk = αk.
4: Izračunati zk = xk + φkdk. Ako je ‖F (zk)‖ = 0, onda STOP i xk+1 = zk, inače pred̄i

na sledeći Korak.
5: Izračunati xk+1 koristeći (7.9).
6: Izračunati F (xk+1), sk = zk − xk = φkdk i yk = F (xk+1)− F (xk).
7: Odrediti γMSMDLPM

k+1 koristeći (7.22). Ako je γMSMDLPM
k+1 < 0, onda postaviti γMSMDLPM

k+1 =
1.

8: Odrediti tMSMDLPM
k+1 koristeći (7.29).

9: Izračunati βMSMDLPM
k+1 koristeći (7.30).

10: Postaviti k := k + 1 i pred̄i na Korak 1.

Izlaz: xk i F (xk).

7.3 Analiza konvergencije

U ovom odeljku istražujemo globalnu konvergenciju i brzinu konvergencije MSMDLPM

metode definisane pomoću Algoritma 7.2.1.

7.3.1 Globalna konvergencija

U ovom pododeljku, pod standardnim pretpostavkama biće dokazana globalna konver-

gencija MSMDLPM metode. Da bi se dokazala globalna konvergencija MSMDLPM metode,

odnosno Algoritma 7.2.1. potrebne su sledeće pretpostavke.

Pretpostavka 7.3.1. (P1) Funkcija F (x) je uniformno monotona na Rn, ako postoji c ≥ 0

tako da važi

(F (x)− F (y))T(x− y) ≥ c‖x− y‖2, (7.31)

za svako x,y ∈ Rn.

(P2) Funkcija F (x) je Lipšic neprekidna, ako postoji pozitivna realna konstanta L > 0

tako da važi

‖F (x)− F (y)‖ ≤ L‖x− y‖, (7.32)

za svako x,y ∈ Rn.
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Iz Pretpostavka 7.3.1 (P2) proizilazi da postoji pozitivna konstanta ω takva da je

‖F (x)‖ ≤ ω. (7.33)

Lema 7.3.1. Neka je niz {xk} generisan MSMDLPM metodom, odnosno Algoritmom 7.2.1.

Onda pravac pretraživanja dk zadovoljava sledeći uslov:

(∀k ≥ 0) F (xk)
Tdk ≤ −λ‖F (xk)‖2, λ > 0. (7.34)

Dokaz. Za k = 0 i d0 = −F (x0), početna aproksimacija zadovoljava jednakost

F (x0)
Td0 = −F (x0)

TF (x0) = −‖F (x0)‖2.

Iz koje sledi da nejednakost (7.34) važi za λ = 1. Za k ≥ 1, sk−1 = φk−1dk−1 i dk =

−F (xk) + βMSMDLPM
k dk−1, imamo da važi

F (xk)
Tdk=−‖F (xk)‖2 + βMSMDLPM

k F (xk)
Tdk−1

=−‖F (xk)‖2 +
(
F (xk)

Tyk−1

dT
k−1yk−1

− tMSMDLPM
k

F (xk)
Tsk−1

dT
k−1yk−1

)
F (xk)

Tdk−1

=−‖F (xk)‖2 +
F (xk)

Tyk−1

dT
k−1yk−1

F (xk)
Tdk−1−tMSMDLPM

k

φk−1(F (xk)
Tdk−1)

2

dT
k−1yk−1

. (7.35)

Na osnovu definicije tMSMDLPM
k u (7.29) razlikujemo dva slučaja.

(i): Ako je

tMSMDLPM
k = θ

‖yk−1‖2

sTk−1yk−1

= θ
‖yk−1‖2

φk−1dT
k−1yk−1

i θ > 1/4,

onda se iz jednakosti (7.35) dobija

F (xk)
Tdk = −‖F (xk)‖2 +

F (xk)
Tyk−1

dT
k−1yk−1

F (xk)
Tdk−1 − θ

‖yk−1‖2

φk−1dT
k−1yk−1

φk−1(F (xk)
Tdk−1)

2

dT
k−1yk−1

,

odnosno,

F (xk)
Tdk =

1

(dT
k−1yk−1)2

{
− ‖F (xk)‖2(dT

k−1yk−1)
2

+ (F (xk)
Tyk−1)(d

T
k−1yk−1)(F (xk)

Tdk−1)

− θ‖yk−1‖2(F (xk)
Tdk−1)

2
}
. (7.36)

Primenom nejednakosti uTv ≤ 1
2
(‖u‖2 + ‖v‖2) na nejednakost (7.36), gde je u =
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1√
2θ
(dT

k−1yk−1)F (xk) i v =
√
2θ(F (xk)

Tdk−1)yk−1, dobija se

F (xk)
Tdk ≤ −‖F (xk)‖2 +

Qk(F )

p2k
,

gde je pk = dT
k−1yk−1 i

Qk(F ) =
1

2

(∥∥∥∥ pk√
2θ
F (xk)

∥∥∥∥2 + ∥∥∥√2θ(F (xk)
Tdk−1)yk−1

∥∥∥2)− θ‖yk−1‖2(F (xk)
Tdk−1)

2

=
p2k
4θ

‖F (xk)‖2 + θ(F (xk)
Tdk−1)

2‖yk−1‖2 − θ‖yk−1‖2(F (xk)
Tdk−1)

2

=
p2k
4θ

‖F (xk)‖2.

Na osnovu svega prethodnog sledi

F (xk)
Tdk ≤ −‖F (xk)‖2 +

1

4θ
‖F (xk)‖2 = −

(
1− 1

4θ

)
‖F (xk)‖2. (7.37)

Kako je θ > 1
4
, nejednakost (7.34) je zadovoljena za k ≥ 1 i λ = 1− 1

4θ
u (7.37).

(ii): Ako je Rk(F ) definisano kao u (7.26) i ako je

tMSMDLPM
k =

Rk(F ) s
T
k−1yk−1 + F (xk)

Tyk−1F (xk)
Tsk−1

(F (xk)Tsk−1)2

=
Rk(F )φk−1d

T
k−1yk−1 + φk−1F (xk)

Tyk−1F (xk)
Tdk−1

φ2
k−1(F (xk)Tdk−1)2

=
Rk(F )d

T
k−1yk−1 + F (xk)

Tyk−1F (xk)
Tdk−1

φk−1(F (xk)Tdk−1)2
, (7.38)

onda se iz jednakosti (7.35) dobija

F (xk)
Tdk = −‖F (xk)‖2 +

F (xk)
Tyk−1F (xk)

Tdk−1

dT
k−1yk−1

−
Rk(F )d

T
k−1yk−1 + F (xk)

Tyk−1F (xk)
Tdk−1

φk−1(F (xk)Tdk−1)2
· φk−1(F (xk)

Tdk−1)
2

dT
k−1yk−1

= −‖F (xk)‖2 +
F (xk)

Tyk−1F (xk)
Tdk−1

dT
k−1yk−1

−
Rk(F )d

T
k−1yk−1

dT
k−1yk−1

− F (xk)
Tyk−1F (xk)

Tdk−1

dT
k−1yk−1

= −‖F (xk)‖2 −Rk(F ) = −ψk(γ
MSMDLPM
k )−1‖F (xk)‖2. (7.39)
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Kako je γMSMDLPM
k > 0 i φk ∈ (0, 1], onda je i ψk > 0, na osnovu čega sledi da je

nejednakost (7.34) zadovoljena za λ = ψk(γ
MSMDLPM
k )−1 u (7.39).

Lema 7.3.2 ([150]). Pretpostavimo da Pretpostavka 7.3.1 važi. Ako je x∗ rešenje sistema

F (x∗) = 0 i ako je niz {xk} generisan Algoritmom 7.2.1 onda važi

‖xk+1 − x∗‖2 ≤ ‖xk − x∗‖2 − ‖xk+1 − xk‖2, (7.40)

i niz {xk} je ograničen. Takod̄e, ili je niz {xk} konačan pri čemu je rešenje problema (7.1)

poslednja iteracija ili je niz {xk} beskonačan i

∞∑
k=0

‖xk+1 − xk‖ <∞, (7.41)

što implicira

lim
k→∞

‖xk+1 − xk‖ = 0.

Lema 7.3.3. Neka je niz {xk} generisan MSMDLPM metodom, onda važi

lim
k→∞

φk‖dk‖ = 0. (7.42)

Dokaz. Koristeći definiciju za xk+1 u (7.9) i uslov (7.10), imamo da važi

‖xk+1 − xk‖ =

∥∥∥∥xk −
F (zk)

T(xk − zk)

‖F (zk)‖2
F (zk)− xk

∥∥∥∥
=

|F (zk)T(xk − zk)|
‖F (zk)‖2

‖F (zk)‖ =
|F (zk)T(xk − zk)|

‖F (zk)‖
,

odnosno,

‖xk+1 − xk‖ =
|φkF (zk)

Tdk|
‖F (zk)‖

=
φk|F (zk)Tdk|

‖F (zk)‖

≥ σφ2
k‖F (zk)‖‖dk‖2

‖F (zk)‖

= σφ2
k‖dk‖2 ≥ 0.

Iz Leme 7.3.2 proizlazi da je niz {‖xk+1 − xk‖} nerastući i konvergentan, dakle ograničen.

Takod̄e, niz {xk} je ograničen i

lim
k→∞

‖xk+1 − xk‖ = 0. (7.43)

Na kraju, iz poslednje dve jednačine sledi (7.42).
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Lema 7.3.4. Pretpostavimo da je funkcija F (x) Lipšic neprekidna i da je niz {xk} generisan

MSMDLPM metodom ograničen, tada postoji konstanta M > 0 takva da

‖dk‖ ≤M, ∀k ∈ N ∪ {0}. (7.44)

Dokaz. Za k = 0, iz d0 = −F (x0) u (7.12) i (7.33), sledi

‖d0‖ = ‖ − F (x0)‖ ≤ ω. (7.45)

Za k ≥ 1, iz (7.12), (7.30) i sk−1 = φk−1dk−1, sledi

‖dk‖ =
∥∥−F (xk) + βMSMDLPM

k dk−1

∥∥
= ‖ − F (xk) +

F (xk)
Tyk−1

dT
k−1yk−1

dk−1 − tMSMDLPM
k

F (xk)
Tsk−1

dT
k−1yk−1

dk−1‖

=

∥∥∥∥−F (xk) +
F (xk)

Tyk−1

φk−1dT
k−1yk−1

φk−1dk−1 − tMSMDLPM
k

F (xk)
Tsk−1

φk−1dT
k−1yk−1

φk−1dk−1

∥∥∥∥
=

∥∥∥∥−F (xk) +
F (xk)

Tyk−1

sTk−1yk−1

sk−1 − tMSMDLPM
k

F (xk)
Tsk−1

sTk−1yk−1

sk−1

∥∥∥∥ . (7.46)

Da bismo dovršili dokaz leme, koristićemo nejednačine (7.31), (7.32) i (7.33). Pored toga,

na osnovu definicije za tMSMDLPM
k u (7.29) razlikujemo dva slučaja.

(i): Ako je tMSMDLPM
k = θ‖yk−1‖2/(sTk−1yk−1), onda se iz jednakosti (7.46) dobija

‖dk‖ =

∥∥∥∥−F (xk) +
F (xk)

Tyk−1

sTk−1yk−1

sk−1 − θ
‖yk−1‖2

sTk−1yk−1

· F (xk)
Tsk−1

sTk−1yk−1

sk−1

∥∥∥∥
≤ ‖F (xk)‖+

‖F (xk)‖‖yk−1‖
sTk−1yk−1

‖sk−1‖+ θ
‖yk−1‖2

sTk−1yk−1

· ‖F (xk)‖‖sk−1‖
sTk−1yk−1

‖sk−1‖

≤ ‖F (xk)‖+
‖F (xk)‖L‖sk−1‖

c‖sk−1‖2
‖sk−1‖+ θ

L2‖sk−1‖2

c‖sk−1‖2
· ‖F (xk)‖‖sk−1‖

c‖sk−1‖2
‖sk−1‖

= ‖F (xk)‖+
L

c
‖F (xk)‖+ θ

L2

c2
‖F (xk)‖

≤
(
1 +

L

c
+ θ

L2

c2

)
ω. (7.47)

(ii): Ako je

tMSMDLPM
k =

Rk(F ) s
T
k−1yk−1 + F (xk)

Tyk−1F (xk)
Tsk−1

(F (xk)Tsk−1)2
, (7.48)
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gde je Rk(F ) definisano kao u (7.26), onda se iz jednakosti (7.46) dobija se

‖dk‖ =

∥∥∥∥−F (xk) +
F (xk)

Tyk−1

sTk−1yk−1

sk−1

−
Rk(F ) s

T
k−1yk−1 + F (xk)

Tyk−1F (xk)
Tsk−1

(F (xk)Tsk−1)
2 · F (xk)

Tsk−1

sTk−1yk−1

sk−1

∥∥∥∥
=

∥∥∥∥−F (xk) +
F (xk)

Tyk−1

sTk−1yk−1

sk−1

−
Rk(F ) s

T
k−1yk−1 + F (xk)

Tyk−1F (xk)
Tsk−1

F (xk)Tsk−1

· sk−1

sTk−1yk−1

∥∥∥∥
≤ ‖F (xk)‖+

‖F (xk)‖‖yk−1‖
sTk−1yk−1

‖sk−1‖

+
Rk(F ) ‖sk−1‖‖yk−1‖+ ‖F (xk)‖‖yk−1‖‖F (xk)‖‖sk−1‖

‖F (xk)‖‖sk−1‖
· ‖sk−1‖
sTk−1yk−1

= ‖F (xk)‖+
‖F (xk)‖‖yk−1‖

sTk−1yk−1

‖sk−1‖

+

(
ψk(γ

MSMDLPM
k )−1 − 1

)
‖F (xk)‖‖sk−1‖‖yk−1‖+ ‖yk−1‖‖F (xk)‖‖sk−1‖

sTk−1yk−1

.

Dalje imamo da važi

‖dk‖ ≤ ‖F (xk)‖+
‖F (xk)‖L ‖sk−1‖

c‖sk−1‖2
‖sk−1‖

+

(
ψk(γ

MSMDLPM
k )−1 − 1

)
‖F (xk)‖‖sk−1‖L‖sk−1‖+ L‖sk−1‖‖F (xk)‖‖sk−1‖

c‖sk−1‖2

= ‖F (xk)‖+
L

c
‖F (xk)‖+

(
ψk(γ

MSMDLPM
k )−1 − 1

)
L‖F (xk)‖+ L‖F (xk)‖
c

=

(
1 +

L

c
+
ψk(γ

MSMDLPM
k )−1L

c

)
‖F (xk)‖

≤
(
1 +

L

c
+
ψk(γ

MSMDLPM
k )−1L

c

)
ω.

(7.49)

Ako je konstanta M na osnovu (7.45), (7.47) i (7.49) definisana sa

M := max

{
ω,

(
1 +

L

c
+ θ

L2

c2

)
ω,

(
1 +

L

c
+
ψk(γ

MSMDLPM
k )−1L

c

)
ω

}
,

onda nejednakost (7.44) važi za svako k ∈ N ∪ {0}.
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Narednom teoremom biće uspostavljena globalna konvergencija MSMDLPM metode.

Teorema 7.3.1. Neka su {xk} i {zk} nizovi generisani MSMDLPM metodom (Algoritam

7.2.1), onda važi

lim inf
k→∞

‖F (xk)‖=0. (7.50)

Dokaz. Ukoliko pretpostavimo da (7.50) ne važi, onda postoji konstanta ν > 0 takva da

‖F (xk)‖ ≥ ν, ∀k ≥ 0. (7.51)

Prvo dokazujemo da je niz {dk} ograničen datim uslovima. Na osnovu Cauchy-Schwarz-ove

nejednakoti i (7.34) dobija se

λ‖F (xk)‖2 ≤ −F (xk)
Tdk ≤ ‖F (xk)‖‖dk‖. (7.52)

Iz nejednačina (7.52) i (7.51) dobija se

‖dk‖ ≥ λ‖F (xk)‖ ≥ λν > 0, ∀k ≥ 0. (7.53)

Prema tome, koristeći (7.42) i (7.53) dobija se

lim
k→∞

φk = 0. (7.54)

Pretpostavimo da r−1φk ne zadovoljava uslov linijskog pretraživanja (7.10), odnosno da važi

−F (xk + r−1φkdk)
Tdk < σ r−1φk‖F (xk + r−1φkdk)‖‖dk‖2.

Onda iz (7.34) i (7.33) imamo da važi

λ‖F (xk)‖2 ≤ −F (xk)
Tdk (7.55)

= (F (xk + r−1φkdk)− F (xk))
Tdk − F (xk + r−1φkdk)

Tdk

≤ Lr−1φk‖dk‖2 + σr−1φk‖F (xk + r−1φkdk)‖‖dk‖2

≤ Lr−1φk‖dk‖2 + σr−1φkω‖dk‖2

≤ (L+ σω)r−1φk‖dk‖2. (7.56)

Iz prethodne nejednakosti, (7.51) i Leme 7.3.4, dobija se

φk‖dk‖ ≥ rλ‖F (xk)‖2

(L+ σω)‖dk‖
≥ rλν2

(L+ σω)M
, (7.57)

što je u suprotnosti sa (7.42). Prema tome, važi (7.50).
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7.3.2 Analiza brzine konvergencije

Na osnovu Teoreme 7.3.1, niz {xk} konvergira ka rešenju problema (7.1). Prema tome,

pretpostavimo da xk → x∗ kada k → ∞, gde x∗ pripada skupu rešenja Ω problema (7.1).

Da bi analizirali brzinu konvergencije MSMDLPMmetode, potrebna je sledeća pretpostavka.

Pretpostavka 7.3.2. Za svako x∗ ∈ Ω, postoje pozitivne konstante m i δ takve da

m dist(x,Ω) ≤ ‖F (x)‖2, ∀x ∈ N (x∗, δ), (7.58)

gde dist(x,Ω) označava rastojanje od x do skupa rešenja Ω i N (x∗, δ) := {x ∈ Rn | ‖x −
x∗‖ ≤ δ}.

Dokaz Teoreme 7.3.2 je sličan dokazima u [103, 104].

Teorema 7.3.2. Pretpostavimo da Pretpostavke 7.3.1 i 7.3.2 važe i da niz {xk} generisan

MSMDLPM metodom (Algoritmom 7.2.1) konvergira ka x∗ ∈ Ω. Onda niz {dist(xk,Ω)}
konvergira Q–linearno ka 0, stoga čitav niz {xk} R–linearno konvergira ka x∗.

Dokaz. Uzmite u obzir najbliže rešenje xk definisano sa vk := argmin{‖xk − v‖ | v ∈ Ω},
odnosno

‖xk − vk‖ = dist(xk,Ω).

Iz monotonosti za F , važi sledeće za zk = xk + φkdk:

(F (zk)− F (vk))
T(zk − vk) = F (zk)

T(zk − vk) ≥ 0.

Onda iz (7.10) sledi

F (zk)
T(xk − vk) ≥ F (zk)

T(xk − zk)

= F (zk)
T(xk − xk − φkdk)

= −φk F (zk)
Tdk

≥ σ φ2
k ‖F (zk)‖‖dk‖2 ≥ 0. (7.59)

Uzimajući (7.9) u obzir, sledi da važi

‖xk+1−vk‖2 =
∥∥∥∥xk−

F (zk)
T(xk − zk)

‖F (zk)‖2
F (zk)−vk

∥∥∥∥2 = ∥∥∥∥xk − vk −
F (zk)

T(xk − zk)

‖F (zk)‖2
F (zk)

∥∥∥∥2
= ‖xk − vk‖2 − 2

F (zk)
T(xk − vk) · F (zk)T(xk − zk)

‖F (zk)‖2

+
F (zk)

T(xk − zk) · F (zk)T(xk − zk)

‖F (zk)‖2
. (7.60)
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Iz prve nejednakosti (7.59) i (7.60) dobija se

‖xk+1 − vk‖2 ≤ ‖xk − vk‖2 − 2
F (zk)

T(xk − zk) · F (zk)T(xk − zk)

‖F (zk)‖2

+
F (zk)

T(xk − zk) · F (zk)T(xk − zk)

‖F (zk)‖2

= ‖xk − vk‖2 −
F (zk)

T(xk − zk) · F (zk)T(xk − zk)

‖F (zk)‖2
. (7.61)

Iz definicije za dist(xk,Ω), gornjih nejednakosti (7.61) i (7.59) važi

dist(xk+1,Ω)
2 ≤ ‖xk+1 − vk‖2

≤ ‖xk − vk‖2 −
F (zk)

T(xk − zk) · F (zk)T(xk − zk)

‖F (zk)‖2

≤ dist(xk,Ω)
2 − σ φ2

k ‖F (zk)‖‖dk‖2 · σ φ2
k ‖F (zk)‖‖dk‖2

‖F (zk)‖2

= dist(xk,Ω)
2 − σ2φ4

k ‖F (zk)‖2‖dk‖4

‖F (zk)‖2

= dist(xk,Ω)
2 − σ2φ4

k ‖dk‖4. (7.62)

Onda iz (7.53) i (7.58) sledi

dist(xk+1,Ω)
2 ≤ dist(xk,Ω)

2 − σ2φ4
kλ

4‖F (xk)‖4

≤ dist(xk,Ω)
2 − σ2φ4

kλ
4m2dist(xk,Ω)

2

= (1− σ2φ4
kλ

4m2)dist(xk,Ω)
2. (7.63)

Poslednja nejednakost pokazuje da niz {dist(xk,Ω)} konvergira Q–linearno ka 0. Prema

tome, niz {xk} konvergira R–linearno ka x∗.

7.4 Numerički rezultati i primena

Ovaj odeljak se sastoji iz dva pododeljka. U prvom pododeljku su dati numerički rezul-

tati sa ciljem da se pokaže efikasnost predloženog MSMDLPM metoda (Algoritam 7.2.1)

u rešavanju velikih sistema nelinearnih monotonnih jednačina u odnosu na neke varijante

DLPM metode (Algoritma 7.1.1).

Primena MSMDLPM metode u restauraciji slika predstavljena je u drugom pododeljku

ovog odeljka.
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7.4.1 Numeričkih rezultati za MSMDLPM algoritam

Osnovni cilj u ovom odeljku je da se pokaže efikasnost MSMDLPMmetoda (Algoritam 7.2.1)

ne samo nad DLPMmetodom (Algoritam 7.1.1), već i nad nekim njenim varijantama. Mnogi

istraživači su posvetili pažnju na pobolǰsanju efikasnosti Dai–Liao metode definisanjem novih

aproksimacija parametra tk [19, 41, 73, 107]. Na osnovu postojećih istraživanja, koristićemo

DLPM metod (Algoritam 7.1.1) kao polaznu tačku za kreiranje različitih varijanti DLPM

algoritma na osnovu različitih vrednosti parametra tk. Nazivi odgovarajućih algoritama

definǐsu se na osnovu naziva konjugovano gradijentnog parametra βk dodavanjem sufiksa PM

(projektivni metod), jer je i sam naziv DLPM metode nastao odgovarajućom kombinacijom

Dai–Liao metode i projektivnog metoda.

Ako se tk u 6. koraku Algoritma 7.1.1 zameni sa:
� tk iz (7.16), onda se novodobijeni algoritam označava sa DKPM;

� tk iz (5.21), onda se novodobijeni algoritam označava sa MDLPM.

Za sve algoritme koristimo iste vrednosti konstanti σ = 0.01 i r = 0.6 u linijskom

pretraživanju (7.10). Uslov zaustavljanja za sve algoritme je ‖F (xk)‖ ≤ 10−6, odnosno

ε = 10−6 ili kada algoritam potrǐsi vǐse od 1000 (sek.) CPU vremena na jednom test

primeru. Pored navedenih konstanti, DLPM metod koristi konstante p = 0.8 i q = −0.1.

U MSMDLPM i MDLPM metodama konstanta θ ima vrednost 0.26, dok konstante j i C u

MDLPM metodi imaju iste vrednosti kao u [107], odnosno j = θ‖F (xk−1)‖ i C = 1.

Kodovi svih algoritama (metoda) koji su korǐsćeni u ovom odeljku napisani su u Matlab

R2017a i izvršeni na laptop računaru sa Intel Core i3 2.0 GHz CPU-om, 8 GB RAM-a i Win-

dows 10 operativnim sistemom. Tokom eksperimenta testirana je kolekcija od 11 test prob-

lema sa različitim izborom broja promenljivih n ∈ {1000, 2000, 3000, 5000, 6000, 8000, 10000,
15000, 30000, 60000}.

Test problemi su oblika F (x) = (F1(x), F2(x), . . . , Fn(x))
T, gde je x = (x1, x2, . . . , xn)

T,

dok su početne tačke definisane za svaki test problem u okviru kolekcije od 11 test problema.

Problem 1. Preuzet je iz [185] i definisan na sledeći način:

F1(x) = 2x1 + 0.5h2(x1 + h)3 − x2,

Fi(x) = 2xi + 0.5h2(xi + hi)3 − xi−1 + xi+1, i = 2, 3, . . . , n− 1,

Fn(x) = 2xn + 0.5h2(xn + hn)3 − xn−1, gde je h = 1
n+1

.

Početna tačka: x0 = (h(h− 1), h(2h− 1), . . . , h(nh− 1))T .

Problem 2. Preuzet je iz [24] i definisan na sledeći način:

F1(x) = x1 − ecos(h(x1+x2)),

Fi(x) = xi − ecos(h(xi−1+xi+xi+1)), i = 2, 3, . . . , n− 1,

Fn(x) = xn − ecos(h(xn−1+xn)), gde je h = 1
n+1

.

Početna tačka: x0 = (1, 1, . . . , 1)T .

Problem 3. Preuzet je iz [94] i definisan na sledeći način:

Fi(x) = 2c(xi − 1) + 4xi
∑n

j=1(x
2
j − xi), i = 1, 2, . . . , n, gde je c = 10−5.

Početna tačka: x0 = (0.9, 0.9, 0.9, . . . , 0.9)T .
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Problem 4. Preuzet je iz [94] i definisan na sledeći način:

Fi(x) = exi − 2, i = 1, 2, 3, . . . , n,

Početna tačka: x0 = (1, 1, . . . , 1).

Problem 5. Preuzet je iz [192] i definisan na sledeći način:

Fi(x) = xi − sin(xi), i = 1, 2, 3, . . . , n.

Početna tačka: x0 = (1, 1, . . . , 1)T .

Problem 6. Preuzet je iz [182, 93] i definisan na sledeći način:

Fi(x) = xi − sin(|xi|), i = 1, 2, 3, . . . , n.

Početna tačka: x0 = (1, 1, . . . , 1)T .

Problem 7. Preuzet je iz [2, 37] i definisan na sledeći način:

Fi(x) =
i
n
exi − 1, i = 1, 2, 3, . . . , n,

Početna tačka: x0 = (1, 1, . . . , 1)T .

Problem 8. Preuzet je iz [2] i definisan na sledeći način:

Fi(x) = xi − sin(|xi − 1|), i = 1, 2, 3, . . . , n.

Početna tačka: x0 = (1, 1, . . . , 1)T .

Problem 9. Preuzet je iz [95] i definisan na sledeći način:

Fi(x) = xi − sin(|xi| − 1), i = 1, 2, 3, . . . , n.

Početna tačka: x0 = (1, 1, . . . , 1)T .

Problem 10. Preuzet je iz [93] i definisan na sledeći način:

F1(x) = (3− x1)x1 − 2x2 + 1,

Fi(x) = (3− xi)xi − xi−1 + 2xi+1 + 1, i = 2, 3, . . . , n− 1,

Fn(x) = (3− xn)xn − xn−1 + 1.

Početna tačka: x0 = (−1,−1, . . . ,−1)T .

Problem 11. Preuzet je iz [16] i definisan na sledeći način:

F1(x) = ex1 − 1,

Fi(x) = exi + xi−1 − 1, i = 2, 3, . . . , n.

Početna tačka: x0 = (1, 1
2
, 1
3
, . . . , 1

n
)T .

Prilikom testiranja test problema praćeni su indikatori za svaki testirani algoritam: broj

iteracija, broj evaluacija funkcije F (x), CPU vreme i vrednost norme funkcije F (x∗) pri

približnom rešenju x∗. Tabele 7.1–7.4 prikazuju numeričke rezultate (broj iteracija, broj

evaluacija funkcije F (x), CPU vreme i normu funkcje F (x)) za DLPM, DKPM, MDLPM i

MSMDLPM algoritam.

Neki direktni zaključci o efikasnosti odred̄enih algoritama na odred̄ene klase problema

nisu pouzdani. Na primer, MSMDLPM algoritam je najbolji po svim kriterijumima i za

sve dimenzije test Problema 6. Ukoliko pogledate test Probleme 4 i 7 možete uočiti da su

definisani sličnim sistemima jednačina, ali su rezultati po algoritmima različiti. Kod test

Problema 4 MSMDLPM algoritam je najbolji po broju iteracija, dok je kod test Problema

7 DLPM algoritam najbolji po broju iteracija.
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ič
k
i
re
zu
lt
at
i
za

D
L
P
M
,
D
K
P
M
,
M
D
L
P
M

i
M
S
M
D
L
P
M

al
go

ri
ta
m

za
b
ro
j
it
er
at
iv
n
ih

k
or
ak
a
(N

I)
,
b
ro
j
ev
a
lu
a
ci
ja

fu
n
kc
ij
e
F
(x
)
(N

F
E
),
C
P
U

v
re
m
e
u
se
k
u
n
d
am

a
(C

P
U
ts
)
i
‖F

(x
)‖

za
P
ro
b
le
m
e
10

i
11

.

D
L
P
M

D
K
P
M

M
D
L
P
M

M
S
M
D
L
P
M

T
es
t
p
ro
b
le
m

n
1
0
0
0

N
I/
N
F
E
/
C
P
U
ts
/
∥F

(x
)∥

N
I/
N
F
E
/
C
P
U
ts
/
∥F

(x
)∥

N
I/
N
F
E
/
C
P
U
ts
/
∥F

(x
)∥

N
I/
N
F
E
/
C
P
U
ts
/
∥F

(x
)∥

P
ro
b
le
m

1
0

1
4
0
/
3
2
9
/
0
.1
8
8
/
8
.7
9
E
-0
7

3
9
/
3
4
2
/
0
.1
4
1
/
7
.5
3
E
-0
7

4
4
/
2
6
7
/
0
.0
4
7
/
9
.4
1
E
-0
7

4
3
/
2
6
3
/
0
.2
1
9
/
6
.7
7
E
-0
7

2
3
2
/
2
5
8
/
0
.0
3
1
/
7
.5
6
E
-0
7

2
6
/
2
0
5
/
0
.0
4
7
/
8
.2
9
E
-0
7

4
4
/
2
6
6
/
0
.0
1
6
/
9
.8
3
E
-0
7

4
7
/
2
8
3
/
0
.0
7
8
/
7
.7
8
E
-0
7

3
3
8
/
3
1
5
/
0
.0
7
8
/
9
.7
2
E
-0
7

3
8
/
3
0
8
/
0
.0
9
4
/
7
.1
7
E
-0
7

4
7
/
2
8
9
/
0
.0
9
4
/
6
.3
8
E
-0
7

4
6
/
2
8
0
/
0
.1
4
1
/
7
.4
7
E
-0
7

5
3
7
/
3
0
6
/
0
.2
9
7
/
6
.0
4
E
-0
7

3
5
/
2
8
9
/
0
.2
3
4
/
5
.6
4
E
-0
7

4
4
/
2
7
7
/
0
.2
3
4
/
9
.9
7
E
-0
7

4
4
/
2
7
7
/
0
.2
3
4
/
8
.2
8
E
-0
7

6
3
1
/
2
3
9
/
0
.2
0
3
/
6
.6
1
E
-0
7

4
0
/
3
3
9
/
0
.2
9
7
/
5
.8
8
E
-0
7

4
6
/
2
8
1
/
0
.3
5
9
/
9
.6
1
E
-0
7

4
9
/
3
0
0
/
0
.4
2
2
/
8
.8
3
E
-0
7

8
3
5
/
2
8
7
/
0
.2
6
6
/
8
.9
7
E
-0
7

2
3
/
1
7
0
/
0
.1
8
8
/
8
.4
7
E
-0
7

4
4
/
2
7
7
/
0
.2
8
1
/
8
.9
1
E
-0
7

4
7
/
2
9
8
/
0
.3
7
5
/
4
.8
0
E
-0
7

1
0

3
5
/
2
8
4
/
0
.3
1
3
/
7
.0
0
E
-0
7

2
3
/
1
6
3
/
0
.1
4
1
/
7
.9
6
E
-0
7

4
7
/
2
8
8
/
0
.3
5
9
/
5
.9
5
E
-0
7

4
7
/
2
8
7
/
0
.3
7
5
/
9
.7
6
E
-0
7

1
5

3
6
/
2
8
6
/
0
.3
9
1
/
5
.9
1
E
-0
7

3
8
/
3
1
9
/
0
.3
7
5
/
8
.2
1
E
-0
7

5
1
/
3
3
7
/
0
.5
/
8
.9
7
E
-0
7

4
9
/
3
8
3
/
0
.6
0
9
/
9
.8
7
E
-0
7

3
0

3
1
/
2
3
6
/
0
.7
0
3
/
9
.4
2
E
-0
7

*
/
*
/
1
0
0
0
.0
4
7
/
*

4
6
/
2
8
5
/
0
.7
5
/
7
.1
3
E
-0
7

4
8
/
3
1
5
/
0
.7
9
7
/
6
.8
5
E
-0
7

6
0

3
9
/
3
0
9
/
1
.4
2
2
/
6
.3
7
E
-0
7

3
8
/
3
0
9
/
1
.1
2
5
/
9
.8
0
E
-0
7

4
5
/
2
7
9
/
1
.3
2
8
/
9
.3
3
E
-0
7

4
5
/
2
7
9
/
1
.2
1
9
/
9
.3
3
E
-0
7

P
ro
b
le
m

1
1

1
2
6
3
8
/
1
4
4
0
2
/
1
.3
5
9
/
9
.5
9
E
-0
7

2
6
9
0
/
1
5
5
9
9
/
1
.4
6
9
/
9
.2
8
E
-0
7

3
3
4
4
/
1
1
1
3
1
/
1
.2
9
7
/
9
.6
4
E
-0
7

3
0
9
7
/
1
5
9
9
1
/
1
.9
2
2
/
8
.1
7
E
-0
7

2
4
9
8
7
/
2
6
7
1
1
/
2
.1
4
1
/
9
.8
0
E
-0
7

5
0
0
5
/
2
8
5
5
1
/
2
.0
9
4
/
9
.6
6
E
-0
7

6
3
4
6
/
2
0
9
4
0
/
1
.8
5
9
/
9
.9
6
E
-0
7

5
9
9
2
/
3
1
0
1
7
/
2
.2
9
7
/
9
.3
1
E
-0
7

3
7
2
3
0
/
3
8
6
1
6
/
1
3
.9
0
6
/
9
.8
9
E
-0
7

7
2
4
5
/
4
0
5
5
0
/
1
0
.5
4
7
/
9
.4
2
E
-0
7

9
2
1
1
/
3
0
3
5
1
/
9
.1
4
1
/
9
.3
8
E
-0
7

8
7
9
5
/
4
5
1
5
8
/
1
3
.6
2
5
/
9
.6
9
E
-0
7

5
1
1
6
5
3
/
6
1
9
0
4
/
3
9
.3
7
5
/
9
.8
3
E
-0
7

1
1
6
1
3
/
6
4
1
0
2
/
3
6
.6
5
6
/
9
.9
9
E
-0
7

1
5
1
0
1
/
4
9
4
0
0
/
3
8
.0
4
7
/
9
.8
4
E
-0
7

1
4
4
4
6
/
7
3
4
7
9
/
4
2
.8
7
5
/
9
.8
3
E
-0
7

6
1
3
7
9
8
/
7
2
5
7
4
/
4
8
.1
2
5
/
9
.8
0
E
-0
7

1
3
8
2
9
/
7
5
3
8
4
/
4
9
.0
7
8
/
9
.9
7
E
-0
7

1
7
9
1
8
/
5
8
5
0
9
/
4
9
.5
9
4
/
9
.9
8
E
-0
7

1
7
2
6
8
/
8
7
5
6
8
/
6
3
.7
1
9
/
9
.0
1
E
-0
7

8
1
8
1
4
8
/
9
5
1
2
8
/
8
2
.8
9
1
/
9
.9
3
E
-0
7

1
8
0
8
6
/
9
7
9
3
0
/
7
6
.1
4
1
/
9
.9
7
E
-0
7

2
3
7
1
7
/
7
7
3
6
3
/
8
6
.8
5
9
/
9
.6
5
E
-0
7

2
2
8
3
5
/
1
1
6
4
3
2
/
1
1
6
.9
0
6
/
9
.9
1
E
-0
7

1
0

2
2
5
0
6
/
1
1
7
9
0
9
/
1
4
6
.0
4
7
/
9
.9
9
E
-0
7

2
2
4
1
4
/
1
2
0
7
8
0
/
1
6
2
.3
7
5
/
9
.7
4
E
-0
7

2
9
6
1
9
/
9
6
4
0
0
/
1
4
6
.9
0
6
/
9
.9
3
E
-0
7

2
8
3
4
6
/
1
4
3
0
6
0
/
2
2
6
.7
0
3
/
8
.9
5
E
-0
7

1
5

3
3
3
0
2
/
1
7
4
9
3
3
/
2
9
6
.5
6
3
/
9
.9
7
E
-0
7

3
3
0
8
4
/
1
7
7
4
6
6
/
3
3
8
.5
1
6
/
1
.0
0
E
-0
6

4
3
9
9
5
/
1
4
3
0
0
2
/
2
7
1
.9
8
4
/
9
.6
8
E
-0
7

4
2
1
4
4
/
2
1
2
1
2
1
/
4
2
3
.6
7
2
/
9
.7
3
E
-0
7

3
0

*
/
*
/
1
0
0
0
.0
4
7
/
*

*
/
*
/
1
0
0
0
.0
3
1
/
*

8
8
1
0
3
/
2
8
5
5
2
6
/
9
5
1
.3
7
5
/
9
.8
6
E
-0
7

*
/
*
/
1
0
0
0
.0
1
6
/
*

6
0

*
/
*
/
1
0
0
0
.0
1
6
/
*

*
/
*
/
1
0
0
0
.0
1
6
/
*

*
/
*
/
1
0
0
0
.0
3
1
/
*

*
/
*
/
1
0
0
0
.0
4
7
/
*

159



Numerički rezultati i primena

Analiza numeričkih rezultata datih u Tabelama 7.1–7.4 otkriva da MSMDLPM algoritam

uspešno rešava 96.36% problema (DLPM – 90.91%, DKPM – 91.82%, MDLPM – 91.82%).

Med̄utim, 3 (2.73%) test problema nije uspeo da reši nijedan od testiranih algoritama. Pored

ovih zaključaka u Tabeli 7.5 data je dodatna analiza numeričkih rezultata iz Tabela 7.1–7.4.

U Tabeli 7.5 dat je broj test primera (procenat) u kojima je svaki od algoritama (DLPM,

DKPM, MDLPM i MSMDLPM) postigao najbolje rezultate u odnosu na broj iteracija, broj

evaluacija funkcije F (x) i CPU vreme. Kategorija ”Neopredeljen” u Tabela 7.5 prikazuje

broj test primera (procenat) u kojima su dva ili vǐse algoritma postigla najbolje rezultate u

pogledu broja iteracija, broja evaluacija funkcije F (x) i CPU vremena.

Tabela 7.5: Analiza rezultata iz Tabela 7.1–7.4 koja prikazuje broj test peimera (procenat)
u kojima je posmatrani algoritam postigao minimalnu vrednost za broj iteracija, broj eval-
uacija funkcije F (x) i CPU vreme.

Metod Broj Procenat Br. evaluacija Procenat CPU Procenat
iteracija funkcije vreme

DLPM 25 22.73% 21 19.09% 22 20.00%
DKPM 17 15.45% 8 7.27% 13 11.82%
MDLPM 1 0.91% 20 18.18% 21 19.09%
MSMDLPM 49 44.55% 45 40.91% 33 30.00%
Neopredeljen 15 13.64% 13 11.82% 18 16.36%

Iz Tabele 7.5 se vidi da je MSMDLPM algoritam rešio 44.55% (49 od 110) testiranih

problema u sprovedenim eksperimentima sa najmanjim brojem iteracija u pored̄enju sa

DLPM, DKPM i MDLPM algoritmima, koji su zabeležili 22.73% (25 od 110), 15.45% (17

od 110) i 0.91% (1 od 110) respektivno. Rezultati dati u vrsti ”Neopredeljen” u Tabeli 7.5

pokazuju da je 13.64% (15 od 110) problema rešeno sa istim minimalnim brojem iteracija

od strane 2, 3 ili sva 4 algoritma uključena u eksperimentu.

U Tabeli 7.5, takod̄e se vidi da je MSMDLPM algoritam rešio 40.91% (45 od 110)

testiranih problema sa minimalnim brojem evaluacija funkcije F (x) u pored̄enju sa DLPM,

DKPM i MDLPM algoritmima, koji su zabeležili 19.09% (21 od 110), 7.27% (8 od 110) i

18.18% (20 od 110) respektivno. Osim toga, iz vrste ”Neopredeljen” u Tabele 7.5 može se

uočiti da je 11.82% (13 od 110) problema rešeno sa istim minimalnim brojem evaluacija

funkcije F (x) od strane 2, 3 ili sva 4 algoritma uključena u eksperimentu.

Konačno, vidi se iz analiziranih numeričkih rezultata u Tabeli 7.5 da je MSMDLPM

algoritam rešio 30.00% (33 od 110) testiranih problema za najmanje CPU vreme u odnosu

na DLPM, DKPM i MDLPM algoritme, koji su rešili 20.00% (22 od 110), 11.82% (13 od

110) i 19.09% (18 od 110) respektivno. Takod̄e, u Tabeli 7.5 se vidi da je 16.36% (18 od

110) problema rešeno sa jednakim CPU vremenom od strane 2 ili vǐse algoritma.

Analiza numeričkih rezultata pokazuje da MSMDLPM Algoritam 7.2.1 postiže bolje

rezultate od bazičnog DLPM Algoritma 7.1.1 i modifikovanih varijanti DLPM algoritama.
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Samim tim dokazano je da način na koji je definisan MSMDLPM Algoritam, odnosno

upotreba parametra ubrzanja γMSMDLPM
k i dodatnog parametra ψk utiče na dominantnost

MSMDLPM Algoritma u numeričkim rezultatima.

Za dodatna upored̄ivanja numeričkih rezultata korǐsćeni su profili performansi predloženi

od strane Dolan-a i Moré-a u [58] za broj iteracija, broj evaluacija funkcije i CPU vreme.

Ako je sa ny označen broj algoritama (metoda) u skupu algoritama A, a sa nx broj test

problema u skupu test problema P , onda je mera performansi algoritma y na test problemu

x definisana sa tx,y. U našem slučaju, tx,y označava broj iteracija ili broj evaluacija funkcije

ili CPU vreme potrebno da se reši problem x od strane algoritma y.

Za bilo koji par (x, y) problema x ∈ P i algoritma y ∈ A, količnik profila performansi je

definisan sa

rx,y =
tx,y

min{tx,y : y ∈ A}
,

gde tx,y označava meru performansi i upored̄uje se sa najboljom merom performansi koja je

postignuta nekim od algoritama iz skupa A za posmatrani problem x.

Profil performansi je definisan pomoću

ρy(τ) =
1

nx

size{x ∈ P : log2 rx,y ≤ τ},

gde je ρy(τ) verovatnoća da je količnik performansi rx,y algoritma y ∈ A unutar faktora

τ ∈ R najboljeg mogućeg količnika. Funkcija ρy(τ) se naziva kumulativna funkcija raspodele

količnika performansi rx,y. U graficima gornja kriva odgovara vrednostima algoritma koji

pokazuje najbolje performanse u odnosu na odabrani profil performansi.
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(a) Bazirani na broju iteracija.
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(b) Bazirani na broju evaluacija funkcije F (x).

Slika 7.1: Profili performansi za DLPM, DKPM, MDLPM i MSMDLPM metod.

Profili performansi za DLPM, DKPM, MDLPM i MSMDLPM algoritme su kreirani na

osnovu numeričkih rezultata datih u Tabelama 7.1–7.4 i prikazani na Slikama 7.1 i 7.2.
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Numerički rezultati i primena
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Slika 7.2: Profili performansi bazirani na CPU vremenu za DLPM, DKPM, MDLPM i
MSMDLPM metod.

Lako se uočava da je MSMDLPM algoritam najefikasniji u pogledu sva tri indikatora (broj

iteracija, broj evaluacija funkcije F (x) i CPU vreme). MSMDLPM algoritam je uspešno

rešio 53.21% (DLPM – 29.36%, DKPM – 22.02%, MDLPM – 7.34%) problema sa najmanjim

brojem iteracija, 52.29% (DLPM – 20.18%, DKPM – 8.26%, MDLPM – 29.36%) problema

sa najmanjim brojem evaluacija funkcije F (x) i 38.53% (DLPM – 29.36%, DKPM – 23.85%,

MDLPM – 27.52%) problema u najkraćem CPU vremenu.

Treba naglasiti da ukoliko su dva ili vǐse algoritma završila test problem sa istim brojem

iteracija, ili istim brojem evaluacija funkcije F (x), ili sa istim CPU vremenom, onda su svi

oni pobednici za dati test problem.

Analizom rezultata prikazanih u Tabelama 7.1–7.4 i na Slikama 7.1 i 7.2, možemo za-

ključiti da je MSMDLPM algoritam postigao najbolje rezultate. Ovo zapažanje nas dovodi

do konačnog zaključka da je MSMDLPM algoritam najefikasniji od posmatranih algori-

tama za rešavanje sistema nelinearnih monotonih jednačina u pogledu sva tri posmatrana

indikatora: broja iteracija, broja evaluacija funkcije F (x) i utrošeno CPU vreme.

7.4.2 Primena MSMDLPM algoritma na probleme restauracija

slika

Problem restauracije slike igra važnu ulogu u medicinskim naukama, biološkom inženjerstvu

i drugim oblastima nauke i inženjerstva [21, 31].

U ovom odeljku, MSMDLPM algoritam se primenjuje za rešavanje problema koji proizila-

ze iz komprimovanog očitavanja signala (eng. compressive sensing), posebno problema sa

uklanjanjem zamućenja slike (eng. image deblurring). Naš glavni cilj u primeni MSMDLPM

algoritma na problem smanjenja šuma (eng. noise reduction) i uklanjanja zamućenja slike

je da pronad̄emo sliku koja odgovara originalnoj slici što je vǐse moguće. Model za ovaj
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Konjugovani gradijentni metodi Dai-Liao tipa sa pobolǰsanim parametrima za rešavanje
sistema nelinearnih monotonih jednačina velikih dimenzija

problem, odnosno za postizanje našeg cilja, definisan je sledećim sistemom:

b = Lx+ y (7.64)

gde b ∈ Rm predstavlja posmatranu sliku, L je linearno preslikavanje (m × n matrica

zamućenja (eng. blurring matrix )), x ∈ Rn je nepoznata slika i y ∈ Rm je šum. Dobro je

poznato da se regularizacione metode (eng. regularization method) koriste u problemima

restauracije slike. Jedan od moćnijih alata za uklanjanje (smanjenje) šuma iz slike je ℓ1-

regularizacija:

min
x∈Rn

f(x) :=
1

2
‖Lx− b‖22 + µ‖x‖1, (7.65)

gde ‖ · ‖2 označava Evklidovu normu, µ je pozitivni parametar regularizacije, a ‖ · ‖1 je

ℓ1–regularizacioni član. Dokaz da je monotona jednačina (7.1) ekvivalentna (7.65) može se

naći u radovima [79, 80, 173, 174].

Da bi se demonstrirala efikasnost MSMDLPM algoritma u restauraciji odred̄enih zamuće-

nja na slikama upored̄en je sa Algoritmom 1 iz [3] i jednim standardnim CGD algoritmom

[174] koji je efikasniji od SGCS algoritma [173]. Prilikom implementacije MSMDLPM al-

goritma u eksperimentima su dodeljenje sledeće vrednosti konstantama σ = 10−4, r = 0.5 i

ε = 10−3. Parametri za Algoritam 1 i CGD algoritam imaju iste vrednosti kao u radovima

[3] i [174].

Da bismo imali korektno upored̄ivanje algoritama, svaki algoritam je pokrenut iz iste

početne tačke x0 = ATb i zaustavljen ispunjenjem uslova

‖xk − xk−1‖
‖xk−1‖

< 10−3 ili
‖f(xk)− f(xk−1)‖

‖f(xk−1)‖
< 10−3, (7.66)

gde je

f(xk) =
1

2
‖Lxk − b‖22 + µ‖xk‖1.

U eksperimentu je testirano pet slika u boji različitih veličina (prva kolona na Slikama 7.3

i 7.4). Ove slike su izobličene (zamućene) korǐsćenjem Gausovog šuma sa standardnom

devijacijom od 3.6 (druga kolona na Slikama 7.3 i 7.4).

Za merenje performansi i kvaliteta restauracije slika za svaki testirani algoritam korǐsćene

su sledeće metrike: broj iteracija, CPU vreme, indeks strukturne sličnosti (eng. structural

similarity index, SSIM) [167], odnos signal–šum (eng. signal–to–noise ratio, SNR) i maksi-

malni odnos signal–šum (eng. peak signal–to–noise ratio, PSNR) [27].

Indeks strukturne sličnosti se koristi za merenje sličnosti izmed̄u dve slike, uzimajući u

obzir promene u osvetljenju, kontrastu i strukturi, što ga čini korisnim alatom za procenu

kvaliteta slike. Odnos signala i šuma se koristi za opisivanje proporcije izmed̄u nivoa željenog

signala i nivoa pozadinskog šuma, često izražen u decibelima (dB). Visok odnos signal–šum

ukazuje na čistiji signal sa manje smetnji. Maksimalni odnos signala i šuma se koristi

za merenje kvaliteta rekonstruisanih ili komprimovanih slika u pored̄enju sa originalnim
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Numerički rezultati i primena

slikama. Izražava se u decibelima (dB) i veće vrednosti označavaju bolji kvalitet slike sa

manje izobličenja uzrokovanih šumom.

Tabela 7.6: Performanse MSMDLPM, Algoritma 1 i CGD algoritma pri uklanjanju zamućenja
na slikama.

Metod Indikator

Naziv slike (Dimeznizja)

Lena Barbara Yacht Baboon Motobikes

(512x512) (720x576) (512x480) (200x200) (494x494)

MSMDLPM

Broj iteracija 17 18 24 18 27

CPU vreme 8.984 15.203 9.688 1.859 12.125

SSIM 0.956 0.707 0.753 0.704 0.633

SNR 22.346 16.731 17.528 17.657 12.502

PSNR 27.802 23.273 23.968 23.243 21.240

Algoritam1

Broj iteracija 25 43 45 64 61

CPU vreme 11.047 28.250 15.266 4.500 20.125

SSIM 0.941 0.676 0.705 0.670 0.566

SNR 19.907 15.743 15.577 16.831 11.183

PSNR 25.366 22.347 22.083 22.439 20.078

CGD

Broj iteracija 33 43 47 56 57

CPU vreme 14.453 31.453 16.031 4.297 21.266

SSIM 0.949 0.693 0.736 0.688 0.600

SNR 21.172 16.243 16.431 17.272 11.788

PSNR 26.613 22.808 22.893 22.857 20.600

Original Image Gaussian blur image MSMDLPM Algorithm 1 CGD

Original Image Gaussian blur image MSMDLPM Algorithm 1 CGD

Original Image Gaussian blur image MSMDLPM Algorithm 1 CGD

Slika 7.3: Originalne slike (prva kolona), zamućene slike (druga kolona), restaurirane slike
MSMDLPM algoritmom (treća kolona), Algoritmom 1 (četvrta kolona) i CGD algoritmom
(poslednja kolona).
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